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RESUMO:

Este trabalho tem por objetivo apresentar um sistema de controle inteligente de veiculos
autdbnomos. O sistema que estamos desenvolvendo € responsavel pela automatizagdo da tarefa de
conducdo de um veiculo, onde buscamos obter um sistema de controle robusto capaz de estacionar
um carro em uma vaga paralela. O sistema SEVA (Simulador de Estacionamento de Veiculos
Autdbnomos) permite controlar o carro através da leitura de um conjunto de sensores, gerando 0s
comandos de aceleracado e de giro de direcdo, de modo a localizar e estacionar o carro em uma vaga.
Atualmente o sistema conta com um controlador baseado em um sistema especialista (conjunto de
regras heuristicas) e com um controlador gerenciado por uma Rede Neural Artificial com aprendizado
supervisionado. Os resultados obtidos até o presente demonstram que ambos 0s controladores sao
capazes de estacionar corretamente um carro, baseados apenas nas informacdes provenientes de

Seus sensores externos.

PALAVRAS- CHAVE: robotica autbnoma, controle sensorial-motor inteligente, conducdo autbnoma

de veiculos, aprendizado neural, sistema especialista.

1. Introducao

Os veiculos autbnamos (RMA — Robés Méveis Autbnamos) tem atraido a @encdo de um

grande nimero de pesquisadores da &ea de Inteligéncia Artificial, devido ao desafio que este



novo daminio de pesquisas nos prople: dotar sistemas de uma cgaddade de radocinio
inteligente ede interacd® com 0 melo em que estdo inseridos. Os RMAS podem “sentir” o
ambiente an que estdo inseridos através da leitura de seus sensores (e.g. sensores infra-
vermelho, lasers, bumpers, cameras de video, etc), e dravés desta percepcéo sensoria eles
podem plangar melhor as suas agbes [Medeiros 98, Heinen 99.

Atuamente temos robd moéveis atuando em diferentes areas, como por exemplo: robds
desarmadores de bombas, robés usados para aexploracéd® de anbientes hostis, e a ©nducéo
de veiculos (carros) robatizados. Alguns dos exemplos mais famosos de RMAs s80: 0 sistema
desenvalvido pelo NavLab da CMU [Pomerleau 90,Batavia 96] que écgpaz de mndwzir uma
caminhorete pelas estradas americanas; o robd dotipo rover enviado para Marte pela NASA
[Stone 96]; o robd Dante que explora vulcdes [Lemonick 94]; o sistema de @ntrole de um
veiculo Ligier elétrico desenvolvido pelos pesquisadores do INRIA na Franga [Paromtchik
96, Scheuer 98]. Todacs estes gstemas possiem em comum a cgacidade de receoer leituras de
sensores que lhes déo informagbes obre 0 ambiente an que estdo inseridos e de modo semi
ou completamente aitbnomo, geram os comandas que fazem com que des ® desloquem em
um ambiente de modo seguro: sem se chocar contra obstaaulos ou colocar em risco sua
integridade ou a dos diferentes elemento presentes no ambiente.

A partir de estudcs e trabalhos de pesquisa desenvalvidos pelo Grupo e Inteligéncia
Artificial do PIPCA [WebGIA 01], foram criadas as bases para o desenvavimento de
aplicagdes na érea de robdica aténama moével. Destacase particularmente o desenvol-
vimento dcs projetos HMLT (Hybrid Machine Leaning Tods) e COHBRA / HyCAR
(Controle Hibrido Inteligente de RobGs Autbnamos), que @ntam com a participacéo de
aunos do Mestrado em Computaca Aplicada da Unisinos.

Espedficamente neste trabalho, opgamos pela implementacd® de um sistema cgaz de
controlar um veiculo auténamo similar a um carro (robd ndo-haonémico —forma retangul ar)
equipado com um conjunto de seis ensores infravermelhos e/ou Utra-sdnicos de baixo
custo. Baseando-se nos modelos da dnematica de um veiculo red [Garnier 97] e dos snsores
[Michel 96] (modelo este usado em simuladores amplamente adotados pela comunidade
cientifica internadonal, como o Khepera-SIM), implementamos o nos simulador. O
simulador, denominado e SEVA — Simulador de Estacionamento de Veiculos Auténamos,
foi desenvavido em Visua C++ de forma moduar, once podemos faalmente alaptar os

modelos da dnemética do veiculo, dos €nsores e 0 sistema de mntrole dos atuadores



(acderacéo e rotacéo da direca). Sendo assm, este simulador permite que sgam definidas
diferentes configuraces de arros, bem como de méduos de cntrole glicados em diferentes
tarefas. Neste atigo iremos tratar especificamente da simulagdo de um carro equipado com
seis ensores infravermelhos (medidores de distancia dos obstaculos), com um sistema de
controle desenvaolvido a fim de permitir que este crro localize uma vaga de estadonamento
paraelo, redizando a seguir o estadonamento de modo automético (sem a intervencéo de um
conduor humano).

O controle do weiculo autdnamo pock ser redizado ce duas formas distintas: baseado em
um sistema espedali sta @mpaosto por um conjunto de regras heuristicas, ou, aseado em uma
Rede Neura Artificial com aprendizado supervisionado. Ambos os sstemas de wntrole usam
as informagdes provenientes dos snsores para definir o comportamento dcs atuadores que
irdo controlar adirecéd dodeslocamento, avelocidade do weiculo e arotagéo da direcao.

O smulador permite a visualizac®, em uma janela gréfica da trgetéria e do
comportamento do \eiculo duante 0 proces® de estadonamento. Uma andlise visua da
evolucdo docomportamento do \eiculo controlado pelo sistema demonstra que o controlador
rediza astarefas de estadonamento com sucesn. Podemos também considerar nesta andlise a
taxa de respostas corretas no aprendizado neural, sendo ch ordem de 98% em média, a qua
demonstra que arede € plenamente capaz de grender a @ntrolar corretamente o veiculo.
Estudos estdo sendoreali zados afim de determinar de modo mais exato a precisdo dosistema
de mntrole, sua cgaddade de generadizac@® (Rede Neurd), e asua robustez, em relac® a
situagdes novas e aimpredsao das Seus $Nsores.

Nas ®g@es <guintes vamos descrever 0 modelo de simulagdo adotado, e gbs
descreveremos o controlador baseado em regras, seguido da descricdo do funcionamento do
controlador baseado ra Rede Neural. Por fim, apresentaremos as perspectivas de melhorias

gue estéo sendoestudadas a fim de serem implementadas no sistema.

2. Simulador SEVA

O simulador SEVA (Simulador de Estadonamento de Veiculos Autbnamos) possli 0s

seguintes comporentes principais:



- Modelo de simulacé dos sensores,

- Modelo de simulagd dacinematica do weiculo (deslocamento docarro);

- Comandos do atuador relacionado ao deslocamento (avancar / recuar e velocidade);
- Comandos do atuador relacionado ao giro do \eiculo (rotagéo da direcéo).

A figura 1 apresenta ainterface gréfica do simulador SEVA, onde na parte superior
encontramos uma zona de status que indica: o estados dos snsores, o0 estado da velocidade de
deslocamento do \eiculo e o estado da rotacdo do \eiculo. Na janela principal também
podemos visualizar uma representacdo simplificada do cenario hipotético no qual o veiculo
estainserido. Um desenhodatrgetériado eiculo foi sobreposto sobre aimagem da interface
grafica, permitindo visualizar o comportamento tipico do \eiculo, oltido em modo b

controle autbnomo, sem interferéncia humana.
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Figura 1 — Simulador SEVA



2.1. Modelo dos Sensores

Os ensores de distancia simulam sensores infra-vermelhas, sendo cgpazes de determinar
a distancia entre o carro e 0s obstaaulos presentes no ambiente: outro carros e acdcada. Os
seis ensores utili zados estdo distribuidos em portos estratégicos do carro (vide figura 2),
estando locdizados na frente, na traseira ena lateral direita do carro. Foram implementados
apenas 0s ensores da lateral direita do weiculo, pds nosos estudas atuais < restringiram ao
estad onamento em vagas paraelas localizadas no lado dreito docarro, caso tipico em pistas

de duas vias.
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Figura 2 — Sensores do Veiculo

Os $nsores retornam um valor numérico entre 0 e 1024, onle o valor 0 indicaque houwe
um contato com o oljeto (colisdo) e 1024 indica que ndo ha obstaculos “visiveis’ no campo
de percepcdo do sensor (caminho livre). O simulador apresenta este canpo ¢k percepcéo
representado graficamente por segmentos de reta, once quando este segmento intercepta um
objetoisto é mnwertido paraum valor entre 0 e 1024representandoa disténciarelativa entre o
sensor e 0 oljeto interceptado. Os valores numéricos dos sensores também sio apresentados
na janela gréfica afim de permitir um melhor acompanhamento das informagdes referentes a

simulac@® doestadonamento.
2.2. Modelo da Cinematica do Veiculo

A movimentac@® do \eiculo respeita 0 modelo da dnematica de um carro, conforme

model o também adatado em [Garnier 97]. Neste modelo é simulado um veiculo representado



por um volume retangular suportado por quatro rodas, onde & rodas traseiras possiem um
eixo fixo e & rodas dianteiras podem ser diredonadas, através do giro dabarradadirecéo. As
coordenadas do weiculo sdo definidas por Vp = (X, Y, 8), orde ‘X’ e ‘Y’ definem o porto
médio doeixo traseiro doveiculo e ‘6’ indica asua orientagcéo (angulo em relac® a direcéo
de referéncia). A velocidade do weiculo é representada por 'V’ e o angulo de giro (rotacéo) da
direc® € denotado por ‘®’. O vaor de ‘L’ indica o tamanho do eixo das rodas. O

deslocamento do \eiculo € descrito pelas fguintes equagdes:

X =V * Cos(®P) * Cos (0)
Y =V * Cos (@) * Cos (0) Eq. 1
0=V /L* Sin(®)

A figura 3 apresenta um esquema do modelo da dnemética do \eiculo que foi adatado

em nossas sSmulagdes.
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Figura 3 — Cinemética do veiculo com eixo de rotacéo dianteiro

2.3. Atuador de Deslocamento

O dedlocamento do \eiculo é obtido ma smulacd® através do controle de sua
velocidade 'V’'. Para que fosse posdvel controlar o veiculo na tarefa de estadonamento,
definiu-se dnco estados referentes a sua vel ocidade de deslocamento: Avanco_Réapido (AR),
Avanco_Lento (AL), Parado (P), Ré Lenta (RL), Ré Rapida (RR). Cada um destes estados é

asciado aum valor numérico corresponcdente avelocidade real adotada pelo veiculo.



2.4. Atuador de Rotacéo

O giro dadiregéo, assm como a velocidade do weiculo, é definido através de um conjunto
de quatro valores adotados como angulos de rotacdo: Giro Esguerda Max (GPM), Giro_
Esquerda_Pequeno (GEP) , Direcéo Reta (DR) , Giro_Direita Pequeno (GDP), Giro
Direita Max (GDM). Cada um destes estados € @sciado a um valor numéico que

corresporde @ giro da diregdo adaotado pelo veiculo.

3. Controle baseado em um Sistema Especialista

O controle do estacionamento do carro foi implementado através da criagdo de um
conjunto de regras que descrevem o comportamento de um motorista (especiali sta) ao redizar
esta tarefa. O resporsavel pela criagdo das regras atuou como andista de @nhecimentos,
codificando a base de regras, e também como espedalistado poblema, visto que este gaum
conduor experiente, o que lhe posshilit ou explicitar seus proprios conhecimentos a respeito
do poblema.

As regras explicitadas identificaram a necesgdade de se definir um conjunto de estados
pelos quais passa 0 conduor durante & diferentes etapas do proces de estacionamento. As
etapas identificadas permitiram que fosse definido um autdmato de estados finitos (FSA),
composto por 7 estados, representados na figura 4. procurando_\ega, pasicionando,

entrando_\aga, pasicionando_ \aga, otimizando_\aga, alinhandoe parado.

Procurando_Vaga Posicionando Entrando_Vaga

—

Posicionando_Vaga

Parado Alinhando Otimizando_Vaga

Figura 4 — Autdmato com os estados usados no processo de estacionamento do carro



O uso de um diagrama de estados que definem o autdbmato permitiu que fosse simplificado
o tratamento do poblema, visto que o espedalista reage de modo dferente abs estimulos
sensoriais do ambiente, segundo oestado em que se encontra. Por exemplo, a0 procurar uma
vaga paralela estamos usuamente andandoem linha reta ebuscandolocdizar uma “abertura’
entre dois carros, e qguando vamos colocar o carro ha vaga estamos usualmente dando uma ré,
controlando s veiculos a0 nas lado de modoa girar corretamente adirecéo e entrar navaga
sem bater neles.

Para que fosse posdvel redlizar a tarefa de estadonamento, também foi adicionado um
oddmetro, que nos permite cntrolar 0 quanto o carro se deslocou. O odémetro é usado em
casos onde, apGs acharmos uma vaga, € Necessario primeiro avangar uma certa distancia antes
de eitrar de ré na vaga. O comportamento final do weiculo controlado pelo sistema
espedalista éaquele que foi apresentado nafigura 1.

As regras usadas consultam o estado atual do autdmato, dos snsores e do oddnetro, e
geram como efeito o controle dos atuadores de deslocamento (velocidade — controlada pela
variavel Speed) e de rotacdo (giro da direcéo — controlado pela variavel RotVel). O sistema
completo pcsaui um total de 30 regras, once listamos a seguir alguns exemplos destas regras
empregadas no simulador:

Se Estado_Atual( Procurando_Vaga) e Proximo_ao_Obstaculo(V[4]) e
Préximo_ ao_Obstaculo (V[5])

Entdo Speed = Avanco_Rapidoe RotVel = Direcdo_Reta;

Se Estado_Atual( Procurando_Vaga) e Longe__do_Obstaculo(V[2]) e
Longe__do_Obstaculo(V[3]) e Longe__do_Obstaculo(V[4]) e
Longe__do_Obstaculo(V[5])

Entdo Troca_ Estado(Posicionando) e Inicializa(Odémetro);

Se Estado_Atual(Posicionando)

Entdo Speed = Avanco_Rapidoe Rotvel=  Direcdo_Reta;

Se Estado_Atual(Posicionando) e Longe_do_Obstaculo(V[4]) e
Deslocamento_Suficiente(Odémetro)

Entdo Estado_atual( Entrando_Vaga) e Inicializa(Odbémetro);

Se Estado_Atual( Entrando_Vaga)

Entdo Speed= Ré _Rapidae RotVel= Giro_Esquerda_Max;

Quadro 1 — Exemplo das regras usadas no sistema de controle do veiculo



4. Controle baseado em uma Rede Neural Artificial

Os resultados ohtidos com o controle baseado em um sistema espedali sta nos levaram ao
estudo ce uma dternativa para aaquisicdo de cnhedmentos, Visto que 0 processo de codifi-
cacdo e regras € muito trabalhaso, aém de ndo garantir uma grande robuwstez do sistema na
presenca de ruidos (e.g. valores inexatos dos gnsores e situagdes ndo previstas). Buscou-se
entdo aimplementacéo de uma solugéo baseada no “aprendizado prético” a partir de uma base
de exemplos de mndw;do doveiculo autbnamo. A solugéo adotada foi a utili zacd® de Redes
Neurais Artificiais (RNA) [Braga 00, Osorio 99, com aprendizado supervisionado, cgpazes
de gorender bases de exemplos que demonstram como se deve estadonar o carro.

O primeiro passo foi a onstrucéo das bases de exemplos empregadas no aprendizado ca
Rede Neural. Adaptou-se o simulador de modo a gerar um “arquivo de log”, contendo o
registro do estado ds snsores, estado do autbmato e mmandos enviados aos atuadores
(velocidade erotag&p). Este aquivo permite que sgjam gravados todos os dados referente a
exeaucdo de uma tarefa de estadonamento, sga esta tarefa controlada pelo sistema
espedalista, ouentdo, por um usué&rio gue pode cntrolar o veiculo através dotedado.

Em nossos experimentos iniciais com a RNA, geramos um arquivo de log que registrou o
comportamento de mntrole do weiculo, baseando-se no corntrole gerado pelo sistema
espedalista. Nos oljetivo foi o de redizar o aprendizado ca rede neural de modo que da
pudesse substituir o controlador baseado em regras. Em uma dapa posterior pretendemos
testar 0 aprendizado da rede usando um controle supervisionado baseado nocomportamento
de uma pessa @ntrolando oestacionamento do \eiculo.

O modelo de RNA adotado foi o MLP (Multi-Layer Perceptron) [Braga 00, Osorio 99,
com aprendizado supervisionado dotipo Cascade-Correlation [Fahlman 970. O agoritmo
Cascade-Correlation foi empregado nolugar do tradicional algoritmo de Back-Propagation
[Rumelhart 86] devido ao fato deste outro algoritmo simplifica a definicdo da rede (n&o
predsamos indicar o numero de neurbnios da canada oculta) e por ser um agoritmo
comprovadamente mais €ficiente que o Back-Propagation [Joost 93, Fahlman 9Q.

As variaveis (atributos) de entrada da rede que empregamos foram: o estado das seis
sensores e umaindicacdo doestado atual do proces de estacionamento (um dos ste estados
posdvels. procurando \aga, pasicionando, etc). Na saida da rede iremos obter 0 estado des

atuadores (velocidade erotac®), assm como uma indicacdd do poximo estado do proceso



de estadonamento. Deste modo, a rede ir4 cntrolar os atuadores, mas também ira deddir
guando cevemos passar de um estado a outro noautdmato de cntrole. A figura 5 apresenta o
esguema das entradas e saidas da RNA adotada. Note que o estado previsto pelarede pode ser
re-inserido nela amo sendo oestado atual, sendoentéo usado noinstante de tempo seguinte.

Sensores Estado Atual

NS

RNA

v \

Rotvel Speed Préximo

/ Estado

A

Figura 5 — Descricéo da Rede Neural Artificial utilizada para controlar o veiculo

Salientamos a importancia de se onhecer 0 estado atual, para podermos interpretar

corretamente 0s €nsores, por exemplo:

- Quando estamos procurando uma vaga, temos 0s snsores laterais indicando a
proximidade de um caro, onck isto indica que devemos corntinuar a avancar até
encontrar umavaga, quandoentdo os ensores lateraisirdo indicar que o olstaaulo ndo
estamais téo proximo;

- Quandoestamos entrando ravaga, temos 0s ensores laterais indicando a proximidade
de um carro (como nma situagéo anterior), mas isto indica que devemos engatar uma ré

para olocar o caro navaga previamente locali zada.

Apesar de precisarmos de umaindicacdo doestado do poces de estadonamento em que
nos encontramos, a rede neural € caaz de grender a detectar a passagem de um estado a
outro, e umavez terminada afase de grendizado, ela sera cgaz de redizar o0 estacionamento
de forma aitbnama sem aintervencéo humana.

A figura 6 apresenta uma anostra da base de grendizado uili zada para treinar a rede
neural, onck foi usada uma adificacd hindria dotipo “1 entre N” para representar: o estado
atual (7 estados posdveis), a velocidade (5 velocidades posdveis), o giro da direcdo (onde
usamos apenas 4 rotagdes posdveis) e o préximo estado (que também codifica 7 estados

possvels).
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Figura 6 — Arquivo usado para o aprendizado supervisionado da Rede Neural

Os resultados das smulagdes do aprendizado da RNA, registrados em um conjunto de 10
simulagdes que realizamos, foram os sguintes. obtivemos uma taxa de grendizado média
com um aceto de 98.64%% nas respostas da rede; foram usadas (inseridas) apenas 2 undades
na camada intermediéaria (adicionadas pelo algoritmo Cascade-Correlation) e o nimero médio
de éocas de grendizado foi de 572 épocas. Como foi usada uma base de 392 exemplos,

notamos que genas cercade 6 exemplos ndo foram corretamente gorendidos pelarede.

5. Conclusao e Perspectivas

Este trabalho teve como oljetivo o cesenvavimento de um ssimulador para o controle de
veiculos autbnamos em uma tarefa de estadonamento em vagas paralelas. Os resultados
obtidos nas smulagies redizadas com a ferramenta que desenvolvemos, o SEVA,
demonstraram que o0 sistema de ntrole, sgja de implementado através de um sistema
espedaista ou através de uma Rede Neura Artificial, posaui a capaddade de ntrolar
corretamente o0 veiculo, cumprindo seu oljetivo principal: estacionar o veiculo na vaga, sem
bater nos demais obstacul os que estdo ao seu redor.

Atuamente estamos estudando a posshilidade de integrar os conhecimentos represen-
tados b a forma de regras e os conhedmentos representados nas bases de exemplos, de
modo a permitir um melhor aproveitamento de toda a“experiéncia” disponivel em relacdo ao
problema. No futuro pretendemos aplicar témicas de gorendizado hbrido e sistemas hibridos

[Osorio 98e 99 como forma de tornar o controle do veiculo ainda mais robusto.
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