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RESUMO

O objetivo deste trabalho € apresentar um sistema de controle inteligente de veiculos
autdonomos. Este sistema € responsdvel pela automatizacdo da tarefa de condugcdo de um
veiculo, onde buscamos obter um sistema de controle robusto capaz de estacionar o carro
em uma vaga paralela. O sistema SEVA (Simulador de Estacionamento de Veiculos
Autdnomos) permite controlar um carro através da leitura de um conjunto de sensores,
gerando os comandos de aceleracdo e de giro de dire¢dao, de modo a localizar e estacionar o
carro em uma vaga. Atualmente este sistema conta com um controlador baseado em um
sistema especialista (conjunto de regras heuristicas). O objetivo neste trabalho é o de
substituir o controlador baseado em regras por um controlador neural, buscando assim
aumentar a robustez do sistema. Com esse objetivo implementado o sistema serd capaz de
se adaptar a novas situagdes, ficando mais adaptado ao mundo real. Inicialmente sdo
introduzidos conceitos basicos sobre roboética e redes neurais, assim como suas formas de
aprendizado. Em seguida descrevemos a implementagdo e os resultados obtidos com o
novo simulador, que permitiram que o carro controlado por uma rede neural pudesse entrar
(estacionar) corretamente em uma vaga.

Palavras-chave: Robética Autonoma, Controle Inteligente Sensorial-Motor,

Inteligéncia Artificial, Aprendizado Neural.
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ABSTRACT

The goal of this work is to present an intelligent control system of autonomous
vehicles. This system is responsible for the automation of the vehicle driving task, in which
we developed a control system capable of parking a car between two other cars in a
parallel space. The SEVA system (Simulador de Estacionamento de Veiculos Autdonomos -
Autonomous Vehicles Parking Simulator) allows controlling a car through reactive control:
reading a set of sensors and generating the commands of acceleration and direction change,
in order to locate and park the car on a vacant place. The original old system uses a
controller based on an expert system (set of heuristic rules). The goal in this work is to
replace the controller based on symbolic rules by a Artificial Neural Network controller, in
order to make the system more robust. The new system should be able to adapt itself to new
situations, becoming more suitable to work in actual world situations, with actual cars.
Initially, some basic concepts about robotics and neural networks are introduced, as well as
their learning techniques. After that, we describe the implementation and the obtained
results with the new simulator, which allowed to control the car, using a trained neural
network, order to park correctly on a vacant place.

Keywords: Autonomous Robots, Intelligent Control, Reactive Control, Artificial Intelligent
and Artificial Neural Nets
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1 -INTRODUCAO

A Robdtica Auténoma (RMA — Robds Mdveis Autdbnomos) tem atraido a atencdo de
um grande numero de pesquisadores da area de Inteligéncia Artificial, devido ao desafio
que este novo dominio de pesquisas nos propde: dotar sistemas de uma capacidade de
raciocinio inteligente e de interacdo com o meio em que estdo inseridos. Os RMAs podem
“sentir” o ambiente em que estdo inseridos através da leitura de seus sensores (sensores
infra-vermelho, lasers, cameras de video, etc), e através desta percepcdo sensorial eles
podem planejar melhor as suas acdes [9,6].

Atualmente temos robds méveis atuando em diferentes dreas, como por exemplo: robos
desarmadores de bombas, robds usados para a exploracio de ambientes hostis, € a
conducdo de veiculos (carros) robotizados. O controle dos robds mdveis pode ser feito por
dois tipos de arquiteturas: deliberativa e reativa. A arquitetura deliberativa pode ser pouco
robusta, sujeitas a erros, pouco flexivel e de dificil adaptacdo a novas situagdes.

Para tentar reduzir ao maximo as limitagdes que o controle deliberativo impde, neste
trabalho é proposta a implementacdo e adaptacdo de um sistema controlado por regras
(deliberativo) para um sistema controlado por uma rede neural (reativo).

A primeira parte do trabalho aborda os conceitos sobre robdtica, tipos de robos e as
arquiteturas de controle. A segunda parte concentra-se nos conceitos basicos sobre Redes
Neurais, contituicdo do neurdnio natural, assim como o funcionamento de um neur6nio
artificial. S3o vistos também métodos de aprendizado de redes neurais, assim como 0s
principais algoritmos de treinamento. Na ultima parte do trabalho é apresentado o
simulador Seva (Simulador de Estacionamento de Veiculos Auténomos), o Neusim
(Simulador Neural) e a implementacdo do sistema Seva com o controle Neural Adaptativo,

onde sdo apresentados os problemas encontrados, solucdes e os resultados obtidos.
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2 -ROBOTICA

2.1 - HISTORICO

Uma das maiores ambi¢des humanas sempre foi dar vida a seus artefatos. Este grande
desejo deve-se a procura da humanidade em encontrar formas de reduzir o trabalho,
delegando a criaturas mecanicas tarefas menos nobres e mais laboriosas. A histéria mostra

que este desejo ndo € simplesmente um capricho da nossa sociedade moderna:

IV a.C. Grécia: Aristételes: " If every instrument could accomplish its own work,
obeying or anticipating the will of others... if shuttle could weave, and the pick touch the
lyre, without a hand to guide them, chief workmen would not need servants nor master
slaves"[28]. “ Se todo instrumento pudesse executar o seu proprio trabalho, obedecendo
ou antecipando o que os outros querem... se o tear pudesse tecer e tocar o toque da lira
sem uma mdo para guia-los, chefes ndo precisariam de criados ou escravos”.

Séc. XIII Inicio da revolu¢do industrial: Com a evolucdo das ferramentas e
mecanismos industriais, as maquinas tornaram-se capazes de controlar uma série de
acoes seqiienciadas. Surgiram nesta época os primeiros autdmatos, maquinas que seguiam
instrugdes pré-programadas, a exemplo dos teares mecanicos controlados por cartdes
perfurados.

1* e 2° Guerra Mundial: Trouxeram muitas inovagdes € as maquinas mostraram seu
poder negativo e destrutivo. Grandes avangos tecnolégicos também foram conquistados
durante este periodo de conflitos, motivados pela competicdo entre os paises em guerra.
Surgem nesta época dispositivos que permitiam automatizar tarefas repetitivas, das grandes
linhas de montagem semi-automatizadas até aos computadores.

1961: Um Engenheiro americano Joseph Engelberger construiu bracos mecanicos,
movidos a energia pneumdtica. Eram capazes de executar certas tarefas repetitivas com
precisdo. Os primeiros sistemas robdticos comeg¢am a surgir, imitando o ser humano (brago
robdtico), mas entretanto realizavam somente tarefas de forma repetitiva, seguindo as
instru¢des que lhe eram passadas.

1969: O homem pisa pela primeira vez na lua. Os astronautas utilizaram manipuladores
comandados por controle remoto para colher amostras e executar algumas tarefas.
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1997: O primeiro robd de exploracdo semi-autdbnomo chega ao planeta Marte. O Rover
“Sojourner” [20] realiza a exploragdo do solo marciano, deslocando-se de forma semi-
autdonoma, sendo controlado a distancia da terra, mas possuindo também a capacidade de
“ver” obstdculos e de decidir se deve ou ndo seguir a trajetéria previamente especificada.
Os robds comecam a interagir com o ambiente em que estdo inseridos e tomam decisdes de
forma auténoma, baseados nas informacdes vindas de seus sensores.

Por definicdo, robds sdo mdquinas controladas por computador que sdo programadas
para mover, manipular objetos, e efetuar trabalhos enquanto interagem com seu ambiente.

O termo rob0 se origina da palavra eslava robota, que significa “trabalho executivo”
[9]. Esta palavra foi usada pela primeira vez em 1921 na peca teatral R.U.R Rossum’s
Universal Robots (O Rob6 Universal de Russum) pelo novelista e escritor tcheco Karel
Capek [6].

Nos anos 40 o escritor de ficcdo cientifica Isaac Asimov concebeu os robds como
autdmatos de aparéncia humana, mas desprovidos de sentimentos. O termo robdtica foi
introduzido por Asimov para simbolizar a ciéncia devotada ao estudo dos robos, que seria
baseada em trés leis fundamentais [9]:

1. Um robd ndo pode agredir um ser humano ou, por omissdo, permitir que um ser
humano se machuque.

2. Um robd deve obedecer as ordens dadas por seres humanos, exceto quando tais
ordens entrem em conflito com a primeira ordem.

3. Um robd deve proteger sua prépria existéncia, tanto quanto esta protecdo nio entre
em conflito com as duas primeiras ordens.

A popularizacdo da ficcdo cientifica influenciou o publico leigo que continua a
imaginar o robd como um humandide, se ndo € uma pessoa comum, pelo menos € algo
como os robds do filme Guerra nas Estrelas. Os robds atuais atuam em diversas areas da
sociedade e hoje j4 podemos ter robds como os desarmadores de bombas, robds usados na
educagdo, robds que simulam pacientes doentes onde os médicos podem treinar seus
conhecimentos, rob0s que jogam futebol e até robOs operdrios que revolucionaram a
producgdo em série. Mesmo com todo avanco dos rob0s atuais, entretanto, nem sempre estes
correspondem a idéia de um humandide, onde o maior limitador em transformar a
imaginacdo em realidade € a autonomia. Uma forma de alterar radicalmente esta
dependéncia do ser humano pode ser obtida se pudermos ensinar uma vez ao robd o que ele
precisa fazer, e depois deixa-lo executar sozinho suas tarefas. Concluindo o que desejamos
sdo robos inteligentes.
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2.2 - TIPOS DE ROBOS

A robdética pode ser dividida em dois grandes grupos: Robos Fixos e Robds Moveis.

1. Robds Fixos — Destacam-se os bracos mecanicos, que geralmente cumprem
atividades repetitivas, fastidiosas, perigosas e dificeis, sdo usados
principalmente no setor automotivo.

2. Robds Moéveis — Estes devem ter capacidade de mover-se no ambiente em
que estdo inseridos. Sdo usados em atividades exploratdrias, em ambientes
desestruturados, pouco conhecidos e geralmente perigosos. Interagem com o
ambiente através de sensores, realizando suas atividades, onde sdo
conhecidos também como robds de campo. Para exemplificar citamos os
robOs aranhas que serviram para estudar vulcdes em atividade [21].

Dentro destes dois grandes grupos podemos encontrar robds autdnomos e robos

inteligentes:

Autonomia: Capacidade de executar suas tarefas com o minimo de interferéncia
humana.

Inteligéncia: Inteligente € todo comportamento que se assemelha a um
comportamento eminentemente humano (e ndo puramente animal) [9].

Atualmente os robds moveis autdbnomos (RMA) tém ganho cada vez mais destaque,

por serem capazes de executar tarefas sem nenhum controle humano, exceto aquele que é
requerido para construi-los, programa-los no inicio e reabastece-los ao longo de sua vida
util. Os RMAs operam unicamente através da interacdo entre seu software e seus sensores.

O software tem a capacidade de receber informacdes dos sensores e gerar comandos

necessdrios para atingir os objetivos estabelecidos [6]. O principal problema relacionado
aos sistemas de robdtica autbnoma € a sua autonomia, porque a maioria desses sistemas
existentes ainda depende muito de uma intervencdo humana para que possam funcionar
corretamente e executar suas tarefas. Varios trabalhos vem sendo desenvolvidos na area da
robdtica autdonoma, onde podemos exemplificar alguns com destaque para os RMAs com
rodas “ tipo carro” .

As caminhonetes “Vans” da CMU atravessaram os Estados Unidos sem utilizar
um piloto humano [17]. As Vans autonomas trafegaram por longas distancias em
auto-estradas americanas em modo auténomo, entretanto ndo eram capazes de
atravessar cruzamentos sozinhas, uma vez que este tipo de tarefas é bem mais
complexo do que seguir a banda branca lateral das pistas de uma auto-estrada.

O veiculo elétrico autdnomo que estaciona em uma vaga paralela [16].



15

- O Rover enviado a Marte (figura 2.1) [20]. Operava por tele-comando, onde sua
autonomia consistia apenas em “se preservar’ enquanto nio recebia novas ordens
(como a transmissdao Terra-Marte € muito, lenta isto exigiu uma certa autonomia do
rob0, nos intervalos de espera de novas ordens).

Figura 2.1 Rover [22]

Esses exemplos possuem em comum a capacidade de receber leituras de sensores que
ddo ao sistema do RMA informagdes sobre o ambiente em que estdo inseridos e de modo
semi ou completamente autdonomo, vao gerar os comandos que fazem com que ele se
desloque neste ambiente de modo seguro, sem se chocar contra obsticulos ou colocar em
risco sua integridade ou a dos diferentes elementos presentes no ambiente [15].
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2.3 - SENSORES

Os sensores sdo usados nos robds com a mesma funcdo que os sentidos sdo usados
pelos humanos, para sentir o ambiente e comandar suas reacoes.

O uso de sensores, permite que um robd possa interagir com o ambiente que o rodeia
de uma forma flexivel. Isto ndo acontece, nas operagdes pré-programadas (mais comuns
nos robds inddstrias) onde um robo € ensinado como proceder para realizar tarefas
repetitivas através de um conjunto de fungdes programadas. O uso da tecnologia dos
sensores, introduz nas maquinas um maior nivel de inteligéncia para lidar com o seu meio
sendo objeto de uma pesquisa intensa no campo da robética [23].

Os RMA se utilizam principalmente de dois grupos de sensores, os de colisdo e os de
posicionamento [6]. Estes dois grupos de sensores podem ser descritos como:

- Sensores de colisdo que podem ser infravermelhos, sonar, laser,
Cameras de video e sensores de contato.

- Sensores de Posicionamento: bussola, odometro e GPS.

Para um melhor desempenho, um robd deve utilizar os varios sensores disponiveis ao
mesmo tempo, integrando os dados destes sensores e fazendo com que seus atuadores se
comportem de forma correta.

2.3.1 - SENSORES DE COLISAO

Este tipo de sensor € utilizado pelos robds para detectar possiveis obstdculos, servindo
de “olhos” que enxergam o ambiente e transmitem informacdes para o sistema que controla
0 robd.
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2.3.1.1 - InfraVermelho

Este tipo de sensor (figura 2.2), é muito utilizado, principalmente por ter baixo custo e
ter um funcionamento relativamente simples, apesar de ter a desvantagem de seu raio de
acdo ser bem reduzido.

Um diodo infravermelho emite um raio modulado; o raio atinge um objeto e uma
porcdo da luz € captada de volta através do receptor Otico, atingindo um array de
fotodiodos. Dependendo da posicao do objeto, o angulo de incidéncia da luz refletida €
diferente, com isso pode-se calcular a distancia deste objeto por triangulacao [6].

Figura 2.2 Sensor Infravermelho
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2.3.1.2 — Laser

O Laser (figura 2.3) utiliza o principio dos sensores infravermelhos, um feixe de luz é
emitido e um fotosensor capta a sua reflexdo e calcula o tempo que foi preciso para a luz

retornar. Uma desvantagem € que os circuitos precisam ser muito precisos, pois a
velocidade do laser € muito alta.

O Laser também utiliza espelhos, para detectar obstidculo. Um motor controla o angulo
do espelho até que o feixe laser atinja o fotosensor, quando isto acontece pode-se calcular a
distancia usando o angulo do espelho por triangulagado [6].

adjustable  } spinning
mirror | ower

N
{
<}

motar used (o encoder measures
spin tower rotatlon angle

Figura 2.3 Sensor Laser
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2.3.1.3 — Sonar

O sonar (figura 2.4) € um dos sensores mais usados pela robdtica mével, justamente
pelo seu baixo custo, e a necessidade de poucos recursos computacionais [6].

Seu funcionamento consiste em um transdutor que emite uma pequena onda de som em
alta freqiiéncia, quando a onda atinge um objeto ela se reflete e é captada novamente pelo
transdutor. A distancia entre o robd e o objeto pode ser calculada pelo tempo entre a
emissdo e o recebimento da onda de som. A distancia € calculada dividindo-se o tempo
decorrido por 2, e multiplicando o resultado pela velocidade do som.

laser

obstaculo

Figura 2.4 Sensor Sonar
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2.3.1.4 — Cameras de Video

O sensor de um robd também pode ser implementado através de uma camera de video.
O funcionamento consiste da seguinte forma: a imagem € captada e processada pelo
computador, que analisa e decide o que fazer. As imagens podem ser coloridas, preto e
branco ou em tons de cinza, sendo que a imagem colorida demanda um maior tempo de

processamento.

Para o processamento das imagens, o computador utiliza um método de
reconhecimento de padrdes. O computador analisa cada imagem que ele obtém da camera
para identificar certos objetos. Exemplo: como o brilho ou a cor dos objetos normalmente
sdo diferentes do brilho de fundo, comparando cada dois pixels vizinhos, o computador
pode achar a borda do objeto e depois de processada, a imagem conterd somente as bordas
externas do objeto. Com essa informagdo o computador pode saber o que sdao e onde estao
esses objetos. Entdo o computador pode comparar este objeto com os padrdes guardados na
sua memoria e identifica-lo.

Pode-se também utilizar duas cameras ao mesmo tempo, onde o computador pode
gerar padroes em 3 dimensdes (visdo em profundidade), e ainda poderé calcular a distancia
dos objetos [6].

Figura 2.5 Sensor de Cameras
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2.3.2 - SENSORES DE POSICIONAMENTO

z

Tao importante quanto detectar um obstdculo, € a capacidade de um robd saber
exatamente onde ele estd [3] em relacdo ao seu ambiente, para isso ele poderd utilizar os
sensores de posicionamento que medem de forma absoluta ou relativa a posicao atual.

2.3.2.1 — Bussola

Informam ao robd o adngulo em que ele se encontra. Sua vantagem € que informam o
valor absoluto, que ndo depende do estado anterior do robo.

2.3.2.2 — Odometros

Informam a distancia percorrida pelo robd. Com esta informacgdo € possivel calcular a
sua posi¢do relativa ao ambiente e por esse motivo sao muito usados na robdtica movel.

A sua principal desvantagem € a baixa precisdo, necessitando que seus valores sejam
validados de tempos em tempos.

2.3.2.3 - GPS

Utilizado principalmente em robds de campo, o GPS se utiliza de uma rede de satélites
em Orbita da terra para determinar a longitude, latitude e altitude do robd. Esse sensor
também retorna um valor absoluto, mas tem a desvantagem de nio ser muito eficiente em
ambientes altamente urbanizados além de sua precisdo ser muito baixa para o uso civil [6].
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2.4 - ARQUITETURAS ROBOTICAS

A arquitetura robdtica ndo € constituida unicamente pelo hardware ou software do
robd, mas também pela comunicacdo entre esses componentes.

Os sistemas de funcionamento dos robds sdo complexos e tendem ser de dificil
desenvolvimento, porque integram multiplos sensores, com vdrios graus de liberdade e
precisam conciliar sistemas de tempo real com sistemas que ndo podem encontrar limites
do tempo real [6].

E para a implementacdo desses sistemas tdo complexos, contamos com arquiteturas
robdticas que fornecem servicos computacionais para subsistemas e componentes. No
entanto estas arquiteturas tem tendéncia de se limitarem a ambientes e tarefas especificas
carecendo muito de aplicabilidade. Por exemplo, uma arquitetura bem adaptada para tele-
operacdo tende a ndo ser bem adaptada para o controle supervisionado ou para o uso
autéonomo [6].

2.4.1 - AGENTES

As arquiteturas abordadas em muitos sistemas robéticos de multiplos robds, sdo
baseadas no conceito de agentes.

Um agente € uma entidade cognitiva, ativa e autdnoma, ou seja, possui um sistema
interno de tomada de decisdo. Agindo sobre o mundo e sobre outros agentes que o rodeiam,
este tipo de arquitetura é capaz de funcionar sem necessitar de algo ou de alguém para o
guiar (possui mecanismos proprios de percepcao do externo).

Caracteristicas dos Agentes:

- Reatividade: sente e reage as mudangas no sistema;

- Adaptacdo: adapta-se ao seu ambiente, e aprende com as
experiéncias;

- Autonomia: tem seus proprios desejos.
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2.4.2 - ARQUITETURA DELIBERATIVA

2

E aquela que contém explicitamente representado um modelo simbdlico do mundo, e
onde as decisdes sdo tomadas via raciocinio logico ou pseudolégico baseado em
reconhecimento de padrdes ou manipulagdo simbdlica [26]. Ou seja, a arquitetura
deliberativa é fixa e pré-definida. Por apresentar estas caracteristicas pode ser pouco
robusta, sujeitas a erros, pouco flexivel e de dificil adaptacdo a novas situagdes.

Por exemplo, um sistema especialista (baseado em regras) é considerado como uma
arquitetura deliberativa.

2.4.3 - ARQUITETURA REATIVA

Nao contém o modelo do ambiente e ndo se utiliza de raciocinio simbdlico complexo.
Esta arquitetura opera em um nivel muito baixo de abstracdo, sem nenhum conhecimento
prévio do ambiente [6].

Esta caracteristica pode ser uma vantagem, bem como pode ser uma desvantagem:

z

e Vantagem; como o tempo de resposta € muito baixo isto conduz para uma
comunicacdo eficiente entre dois agentes ou entre o agente € o ambiente.

e Desvantagem; o agente ndo pode executar andlises complexas de seus dados
sensoriais, ou seja, ndo pode executar operacdes cognitivas de alto nivel
envolvendo crencas, desejos e intengdes, a ndo ser que tenha acumulado
conhecimento suficiente para executar determinada funcao.

2.4.4 - ARQUITETURA HIBRIDA

Busca obter o melhor das arquiteturas deliberativas e reativas, integrando ambas,
criando assim uma arquitetura hibrida. A integracdo explora a complementaridade de
ambas arquiteturas com o objetivo de melhorar o sistema como um todo.

Onde o reativo deve ter preferéncia sobre o deliberativo por responder mais
rapidamente as variagdes do ambiente. Ou seja, a arquitetura deliberativa lida com a
abstracdo dos dados, ao contrério da reativa que lida com os valores reais (sensores).
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2.5 — SINTESE

Finalizando o capitulo sobre robdtica vamos apresentar alguns dados relevantes ao
trabalho desenvolvido, que utiliza alguns dos conceitos do capitulo apresentado.

Neste trabalho serd desenvolvido um simulador de estacionamento de um veiculo
autdonomo, utilizando-se dos conceitos de RMA do “tipo carro” com rodas (secdo 2.2). Este
RMA contém 6 sensores de colisdo do tipo infravermelhos (simulados) (secdo 2.3), que
fazem a leitura do ambiente.

A arquitetura de controle robédtico escolhida para a implementacdo € a reativa, ja que
na sua versdo original a arquitetura utiliza controle deliberativo (fixo e pré-definido) da
tarefa de estacionar um carro, que apresenta algumas desvantagens conforme foi explicado
na secao 2.4.2.

O controle reativo serd feito por uma Rede Neural Artificial — RNA, e seus conceitos
serdo descritos no capitulo a seguir.
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3 -REDES NEURAIS ARTIFICIAIS

3.1- INTRODUCAO

O computador é capaz de pensar? Podemos ser levados a responder por este
questionamento que o computador ndo pensa, mas ele pode, a partir de processos
encadeados e estruturados, imitar os raciocinios do ser humano. Estas questdes sdo
estudadas por uma drea da computagdo conhecida como Inteligéncia Artificial (IA).

Uma das dreas mais atrativas da IA sdo as Redes Neurais Artificiais (RNAs). As
redes neurais sdo conhecidas também como, conexionismo ou sistemas de processamento
paralelo e distribuido [2].

Como foi citado na sintese do capitulo 2, o controle reativo do simulador robético
serd feito por uma Rede Neural, portanto neste capitulo, iremos introduzir alguns
conceitos sobre as RNAs para justificarmos nossa escolha.

3.2 - HISTORICO

As primeiras informacdes sobre neurocomputacdo datam de 1943. O artigo publicado
no Bulletin of Mathematical Biophysics (Boletim da Biofisica Matematica) com o titulo
“A Logical Calculus of the ldeas Immanent in Nervous Activity” [24] por McCulloch e
Pitts (modelo MCP), que sugeriam a construcao de uma méaquina baseada ou inspirada no
cérebro humano, foi sem divida o primeiro artigo em redes neurais. Este modelo
influenciou vérios outros modelos de RNAs de destaque na atualidade. A esséncia da
proposta de McCulloch e Pitts foi a seguinte:

“A inteligéncia € equivalente ao célculo de predicados que por sua vez pode ser
implementado por func¢des booleanas. Por outro lado, o sistema nervoso é composto de
redes de neurdnios, que com as devidas simplificacdes, tem a capacidade bdasica de
implementar estas fun¢des booleanas”.

Baseados nesta informagdo os autores concluiram que a ligacdo entre inteligéncia e
atividade nervosa ficava estabelecida de forma cientifica [24]. Muitos outros artigos
foram publicados desde entdo, porém, por um longo periodo poucos resultados foram
obtidos.
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Os anos seguintes foram marcados pelo entusiasmo exagerado de alguns
pesquisadores que acreditavam na criacdo de maquinas tdo poderosas, capazes de imitar o
cérebro humano. Em 1959 Frank Rosenblatt criou o Perceptron que serd discutido neste
capitulo. Similar ao Perceptron outros modelos foram criados, como o Adaline que foi
criado em 1962 por Bernard Widrow [13]. Os modelos do tipo Perceptron sdo baseados
no aprendizado supervisionado (abordado no capitulo 4), por correcdo de erros,
possuindo hoje uma larga aplicacao.

Nos anos 70 os poucos resultados obtidos levaram a drea de RNAs para o descrédito
da comunidade cientifica. Mesmo com pouca aceitacdo, alguns pesquisadores como Igor
Aleksander e Steve Grossberg [27] continuaram com suas pesquisas de forma silenciosa.
Em meados da década de 80, houve uma nova explosdo de interesse pela drea,
influenciados principalmente pelo avanco da tecnologia e da microeletronica, permitindo
a realizacgdo fisica de modelos de RNA [2].

3.3 - NEURONIOS ARTIFICIAIS

Os neurdnios naturais sdo divididos em trés secdes: o corpo da célula ou soma, os
dendritos e o axodnio (figura 3.1). Cada uma executa a sua funcdo, onde estas se
complementam. Os dendritos medem poucos milimetros e tem a funcdo de receber as
informagdes ou impulsos nervosos, oriundos de outros neurdnios e conduzi-los até o
corpo celular. O corpo celular, também medindo poucos milimetros, tem a funcdo de
processar as informagdes (impulsos nervosos) recebidas dos dendritos, criar novos
impulsos e transmitir estes impulsos para o neurénio seguinte através do axdnio. O ponto
de contato entre a terminacao axdnica de um neurdnio e o dendrito de outro é chamado de
sinapse. As sinapses sdo valvulas capazes de controlar a transmissdo de impulsos, ou seja,
as sinapses controlam e modulam o fluxo da informacao [27].

A comunicacdo dos neurdnios (nodos) no cérebro € feita através de sinais
eletroquimicos dentro do neur6nio. A a¢do da membrana dos nodos € que cria a
habilidade de produzir e transmitir os sinais. A membrana que envolve o exterior do
corpo do neurdnio tem a capacidade de gerar impulsos nervosos (elétricos), uma funcdo
vital do sistema nervoso e central a sua capacidade computacional. O corpo celular por
sua vez combina os sinais recebidos, € se, o valor resultante for acima do limiar de
excitacdo do neurdnio, um impulso elétrico € produzido e propagado através do axdnio
para os neurdnios seguintes.
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Figura 3.1 Exemplo de Neurdnio Natural [24]

Baseados no neurdonio natural McCulloch e Pitts (modelo MCP), propuseram o
primeiro modelo de neurdnio artificial. Consistia na simplificacio do que se sabia do
neur6nio biolégico. O modelo matemético do neurdnio artificial proposto possuia ‘n’
terminais de entrada x/, x2, x3...(representando os dendritos) e apenas uma saida ‘y’
(representando o axonio). Para simular o comportamento das sinapses, os terminais de
entrada dos neurOnios artificiais tém pesos acoplados wl, w2, w3..., cujos valores podem
ser positivos ou negativos, dependendo se as sinapses sdo inibitorias ou excitatdrias.
Portanto o funcionamento do modelo MCP (figura 3.2) é descrito da seguinte forma:

- sinais sdo apresentados a entrada;

- cada sinal € multiplicado por um nimero, ou peso, que indica a sua influéncia
na saida da unidade;

- € feita a soma ponderada dos sinais que produz um nivel de atividade;

- se este nivel de atividade exceder um certo limite (threshold) a unidade produz
uma determinada resposta de saida.
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Figura 3.2 Neurdnio de McCulloch e Pitts [24]

Apesar da similaridade com o neurdnio bioldgico, 0 modelo MCP apresenta algumas
limitagdes:

- redes MCP com apenas uma camada s6 conseguem implementar fungdes
lineares, e classificar padrdes linearmente separaveis( se¢ao 3.4);

- ndo aborda o conceito de aprendizado,
- o modelo foi proposto com pesos fixos, ndo ajustdveis.

A partir deste modelo, muitos outros foram propostos, onde muitos dos problemas
apresentados foram minimizados.

3.4 - FUNCOES LINEARES

Como foi apresentado na secdo anterior, um dos problemas que o modelo MCP ndo
resolve, sdo as fungdes que classificam padrdes que ndo sdo linearmente separaveis. Para
entender o que sdo padrdes nao linearmente separdveis, primeiramente vamos apresentar
algumas fungdes booleanas cujos dados sdo linearmente separdveis:

Funcio booleana AND: AB
AND S

0 0 0

0 1 0
0,1) ® o(LL1)

1 0 0

1 1 1

A B Py .
(0,0) (1.0)
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A3
Funcio booleana OR:
OR S
0 0 0
0,1) (&) o (1,1)
0 1 1
1 0 1
1 1 1
N
A | B 0 (1.0)

Figura 3.3 Fungdes booleanas and e or

Nos graficos apresentados na figura 3.3 fica claro que os padrdes das fungdes AND e
OR sdo linearmente separdveis onde € possivel encontrar retas que separam os valores de
entrada em regides tal que, a saida reflete corretamente os resultados das fungdes
booleanas. Portanto € possivel implementar estas fung¢des utilizando o modelo MCP.

Funcao booleana XOR: A

XOR S
0 0 0
0 1 1

0D o ® (L1

1 0 1
1 1 0
A B ") O

Figura 3.4 Func¢do booleana xor

Ja no gréfico da fungdao XOR (figura 3.4), fica clara a necessidade de duas retas para
separar os pontos pretos dos pontos cinzas. Esta fun¢do ndo pode ser implementada pelo
modelo MCP. Para resolver este problema, foi concebido o modelo Multilayer Perceptron
(Perceptron de Multiplas Camadas), que serd abordado na préxima sec¢ao.
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3.5 - PRINCIPAIS ARQUITETURAS DE RNAS

No final da década de 1950, conforme foi citado na secdo 3.2, dando prosseguimento
as idéias de McCulloch e Pitts, Rosenblatt, criou um novo modelo de neurdnio € uma
regra de aprendizado, batizando este neur6nio de Perceptron. Rosenblatt demonstrou
que um nodo MCP treinado com o algoritmo de aprendizado do Perceptron sempre
converge caso 0 problema em questdo seja linearmente separdvel [2]. A topologia de rede
apresentada por ele era composta por um nivel de entrada e um nivel de saida, formada
pelas unidades de respostas. Embora esta topologia apresente dois niveis, ela é conhecida
como Perceptron de uma unica camada, porque somente o nivel de saida (unidade de
resposta) possui propriedades adaptativas. A camada de entrada recebe somente as
entradas. Apesar da grande euforia da comunidade cientifica, este modelo recebeu duras
criticas [11], quanto a sua capacidade computacional, o que abalou profundamente as
pesquisas na época.

O modelo Adaline surgiu quase que simultaneamente com o Perceptron, mas com
enfoques diferentes. Rosenblatt por ser psicélogo divulgou a descricdo do Perceptron em
uma revista de psicologia [24], j4 Bernard Windrow, enfocou a descricio do Adaline
dentro do contexto de processamento de sinais na conferéncia IRE (Institute of Radio
Eletronics) [2].

O algoritmo de treinamento descrito por Windrow tem grande importancia na drea
das RNAs, porque deu origem ao algoritmo Back-Propagation [18], para o treinamento
de Perceptrons de miuiltiplas camadas. O Adaline podia resolver de certa forma os
problemas, mas o aprendizado ndo podia ser realizado de forma muito natural e
automatizada, pois requeria a interven¢@o humana na construcdo da rede [13].

Apesar dos modelos descritos acima terem dado grande contribui¢do para area das
RNAs, inserindo o conceito de aprendizado, estes modelos s6 resolviam problemas
linearmente separédveis, conforme foi apresentado na secdo 3.4. A solucdo de problemas
ndo linearmente separdveis passa pelo uso de redes com multiplas camadas chamadas de
Multi-Layer Perceptron — MLP [24]. As redes MLP possuem uma ou mais camadas
intermedidrias entre a entrada e a saida, conforme € apresentado na figura 3.5.



Figura 3.5 Rede Multi-Layer Perceptron

Os neurdnios que constituem a camada de entrada recebem diretamente as entradas
da rede, assim como os neuronios da camada de saida da rede se conectam diretamente as
saidas. As camadas intermedidrias sdo também conhecidas como camadas ocultas
(hidden layers). As redes MLP apresentam um poder computacional muito maior que
aquele apresentado pelas redes sem camadas intermedidrias. Ao contrario destas redes,
MLPs podem tratar com dados que ndo sdo linearmente separdveis. Teoricamente redes
com duas camadas intermedidrias podem implementar qualquer funcdo, seja ela linear ou
ndo. A precisdo obtida e a implementacdo da funcdo objetivo dependem do niimero de
nodos utilizados nas camadas intermedidrias. Em uma rede MLP cada neur6nio computa
uma soma ponderada de suas entradas e passa esta soma em uma fun¢do ndo-linear
limitada [27]. A funcdo sigmdide € usualmente aplicada como esta funcdo ndo linear. A
saida de uma camada é propagada para as camadas seguintes, até que se obtenha a saida
final da rede.

3.6 — RNAS

No inicio deste capitulo fizemos uma introducdo bdsica sobre RNAs, para
justificarmos o seu wuso. Nesta secdo, serdo apresentadas caracteristicas mais
significativas que justificam assim a adaptacdo do sistema para a arquitetura reativa
baseada no aprendizado neural.

A capacidade mais importante das RNAs sem divida é a sua habilidade de
aprendizado. Possuindo a capacidade de aprender através de exemplos e de generalizar a
informacao obtida (abordado no capitulo 4). As redes sdo capazes de extrair informacdes
que ndo lhe foram apresentadas de forma explicita nos exemplos (base de aprendizado).
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Alguns modelos de RNAs possuem também a habilidade de tratar dados com
ruidos, de responder de forma correta a situagdes ndo conhecidas e de ndo possuir um
conhecimento fixo, pois se baseiam na experi€éncia. Habilidades que podem tornar o
sistema mais robusto, mais flexivel e de facil adaptacao a novas situacdes.

As caracteristicas citadas, tornam as RNAs uma ferramenta computacional altamente
poderosa e muito atrativa na solu¢do de problemas complexos. Justificando assim a
adaptacdo de uma arquitetura deliberativa baseada em regras para uma arquitetura reativa
baseada em aprendizado.

3.7 - SINTESE

Como foi indicado no capitulo 2, o controle reativo do RMA implementado sera feito
por uma Rede Neural Artificial - RNA.

A RNA adotada é do tipo MLP (multicamadas) baseada em Perceptrons e seu
treinamento € feito por aprendizado supervisionado. O algoritmo de treinamento que foi
adotado é o Cascade-Correlation (uma versdo adaptada do algoritmo Back-Propagation).
Os processos de aprendizagem das RNAs, serdo abordados no préximo capitulo.
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4 -PROCESSOS DE APRENDIZAGEM

4.1 - INTRODUCAO

Como foi abordado no capitulo 3 a propriedade mais importante das RNAs € a sua
habilidade de aprendizado. Elas possuem a capacidade de aprender através de exemplos e
fazer mterpolagdes e extrapolacdes do que aprendem [2]. Isto € feito através de um
processo iterativo de ajustes aplicados a seus pesos. Um fator importante para o
aprendizado € a maneira pela qual uma RNA se relaciona com o ambiente. Neste
contexto existem as seguintes classes de aprendizado:

- supervisionado,
- semi-supervisionado e
- ndo supervisionado.

Que serdo abordadas neste capitulo.

4.2- TIPOS DE APRENDIZADO

O conceito de processo de aprendizagem depende do ponto de vista e do objetivo. O
aprendizado do ponto de vista de um psicélogo, é bastante diferente do objetivo de
aprendizagem de alunos em uma sala de aula. J4 no contexto das redes neurais, podemos
definir o aprendizado como:

“Aprendizagem é um processo pelo qual os pardmetros livres de uma rede neural sdo
adaptados através de um processo de estimulagdo pelo ambiente no qual a rede estd
inserida. O tipo de aprendizagem é determinado pela maneira na qual a modificacdo dos
pardmetros ocorre [29]”.

Baseados neste contexto, nesta secdo serdo apresentados os principais tipos de
aprendizado neural.
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4.2.1 — Aprendizado Supervisionado

Utiliza um agente externo que indica a rede se um comportamento ¢ bom ou ruim em
relacdo a um padrdo de entrada, ou seja, a rede é capaz de medir a diferenca (erro) entre
seu comportamento atual e o comportamento de referéncia [13]. A rede ird se adaptar de
modo a minimizar este erro. Podemos ilustrar este aprendizado através do diagrama
abaixo (figura 4.1) [29]:

Vetor descrevendo o

estado do ambiente

Resposta
Real +

N

Sinal de Erro

Figura 4.1 Diagrama em blocos do Aprendizado Supervisionado

O agente é exposto a um vetor de treinamento retirado do ambiente. Em virtude do
seu conhecimento o agente € capaz de fornecer a rede neural uma resposta desejada para
aquele vetor de treinamento. A resposta desejada significa a acdo Otima a ser realizada
pela rede. Os parametros da rede sdo ajustados sob a influéncia combinada do vetor de
treinamento e do sinal de erro. O sinal de erro é definido como a diferenca entre a
resposta desejada e a resposta dada pela rede. Este ajuste € realizado passo a passo,
iterativamente, com o objetivo de fazer a rede emular o agente. Assim o conhecimento do
ambiente disponivel ao agente € transferido para a rede através de treinamento, da forma
mais completa possivel. Quando esta condi¢do € alcancada ( a rede consegue emular o
agente de forma satisfatéria), podemos entio dispensar o agente e deixar a rede lidar com
0 ambiente por si mesma.

Uma desvantagem deste tipo de aprendizado é que na auséncia do agente, a rede ndao
conseguird aprender novas estratégias para situacdes nio cobertas pelos exemplos usados
no treinamento da rede [2].
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4.2.2 — Aprendizado Semi-Supervisionado

As técnicas deste tipo de aprendizado também sdo conhecidas como aprendizado por
refor¢o. Neste tipo de aprendizado dispomos apenas de uma avaliacio qualitativa do
comportamento do sistema, sem poder medir quantitativamente o erro, ou seja, o desvio
do comportamento em relagdo ao comportamento de referéncia desejado [13].

O diagrama abaixo exemplifica o aprendizado por reforco (figura 4.2).

Reforco
Vetor de estado primdrio

(entrada)

— [ e |

Reforgo

heuristico

acgoes

Figura 4.2 Diagrama de Aprendizagem por Reforco
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4.2.3 — Aprendizado Nao-Supervisionado (auto-organizacio)

Nao hd um supervisor controlando o processo de aprendizado (figura 4.3). Para este
algoritmo, somente os padrdes de entrada estdo disponiveis para a rede, ao contrdrio do
aprendizado supervisionado, cujo conjunto de treinamento (base de aprendizado) possui
pares de entradas e saida. A partir do momento em que a rede estabelece uma harmonia
com as regularidades estatisticas da entrada de dados, ela desenvolve uma habilidade de
formar representagcdes internas para codificar caracteristicas das entradas e criar novas
classes ou grupos automaticamente [2].

Vetor descrevendo o estado do ambiente

Resposta

] L g

Figura 4.3 Diagrama de Aprendizado Nao-Supervisionado
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4.3 - GENERALIZACAO

A capacidade de aprender através de exemplos e de generalizar a informacgdo
aprendida €, sem divida, o atrativo principal da solu¢do de problemas utilizando RNAs.

Generalizacdo € a capacidade de um modelo responder corretamente aos exemplos
que lhe sdo apresentados, sendo que estes exemplos, ndo devem estar presentes na base
de aprendizado. Um aluno (humano) generaliza os conceitos vistos em aula e responde
questdes de prova, que muitas vezes ndo sdo uma copia do que foi visto em aula. Os
alunos usam recursos como similaridade entre conceitos, analogias, regras gerais que
podem ser aplicadas no problema. As RNAs generalizam as informacgdes através de
interpolacdes e extrapolacdes do que aprendem. Interpolar é aproximar pelo caso médio,
ou seja, dando dois casos para a rede, o A e o C, se a rede recebe um caso B e perceber
que este caso estd entre A e C, entdo ela interpolou a resposta. Ja no caso da extrapolacdo
a rede precisaria aprender a regra geral de um comportamento. Por exemplo: é dado para
a rede o seno de 0 a 360 graus e se fossem pedidos valores além de 360 graus a rede, ela
terd que extrapolar esses valores. Neste caso a rede teria que saber que o seno segue
infinitamente o comportamento de uma curva senoide, para calcular os valores maiores
de 360 graus.

Portanto, o modelo que responde corretamente aos exemplos contidos na base de
aprendizado e em outra base de teste (exemplos ndo conhecidos), € aquele que tem uma
boa generalizacao [13].
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4.4 - ALGORITMOS DE APRENDIZADO

Conforme o que foi visto na secdo 4.2 (tipos de aprendizado), nesta secdo serdao
apresentados alguns conceitos dos algoritmos de aprendizado supervisionado (algoritmos
de treinamento), das RNAs. De acordo com os parametros que eles atualizam, os
algoritmos de aprendizado podem ser classificados em estaticos e dinAmicos.

Para o treinamento da rede neural que serd desenvolvida neste trabalho, optamos pelo
aprendizado supervisionado, onde o agente (professor) serd uma base de aprendizado,
composta pelo comportamento das varidveis durante a simulagdo. Esta base de
aprendizado esta detalhada no capitulo 5. O agente vai ensinar a rede como conduzir o
veiculo.

A escolha pelo aprendizado supervisionado,
Justifica-se por algumas caracteristicas deste tipo de aprendizado:

- Conhecimento empirico: o aprendizado a partir de um agente (base de
aprendizado) é feito de uma maneira bastante simples e permite uma aquisi¢cao de
conhecimentos de forma automatica [13].

- Menor sensibilidade a ruidos: em geral as redes obtém uma boa generaliza¢do dos
conhecimentos presentes na base aprendizado, portanto sdo menos sensiveis a
ruidos.

- Disponibilidade de comportamentos de referéncia no caso do simulador de
estacionamento de veiculos (regras ou controle humano)

Os algoritmos de aprendizado podem ser estdticos, ndo alteram a estrutura da rede,
variam apenas os valores dos pesos e dindmicos que tanto podem reduzir como aumentar
o tamanho da rede (nimero de camadas, nodos e nimero de conexdes) [27]. O algoritmo
de aprendizado do tipo estdtico e mais conhecido para o treinamento de RNAs ¢ o Back-
Propagation.
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4.4.1 - Algoritmo Back-Propagation

O algoritmo Back-Propagation proposto por Rumelhart (capitulo 3) foi um dos
principais responsdveis pelo ressurgimento do interesse nas RNAs. E um algoritmo do
tipo supervisionado (secdo 4.2.1)que utiliza pares de entrada e saida desejada, que por
meio de um mecanismo de corre¢do de erros ajusta os pesos da rede [27]. O treinamento
ocorre em duas fases: forward e backward.

A fase forward € utilizada para definir a saida da rede para um dado padrdo de

entrada. A fase backward utiliza a saida desejada e a saida fornecida pela rede para
atualizar os pesos de suas conexdes (figura 4.4).

Fase forward

>

>0 » %z
(220 =l o R 2 ]

Fase backward
Figura 4.4 Fluxo de processamento do back-propagation

Este algoritmo apesar de ser o mais conhecido apresenta algumas limitacoes:

- Defini¢do dos parametros: devemos definir parametros como: dados da topologia
da rede (por exemplo, nimero de niveis, nimeros de unidades em cada nivel,
velocidade de aprendizagem, inércia). Este procedimento de definicio dos
parametros € considerado um processo pouco conhecido, onde pequenas
diferencas podem levar a grandes diferencgas, tanto no tempo de treinamento
quanto na generalizacdo obtida. Ndo € raro encontrar na literatura diferentes
tempos e diferentes ordens de magnitude de um pardmetro para um mesmo

problema, utilizando o Back-Propagation.

- Aprendizado seqiiencial, que obriga a apresentar toda a base de aprendizado a
cada passo.

- Problema da competicdo entre as unidades da rede, que se adaptam mesmo se
estas ja possuem uma funcdo bem definida na rede. Este problema é conhecido
como moving target problem [1].
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- Torna-se muito lento para vdrias aplicacOes e piora sensivelmente para problemas
maiores € mais complexos [2].

Segundo alguns autores, estas limitacdes acabam dificultando o uso deste algoritmo,
permitindo apenas o treinamento de pequenas redes, com poucos milhares de pesos
ajustaveis [2].

Concluindo: o algoritmo Back-Propagation ndo é um algoritmo incremental, nem ao
nivel da base de exemplos, e muito menos ao nivel de estrutura da rede. A sua arquitetura
estatica continua a ser um problema a mais no que se refere ao aprendizado. Uma rede
com poucas unidades e conexdes tem forte chance de ndo ter sucesso em uma tarefa de
aprendizado, pois ndo terd condicdo de alcancar o melhor desempenho possivel por falta
de capacidade de representacdo de todos os conhecimentos envolvidos no problema
tratado. J4 uma rede com muitas unidades, pode ter problemas de generalizacdo, pois
quando se tem muita capacidade de armazenamento de informagdes, a tendéncia da rede
€ decorar no lugar de aprender a informacao [13]. Portanto fica aberta a questdo de como
fazer para estimar o nimero ideal de neurdnios para uma dada aplicagdao?
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4.4.2 - Algoritmo Cascade Correlation

Como foi citado no inicio desta secdo, os algoritmos dindmicos possuem a
capacidade de modificar a estrutura da rede. Estas modificacbes podem ser tanto
generativas (incremental) ou destrutivas (redutor por eliminagdo/simplificacdo). A
escolha entre estes dois métodos € bastante polémica: devemos comegar com uma rede
pequena e ir aumentando ou devemos comecar com uma rede bastante grande e ir
reduzindo seu tamanho? Mesmo ndo existindo um consenso, podemos dizer que grande
parte dos pesquisadores concordam que as redes dindmicas em geral sdo um dos
melhores métodos que existem obter para uma boa arquitetura de uma rede neural [13].
Um exemplo de algoritmo dinamico e incremental € o Cascade-Correlation. Nesta se¢do
serdo abordadas algumas caracteristicas sobre este algoritmo, ja que este foi o escolhido
para o treinamento da rede neural que fard o controle autbnomo do RMA que sera
implementado neste trabalho.

O Cascade-Correlation (Cascor) foi desenvolvido por Scott Fahman [4], para
resolver algumas limitacdes do Back-Propagation, entre elas o problema do moving
target problem [1].

O treinamento do Cascor € feito da seguinte forma (figura 4.5): O Cascor comeca
com uma rede minima (apenas camadas de entrada e saida) e, durante o treinamento,
insere novas unidades intermedidrias, uma por vez, criando uma estrutura de multiplas
camadas. A nova unidade é conectada a entrada, a saida e as unidades intermedidrias que
ja fazem parte da rede. Quando uma nova unidade € inserida, congela-se os pesos de suas
entradas (resolve o problema do moving target problem). Esse neurdnio comecga entdo a
influenciar as operagdes da rede, sendo utilizado para detectar novas caracteristicas no
grupo de padrdes. A unidade a ser incluida na rede pode ser selecionada de um conjunto
de candidatos organizados em uma camada. Essa camada € conectada a camada de
entrada e as camadas intermedidrias ja existentes, mas ndo a camada de saida, pois ndo
deve influir diretamente no resultado da rede. O critério de selecdo do candidato é a
correlacdo que a saida desse candidato tem com a saida da rede. Portanto, o peso de
conexdo entre os candidatos e as camadas de entrada e intermedidrias deve ser definido
de modo a maximizar a correlacdo entre o candidato e a camada de saida. Assim, o
candidato que apresentar a maior correlacio serd inserido definitivamente na rede como
uma camada intermedidria, ligando-se a todas as outras camadas da rede, incluindo a
camada de saida.
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Unidades candidatas

OO0

Figura 4.5 Rede apds a insercdo de dois neur6nios

Portanto para justificarmos o uso do Cascor neste trabalho podemos citar algumas
caracteristicas :

5.

Melhoria de respostas da rede, através do uso de um algoritmo rédpido e eficiente
no aprendizado.

Este algoritmo aumenta a velocidade do aprendizado de maneira significativa.
E bastante simples na sua utilizacdo (ficil defini¢io de pardmetros).
Mantém os conhecimentos originais da rede.

Otimiza a rede de modo a adquirir novos conhecimentos através de exemplos.

Em fungdo destas caracteristicas podemos encontrar na literatura referéncias que
indicam que o algoritmo Cascade-Correlation possui claramente uma maior performance
que os outros algoritmos do tipo Back-Propagation [7].
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4.5 - SINTESE

Vimos neste capitulo os tipos de aprendizado de uma rede neural (secdo 4.2),
introduzimos o conceito de generalizacdo e apresentamos algumas vantagens e
desvantagens entre os algoritmos de aprendizado (sec¢do 4.4).

Como foi abordado no capitulo 2, o RMA desenvolvido neste trabalho terd um
controle reativo, através de uma rede neural. A rede que fard este controle é do tipo MLP
(Multi Layer Perceptron) (capitulo 2). O treinamento da rede serd por aprendizado
supervisionado (se¢do 4.2.1) e o algoritmo de treinamento € o Cascade-Correlation.

No capitulo 5 vamos descrever o desenvolvimento do RMA “tipo carro” com rodas
(capitulo 2), utilizando os conceitos abordados nos capitulos anteriores.
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5- IMPLEMENTACAO

5.1 - APRESENTACAO DO PROBLEMA

O problema escolhido para estudo e desenvolvimento consiste na implementacio de
técnicas inteligentes de controle de um RMA do tipo carro “com rodas”. Para a solucao
do problema, serd aplicado um algoritmo de aprendizado de maquinas (RNA) no controle
de estacionamento de um veiculo auténomo.

O Simulador de Estacionamento de um Veiculo Autéonomo (Seva), foi desenvolvido
por Farlei Heinen [15], em sua versdo original utilizava-se de um sistema baseado em
regras para o controle do veiculo(RMA). Este sistema controlado por regras realiza um
controle deliberativo (fixo pré-definido) (secdo 2.4.2) da tarefa de estacionar um carro em
uma vaga paralela (parallel parking). As regras, similares as regras de um sistema
especialista, possuem algumas limitacdes como: sdo pouco robustas, mais sujeitas a erros,
pouco flexiveis e de dificil adaptacdo a novas situagdes. Por possuir estas limitagdes, €
importante salientar que nas simulagdes realizadas com este sistema o carro ja se
encontra em uma posicao favordvel antes de iniciar a execu¢do da tarefa (por exemplo:
em fila dupla préximo a vaga). Caso contrario a tarefa ndo podera ser executada.

Apés a implementacdo de um novo sistema adaptativo feito junto ao Seva, este
sistema deverd realizar tarefas que lhe s@o atribuidas de modo autdbnomo, bem como
possuird a capacidade de se adaptar ao meio em que estiver inserido, desde que seja
treinado para isto.

5.2 - SIMULADOR SEVA

O simulador Seva — Simulador de Estacionamento de Veiculos Autonomos, foi
desenvolvido em Visual C++, de forma modular utilizando-se de bibliotecas de classes
MFC (Microsoft Foundation Classes). O simulador permite a visualizacdo, em uma
janela grafica, da trajetéria e do comportamento do veiculo durante o processo de
estacionamento. O simulador permite que o estacionamento seja feito de duas formas:

- Por controle manual, onde o usudrio pode controlar o veiculo através do teclado,

neste caso o simulador serve somente como interface, ndo interferindo na tarefa
(instrugdes para o controle manual vide anexo 1).
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- Por controle das regras, neste caso o simulador € totalmente autdonomo, sem a
interferéncia humana.

A figura 5.1 apresenta a interface do simulador Seva, onde um desenho da trajetdria
do veiculo foi sobreposto sobre a imagem da interface, permitindo visualizar o
comportamento tipico do veiculo.

N E stacionar - 1A

CONMTROLE MAMLAL |

LAt e N DirecEo
Fe "WPW{”WWWWW ;
G? My 230 245 15 20 HE

“ilocidade 51:1024.0 - 52:1024.0 - 536144 - 54:614.4 - S5:438.9- 56:438.9
0.000

= | |
I [ ]

Figura 5.1 Simulador SEVA

Para a tarefa de estacionamento o Seva utiliza alguns componentes de controle da
simulacdo que sdo representados através de varidveis. Antes de apresentarmos as
varidveis € importante salientar que os valores que elas apresentam foram definidos pelo
autor do Simulador — Seva . As varidveis utilizadas s3o:

- Sensores: Os sensores infra-vermelhos simulados servem como sensores de
proximidade, sendo capazes de determinar o quio préximo o carro estd de um
obstaculo. Um valor igual a zero indica que o carro bateu no obstdculo e um
proximo a 1024 indica que estd longe do obstaculo. No total sdo 6 sensores,
distribuidos em pontos estratégicos do RMA (figura 5.2).
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Figura 5.2 Visualizacdo dos sensores

Estado: Esta varidvel pode possuir os seguintes valores conforme mostra a
figura 5.3, totalizando 7 diferentes estados. Ela informa qual tarefa o RMA
(estado do automato apresentado na figura 5.8) estd executando naquele

momento.
Valor Significado Descricao
O veiculo estd avangando, procurando
1 Procurando Vaga gano, p
uma vaga entre os obstaculos.
A vaga ja foi encontrada e o veiculo
2 Posicionando se posiciona ao lado do obstaculo para
entrar na vaga.
O veiculo estd parado, se encontra
3 Parado neste estado no inicio e no final da
simulacdo.
Este estado é o proximo apds o estado
4 Entrando na Vaga 2, onde o veiculo esta dando ré e
girando a dire¢do para entrar na vaga.
.. Neste estado o veiculo se posiciona
5 Posicionando
dentro da vaga.
. O veiculo otimiza sua posi¢cdo na
6 Otimizando posie
vaga.
. Dentro da vaga o veiculo alinha a
7 Alinhando na Vaga . &
dire¢cdo e passa para estado 3.

Figura 5.3 Valores da varidvel estado
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- Velocidade(speed): Varidvel atuadora, informa a velocidade que o RMA se
encontra. Pode ser ajustada em 5 diferentes estados de velocidade. Cada um
destes estados (figura 5.4) € associado a um valor numérico correspondente a
velocidade real a ser adotada pelo RMA.

Velocidade Estados em que € utilizada
-0.02 Entrando na Vaga (Ré)
-0.01 Posicionando(Ré)
0.0 Carro Parado
0.01 Posicionando carro, Alinhando na Vaga
0.04 Procurando Vaga e Posicionando

Figura 5.4 Valores da varidvel velocidade

- Giro da direcao(rotvel): Varidvel atuadora, informa a direcdo do RMA, através
de um conjunto de quatro valores adotados como angulos de rotagcdo, conforme a

figura 5.5.
Rotvel Posicao do Carro
-1.5 Entrando na Vaga
0.0 Posicionando, Procurando Vaga
0.85 Alinhando na Vaga
1.0 Parado

Figura 5.5 Valores da varidvel giro da direcdo

- Odometro: Sensor de posicionamento (deslocamento relativo) implementado,
que indica a distancia percorrida pelo carro. Ele € usado em casos onde, apds
encontrar uma vaga, € necessario primeiro avangar uma certa distancia antes de
entrar de ré na vaga. Esta varidvel recebe um valor no estado 2 (posicionando) é
vai sendo decrementada a cada novo passo do veiculo sendo usada na transi¢do
para estado 4 (entrando na vaga), indicando o momento para rotacdo do veiculo.

A figura 5.6 apresenta a interface gréfica da zona de “status” do simulador SEVA
onde as varidveis sdo apresentadas. Conforme foi abordado no inicio da se¢do o controle
do veiculo pode ser feito de duas formas, onde o campo superior a esquerda indica o
controle escolhido, neste exemplo € pela forma manual, caso seja pelo controle das regras
este campo mostra o estado do veiculo (por exemplo, procurando vaga). As barras a
esquerda indicam o estado dos sensores, neste exemplo os sensores 0 e 1 apresentam a
barra totalmente preenchida, indicando valores igual a 1024 (este valor indica que ndo ha
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obstaculos visiveis no campo dos sensores 0 e 1), j4 o pouco preenchimento das barras
dos os sensores 4 e 5, indicam a proximidade de obsticulos visiveis no campo desses
sensores (valores mais proximos de 0). Os valores exatos dos sensores sdo apresentados
em “SO, SI1, S2, §3, $4, S5 conforme € mostrado na figura. Nesta zona de “status”
também € apresentada a escala indicando o valor da direcdo do veiculo, que € resultado
da aplicacdo da varidvel giro da direcdo (rotvel), e através de um velocimetro € mostrado

o valor da velocidade (speed) de deslocamento do veiculo.

Figura 5.6 Zona de status do Seva

Como j4 foi citado no inicio deste capitulo o sistema original foi implementado através da
criacdo de um conjunto de regras (if-then) que descrevem o comportamento de um
motorista (especialista) ao realizar a tarefa de estacionar o carro.

Segundo o autor do simulador [15] o uso do automato (figura 5.7) favoreceu o
tratamento dos sensores em tempo real. Além do gerenciamento da memoria do estado do
sistema ficar facilitado, pois esta memoria € representada pelos estado atual e o anterior.

As regras usadas consultam o estado atual do automato (figura 5.7), dos sensores e
do oddometro, e geram como efeito o controle dos atuadores de velocidade de
deslocamento (varidvel speed) e de rotacdo (giro da direcdo varidvel rotvel). O sistema
completo possui um total de 30 regras, que estdo anexadas no trabalho (vide anexo 2).
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Procurando_Vaga Posicionando Entrando_Vaga

—

Posicionando_Vaga

Parado Alinhando Otimizando_Vaga
Figura 5.7 Autdmato de estados

5.3- SIMULADOR NEUSIM

Antes de iniciarmos esta secdo vamos adotar uma nova nomenclatura para denominar
o simulador Seva original e o Seva modificado identificados com nomes distintos para
facilitar a explicacdo deste capitulo. Simuladores:

- Seva - A: Seva Autdmato

- Seva - N: Seva Neural

Na definicdo do problema (secdo 5.1) foram apresentadas algumas das limitacdes do
simulador Seva — A que estd baseado em um sistema especialista (uso de regras). Como
o objetivo atual deste trabalho é a implementacdo do Seva - N para o controle reativo,
nesta secao vamos apresentar os parametros que compdem a estrutura da rede neural
assim como a sua construcdo para fazer o controle do Seva - N.

Para a construcdo de uma RNA o primeiro passo € a obtencdo da base de
aprendizado(exemplos) a ser usada pela rede neural. Adaptou-se entdo o simulador Seva -
A de modo a gerar um “arquivo de log”, contendo o registro do estado dos sensores,
estado do autdmato e o estado dos atuadores (velocidade e giro da direcdo). Este arquivo
permite que sejam gravados os dados referentes a execucao da tarefa de estacionamento,
seja esta tarefa controlada pelo sistema especialista, ou pelo controle manual (usuédrio).
Uma vez obtida a base de aprendizado a rede poderd ser treinada, utilizando o simulador
neural, o Neusim [14]. A base de aprendizado serd apresentada em maiores detalhes na
secdo 5.4.

O sistema Neusim ¢ um moédulo conexionista do sistema hibrido INSS que foi
desenvolvido no Laboratoire LEIBNIZ em Grenoble na Franca por Fernando Osoério e
Bernad Amy [14]. O sistema INSS estd organizado em moddulos que realizam as
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diferentes tarefas necessdrias para o bom funcionamento do sistema. Os moddulos que
compdem este sistema sdo: CLIPS (Moédulo Simbdlico), NeuSim (Mddulo Neural —
Simulador / Aprendizado), NeuComp (Compilador de regras simbélicas em redes),
Extract (Extracdo de regras a partir das redes neurais) e Valid (Mdédulo de verificacdo e
validacdo dos conhecimentos do sistemas, representados pelos exemplos e regras). A
figura 5.8 mostra um diagrama esquematico dos componentes do sistema.

Rezras Simbalicas
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Figura 5.8 Organizagdo do INSS [12]

O sistema INSS possui diversos modulos e diferentes possibilidades de uso, entretanto
para o treinamento da RNA vamos utilizar somente 0 médulo do simulador Neusim. O
Neusim precisa de dois arquivos para fazer a simulacdo. Sdo eles: *.Irn e *.cfg.

O *.Irn contém a base de dados para o aprendizado supervisionado da rede neural. O
arquivo *.cfg (anexo 3) contém os parametros necessarios para a simulagdo. Este arquivo
varia de acordo com algoritmo usado no treinamento. O arquivo utilizado foi a
configuracdo padrao usada com o Cascade-Correlation, onde foram modificados apenas
os dados referentes as caracteristicas especificas do problema [12] e anexo 3 para mais
detalhes. Com estes dois arquivos gerados e configurados o Neusim estd pronto para a
simulacdo.

O segundo passo da constru¢do da RNA foi a identificacdo das varidveis que fardo
parte da rede e seus valores € que irdo constituir o arquivo *.Irn, procedeu-se entdo um
levantamento das varidveis envolvidas no processo do estacionamento. Identificamos as
seguintes varidveis:

- Valsens[0], Valsens[1], Valsens[2], Valsens[3], Valsens[4], Valsens[5] que
S30 0S sensores;

- Estado, Speed (velocidade) e Rotvel(giro da direcdo).
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Identificadas as varidveis, o terceiro passo constou da identificacdio de quais
varidveis (atributos) fazem parte da entrada da rede e quais sdo de saida. As varidveis
(atributos) de entrada da rede que empregamos foram: o estado dos seis sensores € uma
indicacdo do estado atual do processo de estacionamento (um dos sete estados possiveis:
procurando_vaga, posicionando, etc). Na saida da rede iremos obter o estado dos
atuadores (velocidade e giro da direcao), assim como uma indicagdo do préximo estado
do processo de estacionamento. Deste modo, a rede ird controlar os atuadores, mas
também ird decidir quando devemos passar de um estado a outro de modo andlogo ao
autdmato de controle. A figura 5.9 apresenta o esquema das entradas e saidas da RNA
adotada. Note que o estado previsto pela rede é re-inserido nela como sendo o estado
atual, sendo entdo usado no instante de tempo seguinte.

SENSORES | | ESTADO ATUAL

N/

REDE
NEURAL

e N\

GIRO DA DIRECAO VELOCIDADE PROXIMO ESTADO

Vo

Figura 5.9 Descricao da RNA usada para controlar o veiculo

Salientamos a importancia de se conhecer o estado atual, para podermos interpretar
corretamente os sensores, por exemplo:

- Quando estamos procurando uma vaga, temos os sensores laterais indicando a
proximidade de um carro, onde isto indica que devemos continuar a avangar até
encontrar uma vaga, quando entdo os sensores laterais irdo indicar que o
obstaculo ndo estd mais tdo proximo;

- Quando estamos entrando na vaga, temos os sensores laterais indicando a
proximidade de um carro (como na situacdo anterior), mas isto indica que
devemos engatar uma ré para colocar o carro na vaga previamente localizada.

Esta ambigiiidade a nivel sensorial faz com que seja necessaria uma informac¢do adicional
para distinguir um estado do outro, esta informacgdo € o estado atual.

Apesar de precisarmos de uma indicacdo do estado do processo de estacionamento
em que nos encontramos, a rede neural € capaz de aprender a detectar a passagem de um
estado a outro, e uma vez terminada a fase de aprendizado, ela serd capaz de realizar o
estacionamento de forma autdbnoma sem a intervencao humana.
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5.4 - CRIACAO DA BASE DE APRENDIZADO

Conforme foi citado no capitulo 4 (Processos de Aprendizagem), o algoritmo
utilizado para o treinamento da rede foi o Cascade-Correlation. Como algumas variaveis
de saida sdo do tipo real estas precisaram ser codificadas para nimeros bindrios. Isto
porque uma das caracteristicas deste algoritmo € que ele utiliza somente saidas bindrias

na base de aprendizado.

Primeiramente vamos explicar os diferentes tipos de codificagdo bindria usadas junto

a RNA:

- binario puro - figura 5.10,

- bindrio(1 entre N) — figura 5.12,

- termOmetro — figura 5.11.

Bindrio Puro Os nimeros bindrios puros, possuem uma varia¢do muito
gumnnn 0 000 pequena entre um nimero e outro, como pode ser notado no
: 1 001 esquema ao lado. Entre o niimero bindrio 0 e o bindrio 4,
: 2 010 existe apenas um bit de diferenca. Isto ndo € muito bom para
: 3 011 arede, por esses nimeros serem bastante distintos
bmeenig 100 quantitativamente, mas muito similares em termos de bits
5 101
6 110
7 111
Figura 5.10 Codificacao binario puro
Termometro Estes nimeros bindrios s3o chamados de termdmetro por avangarem como se
0000001 fosse uma escala. Sdo usados em sistemas especialistas, por exemplo, para
0000011 marcar a temperatura de um paciente. A adaptacdo dos dados para este tipo de
0000111 codificagdo bindria ndo é adequada para a rede desenvolvida neste trabalho,
0001111 porque existem casos onde ndo hd uma relacdo de ordem e de grandeza entre
0011111 os dados(ex.varidveis de estado)

Figura 5.11 Codificacdo termOmetro
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nmmnm Bindrio(1 entre N) Estes niimeros sao os mais adequados para a nossa rede, pois
E 1 0000001 possuem uma diferenciag@o equilibrada entre as diferentes
- 2 0000010 codificacdes de cada valor, como pode ser visto na tabela ao lado,
E 3 0000100 facilitando assim o aprendizado da rede.
t..... 14 0001000
5 0010000
6 0100000
7 1000000

Figura 5.12 Codificacdo bindria(1l entre N)

Conforme foi citado na figura 5.12, a codificagdo bindria (1 entre n) é a mais
adequada para o problema tratado (codificagdo dos estados e demais saidas da rede).
Portanto esta foi a codificagdo de dados adotada, por facilitar o aprendizado da rede. A
seguir sao apresentados na figura 5.13 os valores das varidveis de saida da rede neural
codificados para bindrio(1 entre N). As varidveis de saida sdo: préximo estado,
velocidade e giro da dire¢do, conforme mostra a figura 5.9.

Proéximo Codificacio ) Codificacio Giroda | Codificacao
estado bindria Velocidade bindria Direcio |  pingria
1 0000001 -0.02 00001 -1.5 0001
2 0000010 -0.01 00010 0.0 00010
3 0000100 0.0 00100 0.85 0100
4 0001000 0.01 01000 1.0 1000
5 0010000 0.04 10000

6 0100000
7 1000000

Figura 5.13 Codificacio bindria das varidveis de saida da rede neural

Ap0s a realizacio das seguintes tarefas:

- Identificacdo das varidveis.

- Gravagdo do “arquivo de log”.

- Organizacao das varidveis da rede neural.
- Codificacdo das varidveis de saida.

Obtemos assim a base de aprendizado da RNA. A figura 5.14 apresenta uma amostra
da primeira base de aprendizado utilizada para o treinamento supervisionado da rede
neural.
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\

15 161350

Vakens [0]  Vakens[1] Vakens[2] Vzbem[3]  Vakens[d]  Vakens[5] &stado Atual Yebcidads Foteel Prox. Bstado

1024.000000  1024.000000 614399536 614399536 435557056 453857056 0000100 00100 1000f 0000001
1024.000000 - 1024.000000° 614 399536 614 399536 4356857056 4538357056 ( 0000001110000 0010

1024.000000 10240000000 6143995636 614 399597 435857006 453357006 —COOCOOOOT 10000 0010 0oo0oool
1024.000000  1024.000000° 614399536 614 399587 1024.000000 435857056 0000001 10000 00210 0000001
1024.000000  1024.000000 612399536 1024.000000 1024.000000 43385705 0000001 10000 0010 OO0O0O0O01
1024.000000 - 1024.000000° 614399536  1024.000000° 433557056 4538357056 0000001 10000 0010 0000001
1024.000000 10240000000 716796997 1024.000000 433557056 1024000000 0000001 10000 0010 aoooool
1024000000  1024.000000° 855530139 1024.000000° 435557056 1024000000 0000001 100000 0010 0000001
1024.000000  1024.000000 612399655 1024.000000 433857056 1024000000 0000001 10000 0010 OOO0O0OO01
1024.000000 - 1024.000000° 614 399655 1024.000000° 433557056 1024000000 0000001 10000 0010 Q000001
1024.000000 10240000000 614399536 1024.000000° 433557056 1024000000 0000001 10000 0010 aoooool
1024.000000 10240000000 614399655 1024.000000 433557056 1024000000 Q000001 10000 0010 00O0OO001
1024000000  1024.000000 614399536 1024.000000 433857056 1024000000 0000001 10000 0010 OO0O0OOO1
1024.000000 - 1024.000000° 614399536  1024.000000° 435857056 1024000000 0000001 10000 0010 Q000001
1024.000000 10240000000 614399655 1024.000000° 433557056 1024000000 0000001 10000 0010 aoooool
1024.000000 10240000000 614399536 1024.000000 433557056 1024000000 Q000001 10000 0010 0000001
1024000000  1024.000000 614399595 1024000000 433857056 1024000000 0000001 10000 0010 OOO0OOO1
1024.000000 - 1024.000000° 6143996558 1024.000000° 435857056 1024000000 0000001 10000 0010 0000001
1024.000000  1024.000000° 614399536 1024.000000° 4335357056 1024000000 0000001 10000 0010 aoooool
1024000000 10240000000 614399597 1024.000000 433557056 1024000000 0000001 10000 00210 0000001
1024000000  1024.000000 614399655 1024.000000 435857056 1024000000 00000031 10000 0010 0000001
1024.000000 - 1024.000000° 614399536  1024.000000° 435857056 1024000000 0000001 10000 0010 0000001
1024.000000 10240000000 614399597 1024.000000° 4335357056 1024000000 0000001 10000 0010 aoooool
1024.000000 10240000000 614 399655 1024.000000 433557056 1024000000 0000001 10000 00210 0000001
1024000000  1024.000000 614399597 1024.000000 10=24.000000 1024000000 00000031 10000 0010 0000001

Figura 5.14 Amostra da base de aprendizado supervisionado da rede neural.

Conforme € mostrado na figura 5.14 a varidvel estado atual mesmo sendo uma
varidvel de entrada da rede neural estd codificada para bindrio, isto porque é a rede que
ird decidir quando devera passar de um estado a outro, conforme foi descrito na se¢do
5.3. Como a rede copia o proximo estado do tempo T (saida da rede) no estado atual do
tempo T+1 (entrada da rede), a codificacdo usada para codificar ambos devera ser a
mesma. O arquivo de aprendizado serd gravado com a extensdo *.lrn e serd usado para o
aprendizado da rede neural. Os valores localizados no canto superior a esquerda da figura
5.14 constituem o cabegalho do arquivo *.Irn onde os valores indicam o seguinte:

- 13 unidades de entradas (6 sensores mais 7 bits do valor do estado atual).

- 16 unidades de saidas (5 bits do valor da velocidade, mais 4 bits do valor da
rotacdo e mais 7 bits do valor do préximo estado).

- 185 exemplos na base de aprendizado (este arquivo contém 185 linhas com
entradas e as respectivas saidas).

- 0 é um nimero constante que deve aparecer sempre no final do cabecalho.
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Na préxima se¢do vamos apresentar os resultados das simulacdes realizadas com o
simulador Neusim.
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5.5- RESULTADOS DA SIMULACAO

Os resultados das simulagdes de aprendizado da RNA, em um conjunto de 10
simulacdes (figura 5.15) que realizamos, com inicializacdes diferentes dos pesos da rede,
foram os seguintes: obtivemos uma taxa de aprendizado com uma média de acerto de
98.649% nas respostas da rede; foram inseridas apenas 2 unidades na camada
intermedidria (adicionadas pelo algoritmo Cascade-Correlation) e o nimero médio de
épocas de aprendizado foi de 572 (melhor época) épocas. Como foi utilizada uma base de
185 exemplos, cerca de 3 exemplos ndo foram corretamente aprendidos pela rede.

DEFEAT
Fando

5 — Max<Ertr:

Mewdnits: 2

g 5.15 Tela de resultados do Neusim

Como a rede ndo aprendeu 3 exemplos, fizemos alguns testes usando uma base de
dados contendo somente os exemplos de troca de estado. Este € o momento mais critico,
porque caso a rede ndo aprendesse a trocar de estados todo o processo ficaria
comprometido. Mas segundo os resultados dos testes o aprendizado da passagem de
estado foi de 100%. Significando que os 3 exemplos ndo aprendidos aparentemente nao
iriam comprometer todo o processo, para sabermos se afetam ou ndo o processo € preciso
a adaptacdo para a rede neural assumir 0 processo.
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5.6— ADAPTACAO DO SEVA — A COM A REDE NEURAL

Os resultados obtidos nas simulacdes foram bastante satisfatorios, mas para
atingirmos o objetivo deste trabalho e sabermos realmente se a rede aprendeu a realizar a
tarefa, foi preciso entdo fazer a adaptagdo do simulador Seva — A integrando a rede

neural, a ser usada para controlar o veiculo no lugar das regras obtendo assim o Seva —
N.

O simulador Neusim foi desenvolvido em Gnu C (gcc) e o Seva — A em Visual C++
portanto tivemos que compilar o executdvel do Neusim (Simneu.c) em C++. Esta
transformacdo foi mais simples que pensdvamos. Poucas fun¢Oes ndo compilaram em
C++, uma delas foi a fungdo calloc (alocacdo de memdria), para resolver este problema
precisamos adicionar dois “includes” para que estas fungdes compilassem (stdlib.h e
process.h).

Apés estas pequenas mudangas o Simneu.c compilou em C++ e passou a ter a
extensdo Simneu .cpp . Fizemos testes com a base de dados da fun¢do booleana Xor por
ser mais simples e todas tiveram 100 % de aprendizado (figura 5.16).

[

[ |

% Command Prompt
:0PA2A — Correlation: B.BBE183 [11]

08838 - Correlation: B.800188 [61]
:@PP48 — Correlation: 1.285993 [3] 2140
:0BA5@ — Correlation: 1.427858 [11
00868 - Correct: 25.88x - AccEre: 693279 MaxErp: 8.1758608
:@EA78 — Correct: L.808:x — fAccEre: 677145 HaxErr: H.184445 0 0 0
:AAARA — Correct: “ S o 548354 MaxErr: A.171884
@%@ - Coprect: & N o -B@59338 HaxEprwr: B.1249@87
:BPA?@ — Correct: H -264835 HaxErr: A.124987 1 0 1
: 188% correct in Learn data file...
SUCCESS at 98 Epochs with 1 Added units 0 1 1
Random Seed: 1086357835
TEST # Epoch:88898 — Correct: 188.88» — AccErr: 1.821823 — MaxErr: A_355781 1 1 0
Test Epochs: BABA1 — Learn Epochs: BOAE

Generalization — BestScore: 108.080EBH — BestEpoch: 98 — Mewlnits: 1

>>2> End of simulation

C:SWINNTWProfilesskec496 \Desktop TCuneusin’

Figura 5.16 Base de aprendizado do Xor e resultado da simula¢do usando Neusim
complilando com o Visual C++

Com simulador Neusim compilando em Visual C++, partimos para a integracdo com
o Seva— A . Como j4 foi citado neste capitulo o Seva — A foi desenvolvimento de forma
modular (figura 5.17), onde o programa principal (DialogGLDg.cpp) chama os demais
modulos através das fungdes para executarem a simulacdo. Isto facilitou a integracao,
porque o Simneu.cpp passou a ser mais um modulo do simulador. A integracdo foi
realizada da seguinte forma:

- Inserimos o Simneu.cpp no Seva — A, substituimos o main () (fun¢do principal de
programas *.c) pela funcio Inicializa e RodaRede.
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- A funcdo Inicializa 1€ o arquivo com os pesos da rede ja treinada.

- A funcdo RodaRede passa ser a funcdo principal do Simneu. Ela recebe como
parametros o ponteiro do vetor de sensores (valsens) e o do vetor do estado atual
do veiculo (estado_atual) e retorna a velocidade (speed) a rotacdo (rotvel) e o

proximo estado (prox_estado) do veiculo.

- No médulo DialogGLDg.cpp a fungdo OnTimer ( ) que inicia a simulacdo, ao
invés de chamar as regras, passou a chamar a fun¢do RodaRede que passa a fazer

o controle do veiculo.

Apo6s estas implementacdes o Seva — N estd pronto para iniciarmos as simulagdes,

usando uma rede neural para controlar o veiculo.

_Wnrkspace DialooGL" 1 project(s]:

&£ DialogGL files

3

Figura 5.17 Workspace do Visual C++ apresentando médulos do SEVA - N
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5.7 - SIMULACOES COM O SEVA -N

Para verificar se a rede realmente aprendeu a controlar corretamente o veiculo
durante toda a execucdo da simulacdo, realizamos as simulagdes com o controlador
neural do Seva — N. Desta forma pode ser verificado se os exemplos ndo aprendidos pela
rede eram significativos ou ndo, ou seja, se um aprendizado com 98% de acerto era
suficiente para controlar o veiculo na tarefa de estacionamento do inicio ao fim da
simulacdo.

Nas primeiras simulagdes apds a adaptacio a rede ndo conseguiu completar a tarefa,
o veiculo iniciava passando por cima dos obstdculos e acabava “desaparecendo” da area
gréfica. Isto vazia com que os valores passados para a rede fossem invalidos e ela deixava
de controlar o veiculo. A figura 5.18 apresenta as primeiras simulagdes apresentando o
problema.

Figura 5.18 Resultado das primeiras simulagdes

Este problema foi facilmente identificado, a simulagdo deveria iniciar com o valor
do giro da direcdo igual a 0.0 (direcdo reta) e ndo foi este valor que o veiculo apresentou.
Portanto verificamos a base de aprendizado e constatamos que o valor do giro da direcao
tinha um erro de codificacdo bindria e acabou recebendo o valor igual a —1.5 que € o
valor para entrar na vaga e ndo 0.0 que € o valor certo para o inicio da simulacdo. A base
de aprendizado foi entdo novamente criada e treinada. Nao houve alteracbes com os
indices de aprendizado apresentados na se¢do 5.5. Com a base de aprendizado corrigida e
treinada refizemos as simula¢des usando o Seva - N.

Nas simulagdes seguintes a rede conseguiu controlar o veiculo, trocou de estados,
ajustou a velocidade e identificou a vaga para estacionar. Até o momento de entrar na
vaga, o comportamento do simulador mostrou-se perfeito, mas quando iniciou a ré para
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entrar na vaga, o tempo de ré foi insuficiente para ajustar o giro da direcao para -1.5
(entrando na vaga) e o veiculo acabou batendo no obsticulo da frente, a figura 5.19
apresenta este problema. Novamente tivemos problema com o giro da dire¢ao.

Figura 5.19 Novas simula¢des apds a correcao do erro de inicializagdo do giro da dire¢dao

Devido a este problema a rede ndo conseguiu completar a tarefa, porque os valores
dos sensores mudaram significamente e a rede acabou perdendo o controle. A solucdo
deste problema exigiu uma nova anélise de todo processo de aprendizado.

5.7.1 - IDENTIFICACAO DO PROBLEMA

Para identificarmos este problema, a tarefa inicial foi verificar novamente a base de
aprendizado, tentando verificar se ndo tinha ocorrido mais um problema na conversao dos
dados. Verificamos que desta vez base de aprendizado estava correta.

Entdo passamos para novas analises das regras do Seva — A. Identificamos assim
que a utilizagdo da varidvel odometro (secdo 5.2) nas regras é a de “contar” o quanto o
veiculo andou para deslocar o veiculo inicialmente em linha reta e apds um certo
deslocamento, entdo alterar o valor de giro de direcdo e estado. Isto permite que o
simulador seja capaz de estacionar (contando o tempo de ré no momento que o veiculo se
posiciona para entrar na vaga ) sabendo o tempo certo de comecar a girar a dire¢do do
veiculo.



61

5.7.2 - VARIAVEL ODOMETRO

Uma vez identificado que esta varidvel é um componente indispensdvel para que a
tarefa seja realizada de forma completa e com sucesso, tivemos entdo que incorpora-la no
simulador Seva — N.

Estudamos entdo com detalhes o seu comportamento nas regras e identificamos o
seu funcionamento que é da seguinte forma:

- A variavel odometro € inicializada com o valor 0.0

- Quando o veiculo entra no estado 2 (procurando vaga) a variavel recebe o valor
2.00 (equivalente o tamanho de dois carros), que vai sendo decrementada de 0.4,
quando atinge um valor menor igual a 0.0 a varidvel estado recebe o valor 4
(entrando na vaga).

- No estado 4 a varidvel odometro recebe o valor 0.55 (equivalente a Y2 carro) que
vai sendo decrementada, quando atinge o valor menor igual 0.0 a varidvel do giro
da dire¢do recebe o valor —1.5 (entrando na vaga).

- Assim o veiculo controla o tempo de ré de modo a deslocar o carro suficiente até
a direcdo rotacionar e comegar a entrar na vaga, evitando assim a coliso.

Verificamos portanto que o odometro é fundamental para o sucesso da simulacdo. No
inicio dos trabalhos quando identificamos as varidveis que faziam parte da base de dados
mnicial, deixamos o odometro de fora por que ndo identificamos a sua real utilidade, o
que s6 foi possivel depois que iniciamos as simula¢des com o Seva — N.

ﬁ.

Figura 5.20 — Simula¢do com o Seva — N, apds o problema solucionado
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5.8 - ADAPTACAO DO SEVA - N A NOVAS SITUACOES

Com a inclusdo do oddmetro no simulador, fizemos novas simulacdes e a rede
conseguiu efetuar a tarefa corretamente. Além de aprender a tarefa corretamente, o outro
objetivo da modificacdo para um o controle reativo neural € a capacidade de adaptacdo a
novas situacdes. Com a criagdo do odometro e o treinamento da rede com diferentes
bases de aprendizado sera possivel capacitar o simulador a novas situagdes.

Figura 5.21 — Simula¢do com o Seva — N, apds o problema solucionado
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6 — CONCLUSAO

Neste trabalho foram vistos conceitos sobre robdtica, redes neurais e formas de
aprendizado e de redes neurais. Foram abordadas caracteristicas de robds moveis € sua
atuacdo na sociedade. Foram também mostradas diferencas entre, as arquiteturas
robdticas (deliberativas e reativas), assim como suas vantagens e desvantagens.

Partindo deste estudo inicial, foi desenvolvida uma proposta de implementar a
adaptacdo de um sistema de controle deliberativo baseado em regras para o controle
reativo baseado em uma rede neural. O sistema proposto deve ser capaz de aprender a
realizar tarefas que lhe sdo atribuidas de modo autdnomo, bem como deverd possuir a
capacidade de se adaptar a novas situacoes.

O simulador por controle neural Seva — N estd capacitado a executar 0 mesmo
comportamento desenvolvido pelas regras e se adaptar a novas situacdes, desde que seja
treinado para isto.

As simulagdes realizadas revelaram que o sistema proposto foi capaz de alcangar
com sucesso 0s objetivos previstos, tanto no que se refere ao aprendizado da tarefa (com
altos niveis de acerto), quanto ao que se refere ao controle do veiculo na tarefa de
estacionamento.

Em relacdo ao trabalho desenvolvido, como perspectivas para uma possivel
continuidade do trabalho, ainda existem melhorias como: treinamento da rede para novas
situacdes a fim de obter tarefas de conducdo autdonoma de veiculos mais sofisticadas e até
o possivel uso de um veiculo real.

As perspectivas em relacdo a robdtica mével sdo animadoras, principalmente com a
constante evolu¢cdo do hardware e o grande niimero de pesquisas na drea. Para que num
futuro ndo muito distante, os robds possam se tornar ferramentas comuns no nosso
cotidiano.
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ANEXO 1 - COMANDOS PARA O
CONTROLE MANUAL DO SEVA -A

Teclas para o controle manual do Seva — A, onde o usudrio controla o veiculo.

Teclas:

A = Acelera para frente
Z = Acelera para trés

S = Stop - Para o carro
< = Gira para a esquerda

> = Gira para a direita

G = Go - Comeca o procedimento automatico para estacionar o carro

O procedimento automdtico (tecla G), é quando as regras tomam o controle do
veiculo.
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ANEXO 2 - REGRAS DO SEVA -A

void AvaliaEstado()
{

verifica_sensores();

switch(estado)
{
case PARADO:
break;

case PROCURANDO_VAGA:
speed = 0.04f;
rotvel = 0.0f;

// mantem o carro alinhado
if(phi < 0.0f) phi += 0.15f;
if(phi > 0.0f) phi -= 0.15f;

/ evita colisoes frontais
if(valsens[0] < 128.0f)
{
speed = 0.0f;
estado = PARADO;
}
/ evita colisoes traseiras
if(valsens[1] < 128.0f)

{
speed = 0.0f;
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estado = PARADO;

}
if(valsens[2] < 128.0f)
{
speed = 0.0f;
estado = PARADO;
}

/I evita colisoes traseiras
if(valsens[3] < 128.0f)
{
speed = 0.0f;
estado = PARADO;

/ se afasta quando estiver muito perto dos obstaculos
if(valsens[4] < 300.0f) phi-= 0.20f;
if(valsens[5] < 300.0f) phi-= 0.20f;

if( (valsens[2] > 1000.0)&& (valsens[3] > 1000.0)&&
(valsens[4] > 1000.0)&& (valsens[5] > 1000.0))

{
estado = POSICIONANDO;
odometro = 2.0f;
}
break;
case POSICIONANDO:

speed = 0.04f;
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// mantem o carro alinhado
if(phi < 0.0f) phi += 0.1f;
if(phi > 0.0f) phi -= 0.1f;

/ se afasta quando estiver muito perto dos obstaculos
if(valsens[4] < 300.0f) phi-= 0.2f;
if(valsens[5] < 300.0f) phi-= 0.2f;

/I evita colisoes frontais
if(valsens[0] < 128.0f)
{
speed = 0.0f;
estado = PARADO;
}
/ evita colisoes traseiras
if(valsens[1] < 128.0f)

{
speed = 0.0f;
estado = PARADO;
}
if(valsens[2] < 180.0f)
{
speed = 0.0f;
estado = PARADO;
}

/I evita colisoes traseiras
if(valsens[3] < 180.0f)
{
speed = 0.0f;
estado = PARADO;
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if( (odometro < 0.0f) && (valsens[4] > 1000.0f) )

{
estado = ENTRANDO_VAGA;
odometro = 0.55f;

if(valsens[4] < 1000.0f)
{

estado = ENTRANDO_VAGA;
odometro = 0.55f;
odometro -= speed;

break;

case ENTRANDO VAGA:

speed = -0.02f;
rotvel = -1.5f;
phi += rotvel;

if(odometro > 0.0f) phi -= rotvel;

if(valsens[2] < 512.0f)

{
estado = POSICIONANDO_VAGA;

if(phi < -60.0f)
{
estado = POSICIONANDO_VAGA;
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if(valsens[1] < 512.0f)

{
estado = POSICIONANDO_VAGA;

odometro += speed;

break;

case POSICIONANDO_VAGA:
speed = -0.01f;
rotvel = 1.0f;

phi += rotvel;

if(valsens[1] < 128.0f)

{
estado = OTIMIZANDO_VAGA;

if(phi >= 0.0f)
{
estado = OTIMIZANDO_VAGA;

break;
case OTIMIZANDO_VAGA:
speed = 0.01f;

rotvel = 0.85f;

phi += rotvel;
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if(valsens[0] < 128.0f)

{
estado = ALINHANDO;

if(phi >= 0.0f)
{
estado = ALINHANDO;

break;

case ALINHANDO:

if(valsens[0] > valsens[1])
speed = 0.01f;

if(valsens[1] > valsens[0])
speed = -0.01f;

if(fabs(valsens[0] - valsens[1]) < 50)

{
speed = 0.0f;
estado = PARADO;

break;

default:
break;
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ANEXO 3 - ARQUIVO DE
CONFIGURACAO DO CASCADE-
CORRELATION

o°
o

%% NEUSIM Configuration File - log with Cascade-Correlation learning
Task LTWSOG % Learn + Final Test

MaxEpochs 1500

NInputs 13

NOutputs 16 % Start with no hidden units

Learning 1 Learning method:

Cascor 8 Cascade-Correlation (8 candidate units)

o°

o°

% CasCor parameters

CCOutPat 16
CCOutECh 0.01
CCHidPat 16
CCHidECh 0.03
EpLearn 1

o°

CasCor use quick-prop (epoch oriented)

% Learning parameters

°

RndRange 0.001

Epsilon 0.0001

Momentum 0.0

MaxErr 0.39

StopCrit 1 % Stop when 100% correct (learning data)
SPOffset 0.1

% Report

O

RepLevel 128
ErrLevel O
RepFreq 50
UserFreq 10
UserRep 1

3N}

o\
o\

o°
o°

End of CFG

o°
o°
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