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4- REDES NEURAILS

Neste capitulc seréd apresentada uma vis8So gliobal
scbre as redes neurais e a sua uwtlilizacfo junto ao
reconheci mento de padr&es. O objetlivoe ¢ apresentar, de uma
maneira simplezs e resumida, o= conceltos desta area de
corheci mente, de modo a pessibllitar ao leitor uma
intreducls ao assunto. SEo dadas desta forma condigcleas para
um malor entendimento do que 580 e para que servem as redes
neurais, bem como slc fornecidos sSubsidict para um maior
aprofundamentos no assunts. Apds sweraem  apresentados os
principais tdplieos a respeito das redes neurais, poderd ser
Justificads & ezcolha do modelo adotado na implementagio do
sistema NEOCR. bem como ficarda mals clara a forma de
funcionamento e caracteristicas deste sistema.

Sarle apresentados um histdorico, a evoluglo e os
modelot de redes neurais de  grande importincia na
atualidade, onde para cada modelo serfio analisadas as suas
caracteristicas principais. vantagens # desvantagens, no que
diz respeito ao reconhecimente de padriies. Oz modelos
abordados  s%o:  Perceptron, Adaline, Madaline, rede
multinivel, modelo de Hopfiwld, miquina de Boltzmann, BAM,
modelo de Kohonen e ART.

0 estude das redes neurais & uma adrea de pesquisas
multidizeiplinar, envolvendo conheclmentos de diversas areas
cemo: Medieina, Bilologia., Fisica., Computag8a, e ouiras,
Iste gera certos "conflitoz" a cerca da nomenclatura e
dos diferentes enfogues na abordagem do azzsunto. Neste
capitulo serd abordado o assunte orientads & Cigncia da

Comput.ag8o.

4.1 Conceltos Basicos

As redes neurais foram desenvolvidas a partir de
uma tentativa de eriar um modelo que descrevesse a estrutura
e o funclonamento dos neurédnlos da cérebro humanc.
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O modelos de redes neurais buscam definir novos
camputadores ou noveos modelez de processamento de dados.
Estes devem apresentar um comportamento baseado em modelos
neurobioldgicos ac Invés de modelos baseados e “circuitos
de siliclo' {portas léglicas, clrcultos combinaclonals,
biestivels, etch.

O sizstema nervoso humanc ¢ o responsivel pelas
tarefas de automatisms, decisSes, integragio de ldéiax ou
sensactdes, o de adaptaclo do organismo e do prapric sar,
serndo esta dltima realizada através do aprendizado. O cantro
do sistema narvoso ¢ constituideo por células gue sXo
responsavels pelo seu funclionamento, onde estaz receben,
geram & transmitem os estimulos que chegam ou partem de
nesso cérebro. Estas células =30 denominadas de neurdnios =
aestXc presentes am nosso cérebro em uma quantidade da ordem
de 10™ com cerca de 10" conexfies entres elas [KOH &sal. A
figura 4.1 apresenta a estrutura biolégica de um neurdnio, a
qual foi utilizada <ome base para o© desenvelvimento da

teoria sobre redes neurals.

4+
Fibra de Scida

Axinio

Fibras de Enfrada
Dendrilos Cohilar

Figura 4.1 - Apardncia externa de um Neurénlo
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A partir da obsarvaclo do comportaments de
sistemas reais d{redes neurals de seres humanos>, fol
possivel descrever de una mpanelra multo simplificada o
comportaments do neurdnio. Este comportamente, de ums forma
bem abstrata, serd descrito a seguir. Os sinais (estimilosd
de entrada, recebldes pele neurdnlie atravde de seus
dendritos, lazem com gque este passe a gerar ou ne um sinal
de saida, & gual & enviado atraviés do axdnico. Cada neurdnlo
& uma unldade independente de processamenta de 1nformnagses
qua @sts conectadas a diversos outros neurdnios atraves dos
terminals do ax®nio. Estes terminals se conectam aos
dentritos de ouiros neurdnios, atravds de uma estrutura
bicldgica denominada singpse que possibllita a passagem dos
sinals. A sinapse existente entre dois newrdnlios ira
Influenciar sobre o carater do sinal recebldo, em funclo da
atuagfa dos neurobransmissores, fazendo com que para um dado
neurdnio ur =inal de entrada venha a funcionar como sinal
axcltador & para outre netrdnio este meamo sinal poderad
atuar como inibidor.

Maz antlo surge & pergunhta: o gue tem a ver uma
cléncia exata, como & a computac¥o, com estez conceitos
biclédgicos? A resposta ¢ simples, a partir de conhecimento
da estrutura & do comportaments destez elementos bisicos, &
posslvel extrair zsuag caracteristicas fundamentals e
partir para a criagiic de modeloz que imlitem os sistemnas
reals., Estes modelos s8So ubllizados na criaglio das chamadas
redes de newrdnios artificiais, também conhecidas como
redes neurals, reurond sl s ou neuronats, model os
conectl vistas Ceonnectionist modelsd, conectl visnoe
{connectionism>. inteligénecia natural ou processamento
paralelo distribuide C(FOF?. © nome rede de neurdnios
ertificial é o malzs adequads, maz o nome de usoe corraente,
adotado na atualidade para denominar estez ziztemas, & redes

neurale.
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A partir da definic8c de um modela especifico
pode~se impiementar programas de simulagio, ou  enbio
implementar um hardware dedicado que 1implemente funclio-
nalmente o modelo, utllizando-se de wumsa arquitetura de
procassanaento paraleleo.

Fara se obter uma definig#oc mals exata das redes
netrale, & preciss determinar antes como funciona o neurdnico
(modelo comportamental). Ele possul varlas entradas, as
quais recebem estimulos de entrada Centrada ativa + valor
positive, entrada inativa + O ou valer negatived. De acordo
com uma pofderacio — pesos sirdsticos oU pesos de dtucacdo -
sobre os sinals de entrada, westes terfo um carater
excltatérico ou inibitdrio, fazendo com que o nheurdnio se
“ative", enviando assim um sinal de zafda, ou ni¥o se ative.
Este sinal de safida seri propagado de acords com a tepelogia
de interconexties da rede de neurdnlos.

Exte & portanto um primeiro modele de neurdnio,
formade por um integrador de sinais que avalia cada estimile
de entrada com o respective peso de atuagfioc. Conforme a
avaliac¥%o total das entradas, poderid ser gerade ou nfo um
2inal de salda tnico, que seri propagado pela rede através
da suas interconexties. Exdste um macligo paralelisme entre oz
elementos processadores (neurdnliosd, todos avalism enm
paralelo o5 seus estimules de antrada.

o} model o descrito arima & uma descriclo .
superficial do Psychon (figura 4.2, que foi o resultado do
trabalho precursor de McCulloceh e FPFittz (MEC 431 na
definig¢io de modelos baseados no estude do siztema nervoso.
Q Psychon ¢ um dispositiveo légleo de dol= astadoezs que,
quande as entradas somadas ultrapassam um valor limlite de
excitac¥o,gera um sinal binArio de safida. Baseado apenas
nestas infermac®es jiA =seria possivel aspecificar a
inplementaciio de um simulador para o nesmo.

0O modelo do Psyechon, apesar de representar
razoavelmente bem o funclionamento de um neurdnio, nio previa
a capacidade de adaptacio. Nc se pode formar novas mamsrlas
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com aste modelo, uma vezr que a ponderac%oc dos estimuleos &
detarnd nada axternamenta, Un trabalhs suito importante gue
seguiu-se ao do Psychon, faol o do neurofisiclogista D, Q.
Hebb [HEB 48], que influenciou a criaglio de multos outros

madel os.
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Figura 4.2 -~ Modelo do Psychon de MeQulloch & Pltts

Q trabalho de Haebb nis recultou diretamente em um
modelo especifico & bem formallzade de uma rede neural, mas
sim em wuma analise das caracteristicas e formnas de
comportamento que uma rede neural deveria possulr. Hebb
propés gque a capacidade de aprendizado de uma rede neural
raside na avto-vrganizacln das suas ligagles sindpticas, ou
seja, ¢ aprendizade ou memdria reside na distribulglic de
intensidades das liga¢8ies entre os neurdnios. Afirmava Hebb
dque parez de npeurénios gque sSo ativados =simultansamente
tornam-se mais fortes através de alterac@es am suas sinapses
Cpescs de atuaglcd. Ele sstabeleceu que as sinapses mals
freqientemente ativadas devem ter maior chance de se
torpnarem ativas novamente

Basaanrdn-se nos  coneceliteos vistos anteriormente, &
possivel agora se determinar quals o 1tens que devem ser
detalhados, visande a definic¥o de um modele especifico de
ura rede neural. Atrawves do detalhamentc destes itens,
diferentes modelos de redez neurais =80 definidos, sendo que
alguns destez modeloz se destacam, e seoerfio analisados
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postericrmente neste capltulo, O {tens a Sarem
ecpacificadeor na defipnlclic de um modelo de rede feurxi oo
os seguintes [CAU 201

1] Topologia da Rede : DefinligSe da forma de
intercaonexio ent.re o neurdnios, deztacando—=za as
organtzacBes de um nivel ltnaar, retro=alimentada,
totalmente conectada, multinivel , matricial au livre

Cgrafel. A Flgura 4.3 apreszenta o esdquena de algumas destas
topalogias de interconexfo entre os neurdnlos,

2> Definipgdo do Neurdnic Formal : Especlificagio
comportamental de um neurdnlo isolado. © que diferencla
bazicamente o2 neurdnios ¢ a denominada funcic de
transferédncia. Esta funglio de transferdncia pode =zer linesr
ou nio, e determina o dizpareo Cativac¥s da =zaidad ou nfo de
um neurdnic. A figura 4.6 aprasentsa as principais fungdes de
transferdncia empragadas junte Az redes neurais.

3D Regra de aprendizade : Determinag8io das formas
pelas quals o= pesos de atuaclo da rede serfio modificados.
Alterar os pesos de entrada dox neurdnios implica alterar
seu comportamento diante de um conjunto e=pecifice de
estimulos de entradsa.

Esta alteraclSe de um comportamento diante uma dads
situvaclo Ceconjunte de astimal o=5 consiste de um aprendizado.
A alteragio do= pecoz sague certas regras especificas,
podernds ar ux aprendizade do tipo supervisionado eou
auvte-aprandizade (superuvised ou self-learning?. Majiores
detalhes a respeito dos itens vistos acima serlo dades
ao serem apresentados os modewlios especifico de redes

neurais.
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C(ad Lineat (b)Y Retro-Alimwntada

) Toda Conectada €d> Multinivel
Figura 4.3 - Topologlas de interconex@es em redes neurals
4.2 Origem e EvolucSo

A origem e evolug$in does astudos sobre redes
neuraiz egtic baseadas nos modeles que surgiram a partir dos
anos 40 até 2 atualidade. Ectes modeloz, gue se destacaram
e tornaram-se famoso=x, foram sendo desenvelvidoz as longo
deste periodo & a ordem cronolégica dos fatos ajuda a
carpreender melhor esta svoluclBo. Todos o mexdélos abordados
neste jitem =wr¥oc posterfiormente dezcritos em malores
detal hes.

O ectudo das rodes neurais comegou basicamsnte com
& criagls do Psychon em 1943 por MeCulleoeh e FPlils [MOC 432,
sendo que, em 1948, D. ©. Hekb pubiicava a sua importante
obra "The organization of Behavior" [HEB 48], que veio no
futuro a influenciar viarios modelos de redes neurais.

Em 1%5Q, Frank Rosenblatt criou o Percepiron [ROS
0] que, como seri visto, tem até hoje uma grande infludncia
nos astude=s sobre as redes neurals. Alguns ocutros modelos
similares aoc Perceptron foram também desenvolvidos nesta
4pocha, come & o casc do Adaline, ceriado por Bernard Widrow
am 18682 (WID &2). Estes mexieloez =Xa baseadoes na correaglo de
orros e formam uma importante classe de redes neurais.
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Foi em 1950 que o modwlos baseadox no Parceptron
receberam uma dura critica felta por Minzky = Papert,
atraves de sua obra “Perceptrons: An introduction to
computational geometry” [MIN 65]. Através deste livro, flcou
provado matematicamente que o= modelos de redes neurais de
apenas um nivel baseados no Parceptron Caqueles que eram
utilizados até o momented, nio aram capazes de aprender uma
sinples fungio ldgica "ou-ese=lusive" C(XOR - Exciusive ORD, A
funglco XOR poxsui um padrfe de valoresz de entrada e salda
e nEs podliamn ser aprendidos pelos modelos de redes neurais
propostos abé aquela época. .

O Madaline, criado também por Widrow, peodia de
ecarta formae resolver o problema, mas o aprendizado ni¥e podia
ser realizade de uma forma muitto "natural™, como seras wvisto
posteriormente. Dezta forma as redes neurals flearam
esgquecidas por um cérto tempo ...

Somente em 1888, =urgla um nove modelo de rede
neural de destacada importincia. Criado por J. Hopfield
[HOP 88]1, aste novo modelo fez os estudos sobre as redes
neurals ganharem um nove impulso. 0 modelo de Hopfield
propunha um tipe de rede neural da classe das redes baseadas
em sistema=z competitives, gtilizando-se¢ dos conceltos
definidos por Hebh, Ouiros modelos similares ao de Hopfileld
surgiram logo apds, btodos pertencentes A4 classe de modelos
com aprendizado competitivo. Estes novos modelos eram: a
miquina de Boltzmann EHIN 4] & a BAM [KOS B71.

A década de B0 ficou marcada pelo aparecimento de
um grande ntmero de modelos importantes de redes neurals.
Iste se deve principalmente 3 dispenibilidade de novos
computadores, mals velozes & com maicres potenclalidades, o
que permlitiu a crlagle de um nimero malor de novos simul ade-
res para as redes neurals=s, e também devido ao pouco sucesso
da Inteligéncia Artificial em relaglo a uma série de aplica-
¢#ec (percepclSo visual, reconhecimente de fala, eted. Esta
década rol muite importante, pois além do models de Hopfileld
ol desenvolvido o modelo multinivel, que se utiliza da
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regra de aprendizado de Back-Propogation. Este modelo foi
desenvelvido por D. Parker [PAR 82]1 e D. Rumelhart [RUM &81
sendo baszeads ne Perceptron com correcko de erros, mas
implementands redes de miltiplos nivels. Estas redes podem
inclusive resolver o problema do aprendizade da fung¥o XOR,

Aldm dos modelos de Hopfield & do  modelo
rultinivel, ocutro importante modelo também murgiu na décadsa
de 80, o modelo de Teuve Kohonen, criado também em 1982
[KOH 82). © modelo de Kohonen, ¢ multe intereszante pols
permite um aprend] zado competiitivo e uma auto-orga.ﬁiza.f;s,n da
rede neural, criande oz chamadoe "“mapas de atributos de
auta-organt 2acie".

Por fitm o dlilmo modelo de destague que seri
abordado € o modelo do ART, ceriade em 1283 por 6. Carpenter
e 5. Grossberg [CAR 83]. Este modelo possui um aprendlzado
do tips nEo-zupwrvicionads. © modelo do ART teve varias
varstiez posteriores, sendo que =s& serd abordada neste
trabalho a primeira versie.

Os aztudas =obre a5 redes neurals sofreram uma
grande ewluglEa a partir dos anos 8¢, conforme faol
demonstradc acima. E, a partir desta época, cada vezr mais,
esta 4drea de estudos tem se destacado., seja  pelas
promi ssoras caracteristicas apresentadas pelos modelos de
redes neurais propostos ou palas eondiedes tecnoldglcas
atuais de implementacke de redes npneurais am argquiteturas
paralelas dedicadas.

4.3 Caracteristicaz e Aplicagles das Redes Neuraix

Az redes neurais possuem a caracteristica de serem
multe aprepriadas ao reconhecimentoc de padrfies, Como j4 foil
vizsto, as redes neurais podem sofrer um aprendizado, modi-
ficandes s$au comportamento frente a um conjunto de estimunleos
de entrada Cpadric de entrada). Peortanto, a rede pode
aprender a dar uma resposta espscifica para um determinado
conjunto de estimulos fornecidos. Isto ser&d obtido através
da alteragio o pasos der atuasiio das entradas.
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Logo as redes peugrais  sio muito  adequadaz para o
reconhaeciments & eclagetficagcle de padrdes, pois podem e
adaptar para respondsr a um padriio especifico.

As redes neurals possuem também  uma alta
vaelocidade der processamento, devido ao seu macieo
paralelisme interno, possibllitande o desenvolvimento de
cartos tipos de aplicagles complexas que necessitam operar
a&n Lemps Feal,

Davido Aas caracteristicaz inerentes a5 redes
neurals, estas podem realizar alguns tipos de tarefas que
nfc =80 executadas de wna forma satisfatdria em sistamas
computacionalis tradiclenais, mas que para o ser humano s3o
tarefas trivials., Elas possuem a caracteristica de se
adequar perfeltamente is seguintes aplicagles :

- Reconhecimento e sintese continua da fala
[KOH 88, WAI 89 « SEJ a8);

- Revxmnmheciments visual de padrdes, OCR (LIP 87,
BRO 87 e CAR B0] e padr@es em geral [(FUK B8 e REL 88].
Reconheclmento e classificaclo de imagen=s como, por exemplo:
textos, aszinaturax, impressdes digitals, objetos, etc,

- Progessamenie adaplalive de sinais [WID 281 e
wliminagle de ruides [DOW 89 e KLI B89

- Aplicac¥es onde oz dades fornecidos sio incom-—
pletos e os resultados produzides s8o aproximados (fuszayd.

Além destas aplicagBes, também encontiram-se
referdnclas de uzo daz redes neurais em outras aplicagfes
come; memsrlas associativas, velculos autdnomos, previsfio do
tempo, anAll=ze de finangas. gerenciamsnto de bases de dados
¢ sistemas especialistas.

Apesar desta capacidade de reallzar o reco-
rheciments de padr¥ies de uma forma eficiente, as redes
reuraie, asslm como o= seres humanos, J4 nio sio tio

rapldas e precisas ne tratarento de dades numéricos.
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O homem ao rezlizar caleulos aritméeticos estd sujeite a
multos erros pomssivel=s, zende também muito lento na
realizaclo de calculos complexss € que necessitam de uma
grande precizle. Eztez: calceulos exigem a capacldade de
manipul acfo simbdlica, sendo dificll a realizagBo do
mapeamento deste tipo de func@es para uma rede de neurdnios
artificiais.

A= reddes neuvraiz, devido az suas caracteristicas,
%30 utillzadas para trabalhar com dados aprovimados, tante
de entracda comy de =zaida. Um sistema baseado em redes
neurals n¥c pode =8r conziderade muite eficiente para
aplicacBes comc uma folha de pagamento. Por isso, o uso das
redes neurais deve ser considerado como uma extensiio para os
sictemas tradicionais, por esxemplo, com o uso de placas de
redes neurais co-processadoras acopladas a estes. Estas
placas podem servir para executar as tarefas que nfco sio
facilmente implementivels eam sistemas convenclonais, como
por exemplo, reconhecimento & sintese de fala; enquanto os
sistemas convencionals continuam a reallzar adqualas tarefas
tipicas onde obtém um bom desempsnho.

4,4 Modelos de Redes Mewrais

As redes neurals trabalham basicamente sobre uma
estrutura como a apresentada na figura 4.4. Este modelo de
neurdnio =erve de base para os demais que serXo apresentados
nesta seclo, Ser¥o vistos apenas olto modelos, maz eztes slo
os que possuem uma destacada importancia em tLermos de histd-
rico, evoluglio e aplicagBes na atualidade [LIP 87 o WID 80).

Existe uma série de outros modelos possivels de
serem implementados, mas que n3oc serXo abordados aqui porque
isteo tornaria este trabalho excesslvamente extenso. A
maloria destes modelos nfo abordades sX¥o variagBSes dos
modelos bislcos apresentados nesmte capitule ou modelos que
foram desenveolvidos &« nlo possuem uma grande repercussio
Juntes asz principals grupos de pesquisa sobre redes neurals.
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Alguns destes nodelos levan am conzideracio, por
exenple, o Lempo de prepagacio dos sinais ou tentam nodel ar
curvas de resposta o mals simllares possiveis do comporta-
mento real dos neurdnlos. Na opinifio do autar, alguns
fatores. como os clitados acima, podem ser desprezados no
cago dos sistemas de reconhecimento visual, lembrando-se que
um modelo de simulacio & uma simplificac8e da realidade que
permite, em termes funcionals, uma reproduglio de um
comportamente de um sistema real. A reproduglo exata da
realidade pede nio ser a seolugis mals adequada para uma
carta aplicagcEc.
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Figura 4.4 - Estrutura de um neurdnio artificial
4.4.1 Claxsificag¥o dos Modelos

Os diferentex modeloz de redes neural=: podem ser
clagsiflcados em diverses grupos, conforme as suas
caracteristicas e praopriedades. Estes grupos dividem as
redes neurais em categorias de acardo com:

- Trefinameanio: auto—aprendl zado C(self-learning,
unsuperuised tearningd ou aprendilzado supervi sl onado
{supervised learningd [(LIPF A7),
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- Roegra de Aprendizado: algoritme compatitive
{compatitive learning? ou algoritmo adaptativeo por corregio
de erros Cadapiive error correctiond [WID 2801;

- Interconexfes dos Neurdntos: redes com neurdnlos
sem realimentacSc ¢ feed-forwardd ou com realimentaclo
C feedbackd [LAW 90 ;

« Organtzacdc do Rede: um nivel tnieo ou em
diveracs riveais Cmulti-laeyerd LLIP 873;

~ Digtriduicic dos MNemdrtos: localizada (groncd-
mothering? ou distributda (gensralizsationd [CALN Q01;

- Classificacdo: separador linear ou separador n¥o
linear [LAW 501;

Os diferentaes tipos de trelnamento Cauto—
aprendizado ou aprendizade supervisionado) estio diretamente
relacionados com esies mezmoz dolz tipos de trelnamento
utilizados em sistemas de reconhecimento de padr@es,. aborda-
dos no capitulo 2. Em resumoc, o treinamento supervislonado
congiste em apresentar 4 rede um padrio a ser reconhecido,
Juntamente com 2 resposta que a rede deve fornecer ac
reconhecer novamente este mesno padrio. O trelnamento com
auto~organizagio ou auto-aprendlzado, consiste em apresentar
apenas os padr@es para a rede e esta S8 encarrega de agrupar
aqueles gque possuem proprledades similares (clusterizationd.

Uma importante categorizag%c das redes neurals ¢
em relacko A regra de aprendizado, onde exdistem dels tipos
bem diztintes de redes neurals: as redes com regras de
aprendizado competitivas @ as redes baseadas na corregio de
erros. As redes neurais gque we uotilizam de regras de
aprendizads do tipo competitive zle as redes de Hopfield «
Kohcnen, caracterizando—se pmlaz conexBes laterais dos
neurdnios com os seus vizinhos e estabelecendo assim uma
"rompeticfo entre os neurdnios™, que levara a rede a unm
estado estivel. Oz algoritmes de agrupamento Cclustaringd
como o de Kohonen sio evenplos tiplecos de redes com ragra de
aprendizado do Lipo compstitivo,
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Az redes neurals com aprendizade do tipo correcfo
de arrss sko bazeadas ne principio de adaptac3o e correcio
dox pesot de atuaglie de cada neurdnio, até que este responda
da manelira desejada. Este tipo de aprendizado & utilizado em
redes baseadas em neurdnios como o Adaline, utilizando~-se de
regras como a bDelta Rule, que seri apresentada poste-
riormente. A correglo de erros estid diretamente ligada ao
aprendi zado do tipo supervisionads ou Lutorado.

fuanto 4 interconexlio dos neurdnios., costuma-se
separar os modelos de redes neurails em redes do tipo feed-
forward ou feedbark. As redes do Lipo feed—forward possuam
neurdnios cujas saidas conectam—-se apenas com o nivels
inferiores da rede, nice havends realimentaglio de zuss
entradas. Neste tLipo de redezs, 2 saida de um neurdnio niio
influenciard a sua prépria rezsposta. Em uma reade do tipo
Feadback, um Heurdnlea pode o conectar a uma de suas
préprias entradas ou 4 entrada de um neurdnio em um nivel
superior da rede. Desta forma, a rede do tipa feedback
possul neurdnioz cuja salda ¢ capaz de influenclar de
maneira direta ou indireta o =meu préprie comportamento. Um
exenplo tipico desta rede & ¢ models de Hopfield.

Unx rede pode ter uma topcloglia de inberconexBes,
cuja organizac¥o seaja em uma Gnica camada (nivel) ou em
miltiplags camadas. As figuras 4.3 (a), (bd e (c2 apresentam
redes de um Gnles nivel e a figura 4.3 {(d> apresenta uma
raede do tipo multinivel.

Uma reads neural forma memdrias, ou seja, & capaz
de guardar infermassSes ou, no gque se refere a este trabalho,
a rede neural pode nemerizar padrfles. A mendria de uma rede
neural fica localizada nos pesos de atuaglco de suas
entradas, que sS850 responsiavels pelo seu aprendizado. Um
dnico neurdnio pode ser treinadeo para aprender um dado
padrie, e dezta forma, todos os pesos de suas entradas estio
ligados a um Gnieco padriio, ocorrends assim a criagio de uma
memdria localizada (grondmothering?. Um dnico neurdnio pode
ndo ser capaz de memorlizar um padr3o dnico, mas este
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neurdrnlo assoclads a varioz outros neurdnios pode ser capaz.
Desta forma, a iLafermacs nlo estard loczlizada em um dniceo
neurdnio, estando distribuida entre os diversos neurdnios da
rede neural. SDendo assim, os pesos de diferentes neurdnlos
s80 responsaveis pela formag$a da meniria e nEo =e pode
dizer que a informaciio esté localizada em um dnico ponto da
rede neural.

Um tltime tipo de distingio entre diferentes iipos
de modelos de redes neurals & Telto em relacfio A capacldade
de classificaclo destes mcodelos. Os modelos que implementam
um elaseificador linear sf%o modelos onde basicamente se tem
apnas um tipo de padrfo associado a cada classe o« dexia
forma ocorre uma associagc¥e linear de padrfes. Um
classificador nle linear permite gque tipos Ppastante
distintos sejam assocliados a umz mesma classe. Este tipo de
classificador sars bem discutido posteriormente, uma vez que
envolve o probleama eclidszico do reconhecimento de um padrio
que represente uma fung¥o XOR. Os classificaderes lineares
ndo sic capazes de aprender una funglio XCR, enquanto um
classificador nis linear terd a capacidade de aprender esie
tipo de funclo,

[ 1 Nivel ——— Linear ——3 ddaline

2 Nivels wmm— NEo Linear —s Maodoline
Correg o LCom Supervisfo - Memdria Locallzadal
de Erros )
[ Murtinivel — Nio Linear —s Back-Fropas.
| {(Com Supervisio - Memdria Distribufdad

Auto-Organl zagio smewa—s ART

Auto-Organizagio —— Kohonen

Hopfield
Lineayr Mdguina de Boltazmann
BAM

CfrRCcHZT mMoma

Competitiwvo

Figura 4.5 ~ Taxonomlia dag redes artificiais de neurdnios
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As categorias citadas acima Ser vemn para
classificar diferentes tipos de madelos de redes neurais.
mas estes modelos est80 distribuidos de uma forma irregular
nestas cabegorias. Devido a este fato, o esquema apresentado
ne figura 4.5 aborda apenas oz itens de destaque na
classificacio de cada um dos modeioz de redez neurals. n3o

estando rel acionadas todas as categeorilas.

FCX>

Hard Limiter

=om
nnu

Ca) LIMITADOR RIGIDO

FCXD

E = ENTEADA +1

P = PESO

_ Valer de

X = SOMA PONDERADA Satda
X=TE=xP

Cb) LOGICA LIMIAR

Moum
numn

Ced SIGMOIDE

Figura 4.8 - FungBies de transferéncia

4.4.2 Modelos Adaptativos

0= madelos de redes neurais adaptatives sfo
modelos baseados no Percepiron. Estes modelos possuem em
geral um aprendlzado do tipo supervisionado, eonde & aplicado

um algoritmoe de correclio de erros.
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4. 4.2.1 Perceptiron

O mxdelo bi&sico do Perceplron fol ideallzado por
Frank Fosenblatt [BEOS 5S@]. Ezste modelo possul nmruitas
vartiacties, onde =zerid analisado aqui o modelo de apenas um
nfvel, o mais simples possivel. A estrutura dog neurdnios swe
aprezsenta exatamente igual a da Fligura 4.4, Sendo Que sua
fungSo de transferdncia tiplca, ¢ uma fungle do tipe hard
timiter - figura 4.6 Cad.

Ezte modelo consiste de uma rede linear de
neurdnios, dnde o= valores de entrada alimentam =imul-
tanearente todos oz neurdnios. O neurdnio que, apdHs a sua
ativaclo, possulr o malor wvalor de safda ou que atinglr o
limtar para a ativagiio indicard a resposta correta, Neste
modeloe cada neurdnio & treinado para "responder® Clden-
tiffear) a um padriio especifico.

Sars dada uma demonsttraclio de como funciona ums
fede da Parceptrons, atrawss de um exemplo pratico. Tomando-
se um padrSo de aprendizado o qual =& deseja ensinar i rede,
altera—se ot pescs de um determnade neurdnio que aprendera
este padriio, O0s pesos s85o alterades de modo gue, ao ativar a
rede com um padrio de entrada similar ao do aprendizado, se
obtenha um valor maxime na soma poenderada.

No eswmplo da figura 4.7, Lem—s& una éntrada otie &
o padrio a ser reconhwcidoe Clinha superior?. a qual ac ser
ferneclida & rede & nultiplicada pelos pesos de cada um dos
neurénios Clinhas 1 a B>, Estes pesos refleitem um treina-
mento previamente realizado. Para este padrioc de entrada, o
conjunto de pesozs correpandentes o linha trdés fara com que a
cajidsa destte respective neurdnio aleanre um valor mnéxime e
sard portantes aquale que reconhecet o padris de entrada
apresantado. © padrSc reconhecido & aguele gue == parece
mals com o padr3o original para © gual este neurdnlo fol
treinada. A fung¥o de transferédncia pode fazer com gue
apenas um neurdnio sej:x ativado., aceltando um baixo grau de

distorcio no padrio de teste. Caso a fungZo de transferéncia
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seja menos rigida ou =se for utilirzada uma fungio do tipo
thrashold leogiec, pode ocorrer de mals de un neurdnleo Lter cua
saida ativa. Neste case, & necessarlio seleclionar o malor
valor de ativaclio, ovnde no final & um neurdnlo deve
se manter ative. Iste pode ser felito usando—-se uma rede
tipo MAYNET [LIP 87] que selecliona o neurdnie com a malor
zalda.

PadrEo— | —1 +t -4 +1 +1 +1 -1 -1 +1 -1 +1 | Saida =E E.P
g p 3[ * -1 41 -1 41 41 -1 41 -1 41 1 || Saida = -5
ng e (@[ -t -1 -1 -1 -1 41 41 41 41 41 41 ] Satda = -1
ﬂe: 3] -t +1 -1 H #1 M -1 1+ -1 H | Salda = H1
n = 4] + +1 +#1 +#1 +1 -1 - -1 -1 -1 -1 Sajida = #1
; — 5| =t 2 1 #1 -1 1 -1 +1 -1 +1 -1 [ Saida = +

Figura 4.7 — Exemplo de uso do Perceptron

Outro exenplo pritico de aplicaclic & o enpreégoe de
uma rede de Perceptrons com a saida normalizada [KIN B81, o
que facilita bastante a definig¢lo dos limiares e até o
ajuste dos peses de atuvacin pode zer felto de forma bastante
simples, Nesta rede, os pesos sfo determinados da seguinte
T Of A :

NE = Ndmero total de slementcos C(plyxel=s) do padrio,
PxK = Peso da entrada x do neurdnio X da rede,
PAixz Elemento x do padrio { de aprendtzade o

Valores de entrada = -1 Capagado) ou +1 C(iigaded

Para o neurdnlo X que seri responsiavel pelo
reconhecimento do padr8o ¢, faz-se:

Se PA = +#1 entlo PxK + 1-NE

X
sendo PxK = ~- 1/NE
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QO ajuste de pesos descrito acima & realizado uma
dnica wvez, atraves de uma inicializaglieo (nl¥oc existe o
procedl mente de adaptacled. Com o algeritms acima o wvalor
midxime de saida de um neurdnic seri +1, caso © padrfo de
te=te zeja exatamentie igual ao padr¥o aprendido; e -1 caso o
padras de teste seja totalmente diferente do padrfa para o
qual este dado neurdnio fol treinado.

Q evemplo acima & interescante pols ele possul
embutida, diretamente scbre o neurdSnio, a noglo de
similaridade de um padr3c. Pode-se dizer que a saida da rede
deste modelo, indica de uma forma imediata o ndmeroc de
pontos do padr8o de teste que sdc exatamente iguals ao
padr %8s aprendido. Outra wvantagem & o fato da fatws de
valarezs de =alda ser extremamente bem defintda, wariando
apanas entre -1 e +1, e doz pasos serem sempre iguais a uma
constante com dma precisis pré-estabel ecida, podends wvaler
apenaszs: -1/NE ou +1-/NE.

Este model o de rede tem LI arqultetura
extremamente simples, como & da flgura 4.3 C(ad, nlo
corrazpondeande A organizacio real dos neurdnios do sistema
nervosa, @ qual possul uma alta interconetividade entre seus
componentes. Este modele & oxcessivamente simples & possul
uma grande limitacle: nio possui a capacidade de
general izacin! Loge, estaz redes neurals flcar8c enornes
pols cada neurdnio aprende apenas um tinlco padr#o.

Partindo-sa do modeln basico do  Perceptron,
pode~se chegar a outros modelos majiz= completos, gque
possibilitarfco um melhor aprendizado. Unm destes modelos & o
do Adaline, ’

4.4.2.28 Adaline

Este modelo & uma alteragfio do Percepiron, onde
utlliza~se a Regra Delic de aprendlzade (Delia Ruled, ou
como tambdm & conhecido, algoritms de aprendizado LME (lLeast
Moarn Sguyrad, 0O Adalifne fol erladey por Widrow & Heff!
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[WID B2] ¢ sy nome vem da abreviagio do nome dado aos
elomentos processadores ADAptive LlINear Element. A
arquitetura & de uma rede de uma dnica camada disposta
linearmente com cada neurdnio possulindo uma retro-
limentasfo de sua prépria salda. 4 figura 4.8 apresenta o
ezquema 4o modelo de neurdnio utilizadoe no Adaline.

E4 X2 K2 E4 K5 ES En Iz Entrada
Mantor
j. .I, .I, .I. ,I_ ,I, _I, CHentor Inputd
P1{Pz|P3 |Pe|PSIPG]——[Pn]
ADAL INE —

Element.o Processador

Retro-Alimentac8o

+
kA

=3

Figura 4.8 - Esquema do neurdnio tipo Adaline

O Adalina & um neurdnio Gue utiliza uma regra de
aprendizado que permite uma adaptagio. fazendo com que este
se ajuste & novos padrées. O aprendizado & do tipo
supervislionado, por correglo de erro, atraves do uso de uma
rede com retro-alimentag8o de apenas um nivel. Esite iLipo de
reda realiza ums classificaclio linwar dos pacisSes.

O Adaline tem uma entrada denominada de mentor
ingut, a qual posswl uma ponderaclo sempre igual a 1. Esta
entrada apresenta a verdadeira resposta gque deverlia ser dada
por um determinado neurdnic diante de umn deterninado
conjunto de estimulos (padriio de testel.

A Regra Delta altera o vetor de pesosr de atuagko
de forma que, para um determinado conjunte de entrada,. a
aalda se aproexime da regposta desejada, indicada atraves da
mantor ingui. Isto & cobitido atravs da minimizagcBc do a&rro
médic quadréatico Cerro LMS), que com o uso da Regra Delta &
feito da maneira mals eficiente possivel [CAU 90]. A Regra
Delta nada mais ¢ do que a regra de sotimizagio de fungdes
enpregandao-se o método do gradiente [CAR 90].
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A figura 4.9 descreve em detalhes o funclonamento
da Regra Delia de aprendizado que & utilizada pelo Adaline.
Esta regra & muito importante, sendo ewmpregada inclusive em
modelot sucessores do Adalilne,

| L——+ Saida Atual da Rede
Saida Desejada (Menior Inputd

+ Erro Estimado

Regra Delta: ﬁNovo = PANTIOO + B8 EE » 2
| & |
Cnde : f = Fator de Ajuste de Convergéncia (O & 12

Erro Estimado

M
b
I

B = Velor de Valoras de Entrada
Vator de Pezos

o
]

Figura 4.9 - Algoritme de aprendizade Delte Rule

A representzglio dos valores de entradas ¢ pesos de
atuacho atravie de vatores possibilita obter uma
interpretaclo geomdtrica @ matenmdilcs mals clara do procesco
de aprendizado. Abaixo & apresentada esta interpretacls para
um vetor de duss componentes apenas. Estef conceltos =No
também validos para N componentes, mas neste cazo e ters um
espago N-dimensional ao invéz de um plano.

Neurdnio : 2 entradaszs | P

Vetor de Entrada : Ei, B2 ¢ !

Vetor de Pesas : P1, P2 (B I sy B
Soma Ponderada : S=8. P ——— s=E. P

- A soma ponderada ¢ o produte interne enire os
vetores B e B.
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- O produto interno entre dois vetores tem como
resultade a projegsfo de um vetor sobre o outra, Quants mailor
for a projeclc {(valor de saida da soma ponderada), mais
préovimes =«xt¥y o= doiz vetores., Casc os vetores sejam
ortogonais, a projeglo =zerd igqual a O {zerad.

- 0 aprendizade deve deslocar o vetor de pesos de
forma a aprodXimi-lo do vetor de entradaz que reprocents o
padriic a ser ensinado a um dado neurdnla.

= O reconheciments consliste em ldentificar gqual o
votor de pesos, de um dado neurdnio, gque =2tsd mnaisz pedxd o
do vetor de enirada de tesie.

Pode-ze consfderar também os vetores de pesos como

varliaveis de uma equacio da reta do Lipo:
SE=Et . Pl1L +E2. PE +—— L =A. X+B. Y

Esta equaclo sa Lransforta en uth inequagche devideo
ao uso da fungfo de transferéncia, Desta forma o plano,
denominado de espago de declsfo, ¢ dividide em dois
aami —pl anoe no cage de equaciez a duas varldvels, ou em dois
sepl ~hl perplancs para N variivels,

Sq for considerads o exenplo dade abaiwe, pode-se

visaalizar claramente os conceitos que foram descrites

anteriormente.

£ = P“E’ + PzEz + E uma inequaglc que divide o plans em duas
L 14 4L sub-regi Ses

¢ AX +BY

AB — S¥o o pesos " a
¥.¥ — S%o as entradas. ]
X e Y estBo localizados r'

em uma das duas sub- z

raegl Ses formadas
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Supendo-se
Pl » A= 2 Vem ... 0=52. X -1 .Y (ReglioRL>
PE =8B = -1 >z . X -1 . ¥ (Reglko R25

Obzervaclo : o limtar adotads & 2era - O Chard limiterd
Portanto :

Se a soma ponderada S for: S 2 0 — PadrSo na reglio El
¢ 0 — Fadrio na reglio R2

MNa interpretac8oc dada acima, percebe-se gque um
dado conjunto de pesos de atuac8io de um neurdnico terd como
fungBo dividir o espago de decisSc em duas sub-regifes. Cada
neurénio se ativara de acordo com a posigSio do padriio de
entrada deantre do espaco de deeci=flin, se ativande ou nlio,
conforme & reglio onde se encontra este padriio.

Esta divigse do e=pagoe dea dacizio am duas
sub-regides bem definjidas & isoladax & o gue determina a
caradcteristica de clagslificaclo lirdar dot mdalazs baseados
no Adaline. Este Lipo de interpretacio tambén serve para gue
fe¢ possa compresnder porgue o @ Adaline nlo & capar de
aprender os padr&es que representam a fungle XOR.

T 4.4.2.3 Madsline

Umna extens3o proposta por Widrow ao medele do
Adaline & 2 da criaglio de um novo wlemento, chamade de
Madaline. O Adaline & capaz de aprender a reconhecer apenas
um padrio simples o, a partir deste Adaline, surgiu a ldéia
de criar um elemento composto, <¢hamado Madaline CMany
Adalinel, O Madaline apenas agrupa a resposta de dels ou
maiz Adalirmes, realizando um "e loglce® CANDD, “ou léglico*
CORD ocu pela cblencio de maleria C(Mojoriiy Volekerd dos
valores obbtidos nas saldas de um conjunto de neurdnies do
tipos Adaline [WID &831. Com isto, & possivel fazer com que
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uma =2aida da redw =zoja ativada para mais de um tipe de
padriic de entrada. Assim, ¢ possivel irelnar a rede de
Madaline para reconhecer, por exempla, um padrio transladado
ou até robaclonado. Para isto, basta treinar cada elemento
interno do Madaline para reconhecer o padriico em uma dada
posigiio ou orientacfio e fazer o "“ou'" das saidas destes
elemantos [CAU 901

0z medelos de um Gnico nivel baseados no
Perceptron sofreram um grande abaleo apds a publicacglo de
Minzky [MIN 62) gquew demchsirou uma grande limitacEs na =ua
capacldade der aprendlzado,

A pergunta critica feita por Mynsky & como uma
rede de neurdnios de um dnico nivel, pode aprender a
reconhecer o padr8o de uma funglSc légica "ou exclusive™
CXCRD? O problema das redes de um nivel baseadas no
Perceptron & que elas dividem o espag¢o de solucles em duas
regl Ses distintas, maz wm ums funcio XoR nio
se consegue abranger a3 duas respostas em uma 6 regife. O
diagrams da figura 4.10 apresentz a relagio entre
difersntes modelos da redex w 2 formacio dac regiSez de
decisio.

TIPFO REDE TIPOR DE REGIOER

1 Hivel Criaclo de um
plano ou hiper-
plans de divisXo

2 Niveis Regi des convexas
abertas ou fecha-
das

3 Niveis Regi®&ez arbitra-
rtas de formato
livre

Figura 4.10 - Nivels de uma rede versus regiles de deeclsio

0 modele anterior, o Adaline, que ¢ uma rede de
um npivel, nfo pode resolver o problama de um KOR.
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Serd dade agqul uma breve demonstraclo do mobtivo que levou a
procyra de uma nova =soluclo, chegando-se entlio As redes
neurals de mals de um nivel, coms © Madaline  Pode-se
comparar uma rede de um nivel com um zistema de equagBes
linearez onde, se for considerado um neurdnlo com duas
entradas, obtem-se:

Saida=P=. E‘+P2. Ez—r F = Vetor de Pesos
E = Vatar de Entradas

Para a funclo XOR, as squagies obblidas serio:

1| k2| = Equaglies : F1, P2 = Pesos

-4 - -4
- Pl - P2 = -
i T B -PL + P8 = 1 SISTEMA
Py Y Pl - P2 = 1 INSOLUVEL
Fl + P& = -1
+4 +1 -4

Portante em uma rede de um dnico nivel nlc ha um
conjunto de pezox que possibilite a soluglo do problema. A
ldéia & s& criar un nivel a mais que possibliite a unllSo das
respostas do nivel superior. A solugloe do problema do XOR em
uma rede de dois nivels & imediata:

|_‘¢:|‘_?‘_‘| ENTRADA C-1 ou +1)

+1] -1 -1 T +1 FLX) —» Sa X > O

L E.P L EPr Entio FCXO=+1

FiX) FiX} Sen¥o F{X)=-%1
1 ] +1 FicXD) — Se X >=0
L KNP Entfo F1CXD=+1
ri0X: Ben¥c F1{X)=-1

| satpa c-1,+1>

Figura 4.11 - Soluglc do problena do XOR
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Uma rede de mais de um nivel podersa aprender
inclusive padr@es como o da fung¥o XOR. O Madaline, gue &
uma rede neural de dois niveis (como a da figura 4.112,
resolve em parte o probiema, mas ainda apresenta um
inconveniente, o usuwiArio & quem realiza a "junglo™ dos
Adalines.

Até entfio, nfo havia um algoritmo gque fizezze o
aprendizade automaticamente de uma forma completa, faltando
uma regra de aprendlizade mals genérica para as tredes de
ngltiplos niveis, Além disto, no Adaline & mesme no Madaline
alnda nfo se tem um conhecimento distribulido na rede, sendo
que cada neurdnio tem que ser iLreinadeo para reconhecer um
dade padriio. O Madaline apenas possiblilita a3 jungSo de dois
Adalines de forma a2 "aparentemente”™ fazer com que qualsquer
dojis padris=s possam ser ldentificados como peritencentes a
Uma maSmk classe,

d,4.8.4 Radax Mul tinfyvel

A técnica de HBack-Propagation consegulu dar uma
nova vida As redes neurals, pols permite o aprendizads das
redes neurals baseadas no Percepbron, com qualgquer numers de
niveis, servindo 1inclusive para o caso do XOR. Este
algoritmea de aprendizado fol desenvolvida por FParker
[PAR 85) & Rumelhart [RUM 881.

Una rede neural que utiliza o modelo de
Back-Fropogoetion ¢ unz rede com neurdnios disprestos em treés
oy mals mivei=: um nivel de entrada (input layer?, um ou
mais nivels intermediadrios ou ocultos Chidden lavers) o um
hivel de =aida Coutput layerd ~ vide figura 4.3 <42, A
funcle de transferénclia utilizada & uma funclo do tipe
fungcio sigmbide Ctem a forma de um *5') e a regra de
aprendl zedo & derivada des Regra Delta., mas aplicivel a uma
rede multinivel. A sequir s3o apresentadas as {ungdes
utilizadas nas redes multinivel.
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# Ajuste dos Pesos

Nivel de Enitrada : Todas as enbtradas possuem pesos
igqual a 1.

Hivel de Zaida : Adaptagio dos pesos através da
Reqgra Delta original.

Nivel Intermedidrio :

-~ Calcula-se o ERRO de cxda neuvrdnio do nivel
intermedl aric;

- Aplica-ze¢ o ERRO C(calculade conforwmse descrigBEo
abalxwod na equacl8o principal da Regra Delia;

- Usa-=ze comn fung¥oc de tiransferdncia a funglo
sigmoidal .

® CAlculs do Erro
ERRD = F'CEY . [ 2 P.. . ERRO, ]
i ij J

» Onde

F'¢E> - Dearivada da funclo de atlivaclo para & entrada E
i - Nimero de neurdnic no nivel fntermediario

J - Niumero do neurdnio no nivel de =zaida

¥ Fungliio de Transferéncila :

1

-tx-t'l')‘)

FCXD) =
1 + e

F'{¥) = FCX2 . €1 — FC¥3o
+ Onde

T - Limiar simples da fungiio de transferénelia

{Constante definida pelo projetista da reded
X - vValeor de entrada da fungfo de transferéncia
e -~ Namero de EBuler (constantad



148

O aprendizadeo por back-propageiion basela—-se na
propagacio retrdgrada do erro para os niveis anteriores da
rede., de acordo com o grau de participaclo que cada neurdnio
teve no erro do nivel posterior. O modelo multinivel
utilizade rormalmente & o compoztio por Lrés nivel=z, onde o
ntimero de neurdnios do nivel de entrada e de =salda podem ser
estimados de acordo com as caracteristicas do problema., Ja o
numere de neurdnios do nivel intermedidrio, assim como ©
numero de nivels intermedlarios tem que ser estabelecidos de
tma manelra intultiva, n¥o havends ua técnica preciza para
a estimativa dextes dades [CAU 30]1. Izto e deve an fato de
que neste modelo hi uma generalizacke do conhecimento. onde
agora nio mdste maie um neurdnio encarregado de aprender
especlificamente uwm padr¥o e, dexisa forma, o nimeros de
neurédnlos da rede niko pode ser estabelecids de forma exata.
Se o nivel intermedidric tiver um pequenc nmimero de
neurdnios, a rede pode nSo ter capacidade de memorizacfio
para todos os padrBes e, se o nivel intermedidrio tiver
muitos neurdnics, pode ocorrer o efeito de grandmothering.
ot =zeja, a criaclio de neurdnios especializados para
reconhecer cada padrio.

As redes neurals da tipo nmultini vel com
back-propagation s=fo um dos modelos nals estudades =
adotados na atualidade pela =ua grande capacidade de
adaptacis a qualcquer tipo de padrfio. E claro gue o custo em
tarmos de implementaclioc & um pouco mals elevado que o
Adaline mas. dependendo da aplicag8fo e principalmente do
tipo de padrides a zearem reconhecidos cu classificades, pode

sar vantajosa a utilizaglo deste modelo.
4.4.2.5 ART

0 modelns ART ou teoria da ressondncla adaptativa
CAdaptive Resonones Theory) ol desenvolvids por Carpenter =
Gresshberg [CAR 83], Este modelos implementa uma reade neural,
a gual & treinada som uma supervisio, formande agrupamanton
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{clusters) e podendo ser conpletamente descrlia usande
equacles diferenciais nic lineares [LIP 87).

O mydele ART & basicamente um modelo onde &
desenvolvida uma técnlca que perpite uma evoluglo da rede,
fazendos com que esta posga “cresxcer™ b medida que novos
padrfSes lhe s850 ensinadoes. © algoritme princlpal Seleciana a
primeira entrada como um exemplar para o primpeiro ¢lusiar. A
préxima entrada ¢ comparada com este primelro cluster onde,
caso a distincia do nove exemplar seja menor Jque um certo
limite, faz-se apenas uma adaplaglo de forma que o cluster
represente ambos os padrdes. Caso & digtineiax entre o novo
exenplar 2 o exemplar j& armazenmdo zeja zuperior ao limite
estabeleclids, & criade um neve oluster que servira para
rapraesantar #&sta hove exemplar. Este processe & repetido
para todas as entradas seguintes. © ndmere Jde colusters
crescerid com o tempo o dependersa tanto do limlte como da
métrica usado no cilculo da distincia na comparaglo das
entradas com os exenplares armazenados na rede.

0 modeleo ART possul  uma propriedade muito
interessante, que ¢ a pozsibilidade de expansio do nimero de
padr&as aprendides pela rede. Através da criag¥o de novos
clusters, este modelo de rede neural podw ir se expandindo a
medida que seja necessario acrescentar novos exemplares., E
interessante notar que o limite de comparac%o de distancia
entre o exemplar de entrada e os exemplares armazenados pode
ser Tixado de acords ecom cada aplicag¥o. Este limite
determina a flexibilidade do reconhecimento, ou =aja, um
valor muito pequenc indica gque o3 exemplares serfle muite
parecidos para serem colocadoes juntoes. representando um
dnico cluster. Mas, quando o limlite & un valor malor, havera
uma maior flexibllizaclio e o5 exemplares de entradsa serfo
agrupados em um conjunto menor de clusters.

0O algoritmo completo de comportamnts de um rede
do Lips ART & deserito por Lippmann (LIP B7]1. A figura 4.12
apresenta um axenpleo do comportaments de uma rede do modelo
ART para o algoriitmo descrito por Lippmann [LIP B7).
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O nodele ART sofreu varlas evolucdes, Sende gue
existen divearsos nodelos, denoninades de ART-1, ART-2 =
ART-3 [WID B80]. Estes modelos no entantoe implicam uma
sobrecarga de trabalho muito pesada em simulacfies, sendo
considerados mais como elementos de pesquisa do que modelos
de aplicacla priatica [CAU 903,

4. 4.2 Modelos Competitivos

O modelos competitlvos baseiam-se na conmpeticlo
entre os neurdnios, onde existem modelos com alguma das
seguintes caracteristicas: conex®es laterais entre neurdnios
vizinhos, formagiio de clustiers ou auto-organizagla. Nesta
classe de modelos de rede neurais, encontra-se o nodeios de
Hopfield, maquina de Boltzmann, BAM e moedels de Kohonen.

4.4.3.1 Modelo de Hopfield

O modelo original de Hopfield [HOP 821 surge
utilizando uma rede onde =e di destaque ao comportamento
ecoletive, O conjunte possul mals ilmporténclia do que o=
elomentos, estands of neurdnios totalmwente nterconectados
antre si. Um neurdnio =4 nie conecta a sua salda As suas
préprias entradas.

O modelo de Hopfield & utilizado como uma memdria
assoclativa ou para resolver problemas de otimizaglo. Este
modelo & estudado em Fisica, onde se reduz ao problema do
vidro de spin infinito numa rede de irterconexfio tetal
[PEN ©90)1. ¢ modelo de Hopfield & muito empregads na
reastauraclio de padrées, sendo que ele trabalha com valores
de entrada & salda biniries (+1,-13. A figura 4.13 apresenta
a topologia de uma rede de Hopfield. a qual pode utilizar a
regra de aprendizadc somente uma vez para inicializar a rede
- figura 4.16. A funglio de transferédncla empregada ¢ do tipo
hard limiter, conforme & apresentada na Cigura 4.8 Cad.
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Entradas

[ w2 | |

Saidas

Figura 4.13 - Organizag8o de uma rede de Hopfield

utilizada

caracteras, objetos & voz,

A rade de Hopfrield &

reconhesimente de padres como

para o

A Tigura 4.14 apresenta o eaXempls de use do nodelo de

Hopfield.

Padr&a Original

Padrio de Entrada

Padrio de Saida

(Distorelded CReconstituldo?
gooooooa oagoooaao goopoooo
[ R | | () . (7 I
Om0oO0gdumi OMSO00m0 OmG 00 0mo
OMOO00mo OO0 0o OmC 0000
O N OMOEE0m0 (] R |
Dm0 oo0mo OM0000mo OHECDO00Om0
OMOooomo 00m0D0OmO (MO0 00Om0
pooOoooaa goooooon oooopoon

Figura 4.14 - Wilizag8c da rede de Hopfileld

0 funcionamento do modelo proposto por Hopfield &

o seguinte:

~ Cadz neurdnio ¢ responsavel por um selemenio
(pixel? do padr8c de entrada, podendo assunlir zsomente dedis
estados C(+1 = Ligadod ou (-1 = Desligadc);
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- Ao aprender um padrio, o neurdnio sé comporiard
de forma que sua salda ajude a ativar algum oubtro neurénic
que faca parte do padr8o aprendideo e que deverlia estar
ativo; ou inibir algum outro neurdnio qgue faca parte do
padrfic e que deveria estar inativo (figura 4.155;

- A rede ceri ativada e a medida que o= neurdnios
vEs interaginds ung com o= outres, a sajida da rede vai
converglindo para um we=stado estivel, dque deve st um dos
padr8es aprendidos;

- Para adiclonar novos padr@es C(noves mendrias -
estados estivels) para os' quais a2 raede deve convergir, basta
adicionar o= pesox ji existentes aos valores novos obtidos

atrawves do mesms chledlo utilizadoe na inlelalizaclo.

Hi N2 wa Efeitos deo N2 e NS
+ - ) NHi, N3, N& = Inibiglsn
N NZ, N4, NS = Excitaglo
w4 NE NG —+ ESinal excltador
Peso Fozitivo
-‘ :- 1] e ~ws Stnal inibitério
" i Peso Negativo
Figura 4.15% - Interag8o entre os neurdnios no modele de
Hopfield

0 modelo de Hopfield possul algumas limitacles.
Uma delas ¢ quanto ao tamanho da rede em termos do ntmero de
neurdnioz, » qual deve respeitar a equaglio [HOP 821:

Nro. de neurdnics x 0,15 > Nro. de padr8es armazehados

Devido a esta restriciio, as redes deste modelo tem
um tamanhe multe grande. Por exemplo, para armazenar 10
padries & precizoc de malz de 70 neurdnios com um total de
aproximacdamente 5000 conex@ies (pezcs de atuagfo). Cazo esta
limltaclc nin seja respeitada, a rede pode convergir para o=
chamadoz "“estados esparios", que s3o estadors Lmparfeitos,
uma mistura entre os padrfies aprendlidos.
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Outre problema & o aprendizade de padrSes nmulto
simllares gque tanbém podem lavar 2 obtenclio de um estado
espirio ou podem convergir para um padrlo lncorreto. A
soluclo neste caso & realizar alguns procedimentos de
ortogonallizacle [WAL 8%]1, vizando diferenciar mals os
padrfes.

Além do modele de Hopfield, existem dols outros
modele que s¥o multoe parecideos a este, atuands também como
memorias associativas. sHo eles: a miquina de Boltzmann e o
model o BAM,

Aprendizado-Iniciallizacio

FPezo prentrada i do
i neurdnlo |
P = Padrdes
P Existem M padréies
E. = Elamento de entrada i
h do padrio e

i

C se 1a3)

Reconhecimemto
1) ¢ £0> = Padr8c a ser- reconhecldo
B LoD = E:"" para o £ i £ N-1
N—1
a2 uthﬂ) =« FCY Pi.j ptct.) 2 para o = j £ wN-41
i=0

3> Repelir o passo 2 atd que o padrfo de saida pltl
fique estivel
Oncle :
N = Nro. de elementos do padrio de Leste Centradas)
“i.(t') = Saida de neurdnio o no tempo L
t — Niemero da lteragis

FCXD Fungfo de Transferéncla

Figura 4.18 — Algeritmos da rede de Hoplield
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4. 4.3, 2 Maquina de Boltzmann

O models da miquina de Boltzmann fol desenvolvide
por Hinton, Sejnowski & Ackley [HIN 84, HIN ©88). Este medelo
& composto por uma rede neural totalmente conectada, gque
possul una representacie distribulda do conheclmento, sendo
formads por ums rede de slementoz de processamento estocas-—
tico., A miquina de Bolizmann pode ser consliderada, de uma
maneira simplificada, como uma rede do modelo de Hopfleld,
que estabelece as sSolugSes por um precesso de sinulated
annealing governado pela estatistica de Boltzmann [WID 901.

0 simulated annecaling C(resfriamento  simuladod
IKIFR 83} & uma téenleca de pesquisae que tem sido aplicada a
diversos problema=z de otimizaclo. Este tipo de mecanismo &
enprégads, de forma a tentar evitar o= chamados estados
egpuiries do modelo de Hopfleld, O principie para o uso desta
técnica & a adigio de un componente aleatério ao processo de
deciglic de cads aneurdnis, de forma a tentar escapar dos
eztades espiarios, também denominades de minimos locals de
erergla [BAL 881,

Ezte modelo segue, de uma forma geral, os
principios de funclionamento do modelo de Hopfield., Por exte
motivo e, devida a::; Tfato deste tipo de rede sofrer problemas
de perda de precisfec, niio serfiv apresentados malores
detalhes sobre o mesmo. Para malores informacdes, sugers-—Se
a leltura de fHIN 84, HIN 88, ACK 83 e BAL 80l.

d.4.3.3 BAM

A BAM - memdria associativa bidirecional {(Bidi-
rectional Asscciative Memory3, fol desenvolvida por Kosko
[KOS 873, baseada em algumas ldéias de Hopfield e Srossbergq.
Esta rede serve como uma memdSria agsoclativa capaz de
associar pares de padrdes. Ao ser apréesentads um  dos
componentes de algum destes paras de padries, a rede gerari
automaticamente na saida a representacio do aoutro padrio
assoclado ao padrlio apresentado.
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A rade BAM, azxzim como & reade de Hopfield, se
agtiliza de uyma técnica de minimlzagde de energia. A
diferenga ¢ que, no modelo de Hopfield, um padr8So &
associado a ele mesmo e, portanto, na saida, o padr8oc &
apresentado apatas reconstituido. Na BAM, um padrBo pode ser
associado a um outro padr¥o e, desta forma, ao apresentar
algum deztez dols padrdes azzorciades, mesmo distoreldaz, a
rede apresentarid na salda o padrio assoclads as apracentado
na entrada da rede.

C modele BAM assoclia pares de padrdes CAL’Bi.:”
ondde A e -1, #¥N e B.t e (-1, +1>7, Para estes padrSes A e
B. compostos por vebtores de dimenzs@Ses N & P respectivamente,
seri necescaAria uma matriz de pesos M de dimensées N x P
para codificar tals padrSes.

A codificaglo, que ¢ a forma como So denomina o
aprendizade em uma rede BAM, ¢ realizada simplesmente
através do seomatdrio das matrizes de correlaclo de cada um
dos pares de padr®es [BLU 80]1. Desta forma., a matriz M que
codifica K pares de padrfes ¢ sinp!esmente:

K Nro. de pares de padriies
K M Matriz de poetoes

T
i i A:= Trasnposta do vetor A de padrSes
Bi.= Vetor B de padrfes

I n

QO reconhecimente & denominade de  recall ou
decodificaclo. Ele conziste apenazs da multiplicacXZo do vetor
de teste (padrioc de teste - codificade em valores +1, =13
pela matriz M, seguida da aplicagfio de uma funglo de
transferdncla, resultande um outro vetor. Este vetor
resultante zeri o padrio associado ao vetor de teste. A rede
& dita bldirecional, pols AM resultarid no padrfo B, assin
como BE. MT resultard no padrX¥o A Outra carateristica
interessante deste modelo & a possibilidade de retirar um
par de padrdes da memdria, "esquecendo-osY. A fligura 4.17
apresent.a o= processos de codifizaciio e decodificac8o.
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A BAM, assin coma o modelo de Hopfield, também
possul problemas de aprendizadoe em relacfo ao ndmaro maximo
de padrdes aprendides e de reconheciments Lpcorreto de
padres simllares <(necessidade de ortogonalizagcfo da
entradasy. O limite de memorizaclo em uma BAM sers da ordem
da M onde M & o menvr valer wentre as dimenz=®Ss«s N « P dos
pares de padr¥es codificados na rede (KOS B7al.

Codificar:
x‘= 1010103 e =seu par Yt= <1100
xz= Cii1GC00> e seu par ’fz= 101

Recodificaglo dos PadrSes: (0,1 — -1,+15

A =C1 -1 1-t 1-10D B,=C1 1 -1-1)
A, =C1 1 1 -1-1-10D B, =C1-1 1-10
Matrizes:
A"B =T 1 1 -1 -11 AT B = 1 -1 1 -1
14 -1 -1 1 1 z 2z 1 -1 1 1

1 1 -1 -1 1 -1 1 -1

“1 -1 1 1 ~ 1 -1 1

1 1 -1 -1 -1 1 -1 1

| -t -1 1 1 | -1 1 -1 1
M = [ 2 0 0 -2 ] .

a-2 2 O Fungclio de Transleréncls:

2 0o o0-2 _

=z 5 o = FCX? = «1 se X < O

0 22 O FCX> = 1 se X >= O

| 2 0 © 2]
A, . M=C8 4-4 -8 — FCX> —C1 1-1-107
A, . M=C8-4 4-8 5 FX)—C1=1 1-1)
B‘_.MT=C4—4 4 -4 4-43 — €1 -1 1-1 1 -15
B.M =t 4 4 4-4-4-43 — C1 1 1 -1 -1 -15

Figura 4.17 -~ Processa de codificag8o em uma BAM

Uma soluclo para prablemas de limitagds de apren-
dizado em uma BAM, & a criaglc dos sistemas BAM [BLU S01.
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Um sistema BAM & composto por varias redes BAM, mas a sua
grande vantagem & a posslibillidade, as se determinar que uma
dada rede nio consegque aprender um nove padr8o, de
codificar—se este padr8o em outra rede. Para determinar se a
rede pode ou nfo aprender um padr3io, basta codificad-lo na
matriz M e, em sequida, testar para ver =e a rede responde
correLamante A aprecentacio deste padrie. Caso a rede nio ce
comporte da manelira ezperada, o padrio 4 removidoe da rede =
codificado em uma ocutra rede, que tLenha a capacidade de

armazeni-lo corretamente.

4.4.3.4 Modelo de Kohonen

Ezte modelo recebe o nome de seu criader Teuve
Kehoren (KOH B84]. Sends um modele bazeado no  auto-
aprendizado, ou seja., a rede neural do modele de Kohonen
possul a capacidade de auto-organlzagfo. Este modelo tambefm
& conhecldo pela criaglc doz mapas de¢ atributes de auto-—
organi zacEe (Self-Organizaiton Feature Mopsd., A rede neural
utilizada no modelo béslco de Kohonen & uma rede de um drnieo
nivel, onde os neurdnlios possuem conexfies com as entradas e
conexthes laterals com outros neurdnlos, até um certo grau de
vizinhanca pré-estabelecids. As antradas externas est2o
conectadas em paralelo a todos os neurdniocs simul taneamente.
A figura 4.18 apresentz um esquema de organlzacio do modelo
de Kohonen para neurtnios conectados apenas aoz seus ocito
vizinhos mais imnedlatos.

A proprisdade da auvtoe-aprendl zado & muite
interessante, pois reproduz o aprendlzade humanoe de cerias
functers, de uma manelra multo natural. Conziderando-se um
recém—nasecide com examplo, encontra-se um auto-aprendizado
na funglo de foco dos olhom, a gual & adquirida de forma
automatica, sem a necessidade de uma "supervisfa do apren-
dizade". Outra caracteristica multo interessante do modelo
de Kohonen ¢ a formaglio de regifes da rede que tem seus
naeur&ni os ativados quando determinado padrSo & apresentado.
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Cada padrfo provocari a ativacleo de uma reglio determinada
da rede, onde a identificacle de um dade padrio se da
através da determinaclio de gual area de rede foi ativada.
Estudos neurofisioclégicos demonstiram qgue o cérebro humano
atua de uma forma =imllar a exta, onde regldes diferentes do
cérebro =%o0 ativadas para cada tipe de estimule externo

recebldc,

_ Nodos de
Saida

Figura 4.18 - Organlzacf%c de uma rede neural de Kohonen

Esse fondmino tornz a rede um mapa de classifi-
cagdo, ou seja, para um determinadoe vetor de enirada, uma
determinada reglfc do mapa bidimensional serd ativada., Além
digso, o5 peroE SeTfo organizados de forma que neurdnios
topeologlcamente prdodmos sejam sensivels a wnitradas
fisicamente similares. A figura 4.18 apresenta um exemplo de
satda de ativagiio de uma rede de Kehonen, onde oz pentos
correspondem ass neurdnios & seus tamanhes correspondem A
sua atlvidade Cvaler de& ativacXe na zafdad. Na figura da
direita & apresentado o resultado da lenta e gradual mudanga
das entradas, & o movimentoc do aglomerado & indicado pala
sua "cauda.

O tamanho do aglomarado também pode zer ajustado
atravis da determinagiion do grau de interconextes de um
neurdnio, am relacfe acs seus vizinhos., Pode-se dizer
entio que o raio do aglomeradoe & proporcional & extensio
da vizl nhanga dos neurdnios. Tannksem fol descoberto
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ampl rlcamente que, para bons resultados de auto-organlzaglo
da rede npeural, o raio do aglomerado deve decrescer
monotonlcamente com o decorrer do tempo., A figura 4.20
demonstra exemplos de vizinhanga pozcivels de serem
adotades, bem como a possivel evolucio da rede em termos de
grau de vizinhanga das conecdbes.

Figura 4.1% - Agrupamento da atividade das =zaldas de uma

matriz blidimencional de neurdnicos

O algeritmo de ajuste dos peso= e adaptagio da
rede Calgoritme de clusteringd pode =zer encontrado na
literatura [LIP 87, BAL 80 & KOH 841, A rede de Kohonen
constitui~se uma interexsante ferramenta para reconhecimento
de padrles, sendo incluslive muite ewmpregada em sistemas de
reconhecimento de fala, como o citado por Kohonen [KOH 881.
Uma dnica desvantagem da aplicagio deste tipo de modelo no
recanhecimento de padr@es & a necessidacde de ildentificagfo
das regldes de ativaglio, ou =zeja, existe a necessidade de
posteriormente assocliar cada regllio de ativaglio a um
dado padrSo.
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Figura 4. .20 -~ Exemplos de topologias de vizinhanga

4.5 Aplicac¥es das Redes Neurals Junto acs Sistemas OCR

As redes neurais tem side multo empregadas Junto
ac reconheclmente de padrdes < principalmente em sistemas
OCR. Uma vez gque a entrada de uma rede j& se& constitul de um
padrio, do tipo de um bit-map, e sua salida representa a
identifteag®n, classificacfio ou assoclaclio de um padr8c a
outro. logo, & natural que as redes neurais sejam utilizadas
em =siztemaz OCR. Em gquase todos o= artigos e exemplos de
aplicagtes mobre as reades neurzis encontra-=se sempre uma
demonstracifo de seu comportamento junto ao reconhecimento de
caracteres.

Outro motivo gque leva a sus utilizagBoe junto
sistemas de OCR & davide ao macigo paralelismo embutido
redes neauralis, Coeme o2 sistemas de OCRE sSo sistemas

precisam processar multas informsedez, & interessante

AN

geja buscada uma solucZo que permita a obtengio de
desempenho satisfatério (sistema eficliented.

Além destes motivos, a principal caracteristica
inerente as redes neurais que as tornam especiais & o falo
destas poderem s=sofrer uma adaptag#io. A adaptaclc e o
aprendizado =s%e feortes raz#es para que se ilmplemente um
sistema de OCR atravéds da utilizacXn de redes neurais. Como
J& foli diseutids no capftule 3, esta capacidade de
adapltagico/aprendlzade & exiremamente desejivel sm sistenas
OCR, parmitindo a criacio de sistemas mals flexivels.
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Por dltimo, as redes neurals sio uma tentativa de
recriar funcionalmente o comportamento do cdrebro humano. Se
o objetiveo final de um sistema OCR ¢ o de reconhecer
caracteres & textos, de uma forma a imitar o ser humano em
sua tarefa de leitura, nada mais dbvio que as redes neturals
sejam utilizadas como uma forma de recriar estes mecanl smos
que permitem ao homem realizar este tipo de tarefas.

Devido a estes fatares o, inzmerids noe contexto gue
faoi apresentado nos capitulos &, 3 e 4, desxte Lrabalho,
resultoy o desenvel vimente de um sistema de OCR, o sistema
NaOCR. que se utlliza de um simulador de uma rede neural
para executar a tarefa de reconhecimento. O capitulo O
descrevers a propesta do sistema NEOCR. a implement.aglc de
um prototipo deste sistema, uma andlize doz modelos de
rede neural passivels de utilizackes ¢ o modelo que fol

adotado.



