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RESUMO

A recuperacgao e classificagdo de imagens é um tema bastante pesquisado atualmen-
te. Além dos desafios encontrados no campo tedrico e pratico para permitir que maquinas possu-
am a capacidade de visdo, sua pesquisa resulta em vdrias aplicagdes praticas para o dia-a-dia. A
visdo computacional, grande drea na qual estd inserida a recuperagao e classificagdo de imagens,
possui aplicagdes praticas dentre as quais podemos citar softwares capazes de recuperarem ima-
gens em bases de dados de imagens, reconhecimento de pessoas por caracteristicas de biometria
(impressodes digitais, reconhecimento por iris ou face), localizagdo e quantificacdo de logomarcas
na midia, localizagdao de objetos numa cena e mecanismos de visao para a robdtica.

A pesquisa desenvolvida nesta dissertagao foca-se em obter uma generalizagao a-
través do aprendizado das caracteristicas de uma cole¢do de imagens pertencentes a uma mesma
classe as quais servirdo como exemplo de aprendizagem, com isto obtendo um modelo que identi-
fique esta classe. Para tanto, foi feita uma revisao do estado-da-arte das técnicas utilizadas em sis-
temas para recuperacao e classificacdo de imagens e Aprendizado de Maquina.

Outro importante tépico abordado neste trabalho sdao as superficies de separagao
que uma Rede Neural Artificial determina durante o aprendizado e seu impacto na tarefa de recu-
peracio e classificagio de imagens. E estudada a compreensdo geométrica destas superficies de
separacao em um espa¢o multidimensional de padroes de entrada. Como resultado deste estudo
sao propostas duas abordagens para determinar superficies fechadas de separagao no espago mul-
tidimensional de padrdes de entrada.

Neste trabalho foi desenvolvido o software IMatch para recuperacao e classificacao
de imagens baseado em Aprendizado de Maquina utilizando como principal caracteristica discri-
minante a cor. Para isto se utilizou Redes Neurais Artificiais do tipo Multilayer Perceptron com al-
goritmo de aprendizagem do tipo Cascade Correlation. Ao contrario dos métodos tradicionalmente
empregados para a recuperagdo de imagens baseados em técnicas complexas de pré-
processamento de imagens e algoritmos de matching o IMatch utiliza aprendizado supervisionado
para aprender o “modelo” do padrdao que se pretende reconhecer a partir de uma cole¢ao de e-
xemplos do padrao.

Através do IMatch foi possivel demonstrar a validade, vantagens e pontos a serem
aprofundados, referentes ao uso pratico das abordagens propostas nesta dissertagao. A validacao
foi realizada utilizando-se diferentes bases de dados de imagens, que permitiram caracterizar o
comportamento do sistema em casos artificiais, casos reais controlados e situacdes reais sem inter-
vengao em relac¢do a aquisi¢ao dos dados.

Palavras-chave: redes neurais artificiais, superfigesegdaracéo fechadas, recuperacéo de imagens, classifi-
cacao de imagens, cor.
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ABSTRACT

Image retrieval and classification are today the subject of extensive research. This
topic poses both theoretical and practical challenges as researchers attempt to give machines such
as computers and robots the ability to “see”. Image retrieval and classification are part of a wider
field known as Computer Vision, which encompasses several practical applications such as image
retrieval from databases storing only raw images, biometric recognition (from images of finger-
prints, face or iris), retrieval of visual trademarks and logos from advertisements, location of ob-
jects in a scene and vision techniques for applications in robotics.

The research developed in this work is focused on obtaining a generalization of
characteristics extracted from a collection of images belonging to a single class using supervised
learning techniques. The result is a model that “identifies” a given class of images. To achieve this,
a review of the state-of-the-art in content-based image retrieval systems and Machine Learning
techniques was needed.

There is also a discussion on the separation surfaces that an artificial neural network
draws during the training stage and how they affect retrieval performance. A thorough study on
the geometric understanding of these separations surfaces in the multidimensional input space is
made and two iterative techniques to help achieve closed separation surfaces are proposed.

This work resulted in the development of a software package (IMatch) that per-
forms image retrieval and classification using Machine Learning techniques based on color. A
choice was made for Artificial Neural Networks using a Multilayer Perceptron architecture with
the Cascade Correlation learning algorithm to accomplish the task. Unlike traditional methods,
which rely on complex techniques of image pre-processing and matching algorithms, IMatch takes
advantage of supervised learning to “learn” the model of a collection of patterns representing the
pattern which should be retrieved from a collection of images.

The use of IMatch demonstrated the validity, the advantages and the issues that re-
quire further study of the approaches proposed in this research. Three image databases were used
to validate the two approaches proposed to achieve closed separation surfaces, which made it pos-
sible to characterize the behavior of the system using artificial pictures, pictures taken under con-
trolled conditions and pictures taken without any kind of conditioning.

Keywords: artificial neural networks, closed separation surfacegemetrieval, image classification, color.
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1 INTRODUCAO

Atualmente com o aumento consideravel de bases de dados de imagens e videos
devido as inovagoes tecnoldgicas tornou-se necessario manter algum tipo de mecanismo de inde-
xagdo para posterior recuperacao de dados. Executar esta indexacdo manualmente ¢ uma tarefa
sensivel a interpretagdes subjetivas, é laboriosa e sujeita a erros [ANT 02, SEB 01, BRU 00, RUI 97,
SMI 96]. Métodos automaticos de indexagao e recuperagao baseados em algum tipo de caracteristi-
ca como cor, forma, textura ou uma combinagao destas, sao interessantes neste contexto porque
reduzem a intervengao humana. A idéia de recuperacao de imagens por exemplos é uma extensao
da idéia de recuperacao de paginas web e documentos que contenham no texto as palavras-chave
especificadas na pesquisa (por exemplo, Google, Altavista e outros). No caso de imagens, busca-se
recuperar em uma base de dados de imagens aquelas que contenham o elemento grafico procura-
do como, por exemplo, uma determinada combinagao de cores. Sistemas que adotam estes méto-
dos sdo denominados como: “Content Based Image (and Video) Retrieval” (CBIR), “Query By E-
xample” (QBE) ou “Query by Pictorial Example” (QPE) [ANT 02] [RUI 97].

As técnicas de recuperacdo de imagens vem sendo desenvolvidas desde a década
de 1970 principalmente pelas areas de gerenciamento de banco de dados (métodos baseados em
indexacao textual) e visdo computacional [RUI 97]. Nos métodos baseados em indexagao textual
existe um DBMS que gerencia a informacdo semantica anexada a imagem. Esta indexagao usual-
mente é feita manualmente, imagem a imagem, e é sensivel a interpretacdo da pessoa que a esta
executando. Ja nos CBIR procura-se extrair automaticamente das imagens caracteristicas que as
identifiquem. A partir das caracteristicas da imagem de exemplo procura-se por caracteristicas si-
milares nas imagens disponiveis na base de pesquisa. As melhores similaridades sao apresentadas
como resultado da pesquisa.

Os métodos de recuperagao e classificagdo de imagens atualmente utilizados sao ba-
seados em técnicas cada vez mais complexas de pré-processamento das imagens e algoritmos de
matching. As pesquisas desenvolvidas utilizando técnicas de aprendizado de maquina para classi-
ficagdo de imagens sao de dominio especifico tais como reconhecimento de impressdes digitais ou
faces de pessoas. Neste contexto é interessante verificar qual seria o desempenho de um método
baseado em aprendizado de maquina utilizando técnicas simples de pré-processamento para a ta-
refa de recuperacao e classificagdo de imagens.

Optou-se por se utilizar cor e freqiiéncia de ocorréncia da cor porque sao caracteris-
ticas facilmente percebidas numa cena, sdo de facil compreensao por pessoas e em muitas situa-
¢Oes permitem uma caracterizacdo adequada do objeto procurado. A escolha por técnicas de Ma-
chine Learning (ML) da IA com aprendizado supervisionado foi feita porque estas permitem que
um conhecimento seja adquirido através de exemplos e que este conhecimento seja “refinado” pela
experiéncia (novos exemplos).

Para simular a aplicagdo destas técnicas, desenvolveu-se o programa Image Mat-
ching (IMatch) que implementa a classificagao e recuperagao de imagens bitmap utilizando a com-
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posicdo de cores (nos sistemas de cores RGB e HSV) e freqiiéncia de ocorréncia das cores (histo-
grama de cores) para representar as caracteristicas extraidas da imagem. E o emprego de Redes
Neurais Artificiais (RNA) do tipo Multilayer Perceptron (MLP) com algoritmo de aprendizado cons-
trutivo e incremental Cascade-Correlation [FAH 90] para executar a classificacdo das imagens.

1.1 DefinicOes de Termos Utilizados

A nomenclatura utilizada na area de classificagdo e recuperacdo de imagens ainda
ndo esta totalmente padronizada. Diversos autores utilizam-se de termos diferentes par se referi-
rem a um mesmo significado. Por isso iremos a seguir definir os termos que utilizaremos neste tra-
balho descrevendo o significado atribuido a estes.

Definimos imagem-exemplo como sendo um exemplo que é fornecido ao sistema e
que contém o elemento gréfico procurado durante uma recuperagao. Pode ser uma imagem com-
pleta, regido de uma imagem contendo um objeto representado por cores, formas, texturas ou uma
combinagdo destas. Na Figura 1.1 tem-se dois exemplos de imagens deste tipo.

Figura 1.1 - Exemplo de duas imagens do tipo imagem-exemplo.

Imagens-de-busca € um conjunto de imagens disponiveis na base de dados de ima-
gens no qual o CBIR ird fazer a busca.

A Figura 1.2 apresenta um exemplo de imagens-recuperadas que vem a ser imagens
que possuem um determinado grau de semelhanga com a imagem-exemplo e sao apresentadas ao
usudrio do CBIR como possiveis resultados da pesquisa.

As caracteristicas (ou vetores de) extraidas de uma imagem sao atributos derivados da
cor, textura e ou forma e que denotam alguma propriedade da imagem que pode ser utilizada para
comparagao entre imagens.

A comparagio de caracteristicas é uma fung¢ao que retorna o grau de diferenga entre as
caracteristicas extraidas da imagem-exemplo e das imagens-de-busca (por exemplo, a distancia eucli-
diana entre dois histogramas de cor).
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Definimos imagem-de-treinamento (Figura 1.3) como sendo as imagens das quais se-
rao extraidas as caracteristicas que irdo compor os vetores que serdo fornecidos a RNA durante o
treinamento da rede.

As imagens-de-fundo sao regides de imagens que nao sao o alvo da pesquisa (para um
exemplo, ver Figura 1.3, segunda linha), também podemos denominar as imagens-de-fundo como
contra-exemplos.

Figura 1.3 - Exemplo de imagens-de-treinamento composto de regifes de latas de Coca-Cola
(primeira linha) e imagens-de-fundo diversas (segunda linha).

1.2 Organizacao do Trabalho

Este trabalho se consiste de seis capitulos. No Capitulo 1 fazemos uma introdugao
ao assunto e apresentamos os objetivos e a metodologia empregada. No Capitulo 2 apresentamos
os conceitos envolvidos na tarefa de classificagdo e recuperagao de imagens e apresentamos uma
breve descrigao de alguns sistemas de classificacdo e recuperagao de imagens existentes. Uma in-

1 Exemplo obtido a partir de uma pesquisa no CBIR PicToSeek utilizando como imagem-exemplo (Figura 1.1,
imagem a direita). Este CBIR estd disponivel na web em http://zomax.wins.uva.nl:5345/ret_user/ (data do
ultimo acesso, 30/03/2003).
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troducao a Inteligéncia Artificial e Aprendizado de Maquina, bem como a descri¢ao de técnicas da
IA utilizadas nesta dissertacao é feita no Capitulo 3. No Capitulo 4 fazemos um aprofundamento
do problema das Superficies de Classificagdo em RNAs do tipo MLP. O Capitulo 5 apresenta a
implementagao do programa IMatch que utiliza técnicas de IA para classificar e recuperar imagens
e os resultados dos experimentos realizados. E, por fim, o Capitulo 6 apresenta as conclusdes deste
trabalho.

1.3 OBJETIVOS

Os sistemas atuais de recuperagao de imagens utilizam-se de técnicas baseadas em
uma medida de distancia entre as caracteristicas extraidas das imagens. Esta abordagem permite a
recuperagao de imagens que possuem caracteristicas similares através da comparagao entre uma
imagem-exemplo e imagens de uma base de dados, portanto executando uma comparagdo um-a-um.
O objetivo é obter uma generalizacdo através do aprendizado das caracteristicas de uma colegao
de imagens-exemplo pertencentes a uma mesma classe obtendo, assim, um modelo que identifique
esta classe de imagem. Neste trabalho iremos aplicar algumas das técnicas de ML da IA com a-
prendizado supervisionado na tarefa de classificagdo e recuperacdo de imagens bitmap com o obje-
tivo de obter esta generalizagao.

Para ilustrar, podemos citar como exemplo a recuperagdao de imagens que conte-
nham diferentes tipos e ou vistas de latas de Coca-Cola (Figura 1.4) em sua composicao sob dife-
rentes tipos de iluminacao, escala e ou rotagao. Cada angulo, versao ou tipo de iluminagao ira pro-
duzir um conjunto de caracteristicas com algum grau de semelhanga entre si, estas caracteristicas
serao aprendidas, generalizadas e mapeadas para a classe Lata de Coca-Cola na fase de aprendizado.

Figura 1.4 - Exemplo de generalizacao

1.4 Objetivos Especificos

Como objetivos especificos este trabalho ird abordar os seguintes topicos:

* Revisdo do estado-da-arte de técnicas de extracdao de caracteristicas utiliza-
das nos sistemas CBIR;

* Revisao dos conceitos de ML utilizados neste trabalho;
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Andlise do problema de Superficies de Separacao em RNAs do tipo MLP e
seu impacto na tarefa de classificagdo e recuperagdao de imagens utilizando
RNAs do tipo MLP;

Propor duas abordagens para atacar o problema de Superficies de Separa-
¢ao;

Aplicacdo das técnicas utilizadas em um sistema desenvolvido para a tarefa
de classificagdo e recuperagao de imagens;

Analise dos resultados obtidos com a simulagao.
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2 SISTEMAS DE INDEXACAO E RECUPERACAO DE IMAGENS

Para atingir a automagao na indexagao e recuperagao de imagens e, deste modo, evi-
tar os problemas decorrentes da anotagdo manual e interpretacdo subjetiva feita por pessoas, os
CBIR utilizam técnicas de reconhecimento de padrdes aplicadas as tarefas de extragdo de caracte-
risticas, geracdo de indices da base de dados de imagens e para a comparagao de caracteristicas.
Antani [ANT 02] e Rui [RUI 97] apresentam uma pesquisa dos principais sistemas e técnicas utili-
zadas atualmente nas tarefas de indexagdo e recuperagdo de imagens e videos. Ja Schettini [SCH
01] apresenta uma pesquisa mais detalhada de métodos para indexacao e busca em base de ima-
gens utilizando cor, que vem a ser o principal atributo da imagem a ser utilizado neste trabalho.

Nos sistemas CBIR, uma imagem (ou regiao) de exemplo, esbogo, descrigao textual
da imagem ou do assunto ou uma categoria de imagem (dentre vérias pré-definidas) é apresentada
ao sistema como exemplo da procura desejada (imagem-exemplo). A partir deste exemplo, o sistema
CBIR aplica métodos de extragao de caracteristicas e executa uma varredura na base de dados de
imagens procurando as maiores similaridades entre as caracteristicas da imagem-exemplo e as carac-
teristicas extraidas das imagens-de-busca, obtendo um conjunto de imagens-recuperadas que é apre-
sentado para o usudrio como resultado da pesquisa.

A recuperagao de imagens pode ser assistida ou ndo, ou mesmo empregar as duas
abordagens. A recuperacdo utilizando uma fase assistida consiste numa interagdo com o usudrio
buscando melhorar a precisdao da recuperacdo através de exemplos positivos e ou exemplos nega-
tivos das imagens recuperadas. Os sistemas que empregam as duas abordagens normalmente uti-
lizam a fase assistida para executar um refinamento nas caracteristicas extraidas, em fase inicial
nao assistida, visando obter melhor performance de classificagao (o sistema IKONA [IKO 02] é um
exemplo de sistema que utiliza esta abordagem mista).

Uma iniciativa atual que busca atacar o problema de recuperagao / anotagao de i-
magem, video e audio é o MPEG-7 [DAY 01] que é um padrao para descrever as caracteristicas de
um conteudo multimidia. Seu objetivo ¢é facilitar, pela padroniza¢do, a procura e recuperagao de
conteudos multimidia, mas ndao determina como a extracdao automatica das caracteristicas e descri-
¢Oes ird ocorrer, nem qual o tipo de programa ou maquina de pesquisa que ira utilizar estas descri-
¢Oes. As descri¢des das caracteristicas do conteido multimidia sdo baseadas em: (i) catadlogo que
contém informagdes como titulo, autor e direitos autorais; (ii) informagao semantica do tipo quem
e o qué compdem o conteudo; (iii) caracteristicas estruturais do tipo histograma de cores ou timbre
de um instrumento. Este padrao precisa ser bastante flexivel e expansivel para descrever os conte-
udos multimidia em diferentes tipos de aplicacdes e ambientes. O MPEG-7 define uma biblioteca
de métodos e ferramentas composta de:

*  Um conjunto de descritores que definem a sintaxe e a semantica da represen-
tagdo das caracteristicas;

* Um conjunto de esquemas de descri¢do que especificam a estrutura e a se-
mantica dos relacionamentos entre seus componentes;
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* Uma linguagem que define a descri¢ao dos esquemas, Description Definition
Language (DDL);

* E um ou mais métodos para codificar as descri¢des com o objetivo de permi-
tir eficiéncia na compressao, robustez a falhas e acesso aleatdrio.

A Figura 2.1 exemplifica como o padrao MPEG-7 pretende facilitar a recuperacao de
imagens baseadas nas suas caracteristicas. Pode-se, por exemplo, executar pesquisas a partir do
descritor HC (1) quando a distribui¢ao espacial das cores nao é importante. Caso a distribuigao es-
pacial das cores seja importante utiliza-se o descritor (2). Também se poderia procurar uma ima-
gem utilizando o seu descritor para distribui¢do espacial de bordas (3) ou considerando a forma de
um objeto na cena (4).

|
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Figura 2.1 - Exemplo de pesquisa utilizando MPEG-7. Adaptacao [DAY 01].

2.1 Estrutura Genérica de Sistemas CBIR

Na Figura 2.2 apresentamos um esquema genérico de um sistema atual de recupera-
¢ao de imagens baseado em pesquisa por exemplos. Existem dois sub-sistemas, o “Database Genera-
tion Subsystem” que contém as imagens em seu formato original e executa um pré-processamento
nelas para extrair as caracteristicas e armazena-las de forma a permitir uma recuperagao eficiente
pelo subsistema de recuperagdo. No “Database Query Subsystem” ocorre o processamento da pes-
quisa feita através da interface do usudrio, ap6s a extragao de caracteristicas do exemplo sdo apli-
cadas as técnicas de comparacao (matching) de caracteristicas entre as caracteristicas do exemplo e
das armazenadas pelo “Database Query Subsystem”. As melhores similaridades sdao entao retorna-
das ao usuadrio.
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2.1.1 Bases de Dados de Imagens Homogéneas

Bases de dados de imagens (BDI) sao classificadas como homogéneas (ou de domi-
nio especifico) quando as imagens que compdem esta base pertencem a uma mesma categoria, elas
possuem uma similaridade implicita entre as imagens como, por exemplo, imagens de impressdes
digitais, retina ou faces. Neste caso pode-se assumir a certeza de que existem exemplos na base de
imagens da imagem procurada. Bases deste tipo permitem se obter uma boa assinatura das ima-
gens que a compOdem e permitem uma boa performance porqué permitem que se utilizem métodos
especificos para a extragdo e comparacao de caracteristicas para uma BDI especifica [NAS 98].

USER INTERFACE
|

QUERY BY DIRECT
FEATURE SPECIFICATION EE G e

Y

QUERY
EUBSYSTEM

QUERY BY EXAMPLE (QBE) PATH ——— =

Fm————

| | FEATURE EXTRACTION

| DATABASE GENERATION SUBSYSTEM i
' PATTERN i : “JJ
i s 5 | | FEATURE MATCHING | e
R VIDEO DATA :: .
IMAGE AND/O METHODS APPLIED ' | sussvsrem .

o wammal, WD, L2 = 2t

FEATURE EXTRACTION

IMAGE & VIDEG

DATABASE

CLUSTERING f META DATA - E

GENERATION i -
':} , DATABASE QUERY SUBSYSTEM

Figura 2.2 - Esquema tipico de um sistema atual CBIR [ANT 02].

2.1.2 Bases de Dados de Imagens Heterogéneas

Nas BDIs heterogéneas nao existe necessariamente uma similaridade implicita entre
as imagens que compdem a base. A similaridade neste caso é subjetiva, dependendo do usuario,
do contexto e do tipo de aplicagdo. Diferentes usuarios podem executar pesquisas nesta base com
objetivos muito diversificados. Neste caso a obten¢ao de uma assinatura que caracterize a base nao
é trivial.
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2.2 Extracédo de Caracteristicas

O objetivo da extracdo de caracteristicas (feature extraction) é obter um tipo de “assi-
natura”, uma transformacao do sinal grafico no dominio espacial para outro dominio mais apro-
priado (dominio da freqiiéncia, por exemplo), da imagem-exemplo e das imagens que estdo na base
de exemplos. Entado se aplica uma fungdo de comparagao obtendo-se desta maneira, uma medida
de similaridade que sera utilizada na escolha das melhores imagens. Boa parte dos sistemas atuais
utiliza uma extragdo de caracteristicas em duas fases [SEB 01]:

a) obter um vetor de caracteristicas que identifique algumas das propriedades da
imagem e armazenar este vetor em um banco de dados de caracteristicas;

b) a partir da imagem de exemplo, calcular o seu vetor de caracteristicas e comparar
com os vetores armazenados no banco de dados recuperando os que possuem os
melhores indices de similaridades.

Os métodos CBIR dependem inteiramente desta extracdo de caracteristicas. As ca-
racteristicas mais comumente utilizadas segundo Antani [ANT 02] e Rui [RUI 97] sao: cor, textura
e forma, bem como uma combinagdo dessas caracteristicas pode ser utilizada. No dominio visual
de caracteristicas, estas podem ser classificadas em: caracteristicas gerais e de dominio especifico.
Nas caracteristicas gerais enquadram-se cor, textura e forma e nas de dominio especifico podemos
ter, por exemplo, caracteristicas referentes a impressdes digitais e faces humanas.

2.2.1 Utilizando Cor

Quando se utiliza a cor como caracteristica para a recuperagao de imagens o objeti-
vo é utiliza-la para recuperar todas as imagens que possuem uma composicao de cor similar,
mesmo que elas sejam de contexto diferente. A cor é uma das caracteristicas mais utilizadas [ANT
02, CIO 01, GEV 99, RUI 97] porque é relativamente independente quanto ao tamanho, orienta¢ao
e resolu¢ao da imagem e é computacionalmente menos cara. Quando utilizamos a cor podemos
querer obter a sua distribuigao global (histograma de cores) ou considerar apenas uma parte cor-
respondente a uma regido da imagem [SMI 96]. Este trabalho utiliza a cor como caracteristica prin-
cipal a ser extraida das imagens e por isto iremos apresentar a seguir os fundamentos da cor e os
dois sistemas de cores, RGB e HSV, utilizados.

2.2.1.1 Fundamentos da cor

A cor é uma manifestagao perceptual da luz quando esta incide (e é refletida) numa
superficie ou passa através de um meio nao totalmente opaco a luz como, por exemplo, um liquido
ou um vidro colorido. Desta interacdo entre a energia luminosa e o meio, a cor pode se formar a-
través de (i) processo aditivo, (ii) processo subtrativo e (iii) formagao por pigmentagao. No proces-
so aditivo, ocorre uma combinacdo de dois ou mais raios luminosos de freqiiéncias diferentes. Nes-
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ta combinacao a formacao da cor ocorre pela soma da energia dos fétons. No processo de formagao
por subtracdo a luz é transmitida através de um filtro que absorve a radiacdo luminosa de um de-
terminado comprimento de onda. Também a luz pode ser transmitida através de um corante, que é
constituido por particulas que agem como filtros absorvendo radiagao luminosa de um determi-
nado comprimento de onda. Na formagdo por pigmentacdo os pigmentos podem absorver, refletir
ou transmitir a radiagao luminosa.

Dois conceitos importantes para a compreensao do conceito de percepcao de cor sao
a luminancia e a crominancia. A luminancia contém a informacao da quantidade de preto e bran-
co que uma cor contém. O cérebro humano compreende esta informagao como a quantidade de
cinza presente na cor (brilho da imagem). A Figura 2.3 apresenta um exemplo da influéncia da lu-
minancia em uma imagem. A Figura 2.3-C é a imagem original sem alteracdo no brilho, em A di-
minui-se o brilho e em B o brilho foi aumentado.

Ja a crominancia contém a informacao da tonalidade da cor (Figura 2.4), é freqiién-
cia dominante do raio de luz. Estas duas informagdes combinadas, em diferentes proporgoes, per-
mitem ao cérebro humano perceber todo o espectro de cores visivel numa cena.

A B Cc

Figura 2.3 - Gradiente de cores com alteragdo na luminancia da imagem.

A B G ]

Figura 2.4 — Exemplo de diferentes tonalidades (crominancia) para a cor vermelha.
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2.2.1.2 Sistemas de cor

Um sistema de cor é um sdlido de cor no qual se define um sistema de coordenadas
com o objetivo de encontrar uma representacao das cores (gamute) que melhor atenda as necessi-
dades de uma aplicagio especifica. E interessante que o sistema de cor seja definido a partir de um
sistema de cor padrao e permita a conversdo para outros sistemas de cores.

Podemos classificar os sistemas de cor de acordo com o seu propdsito em quatro ca-
tegorias que sao:

* Sistemas Padrdo estabelecem sistemas de cor universais de cor (CIE-RGB,
CIE-XYZ) que s3o independentes de dispositivo (e.g. monitores de video,
impressoras, etc.) e de aplicagoes;

+ Sistemas dos Dispositivos sdao os sistemas definidos para os dispositivos
graficos de entrada (cameras de video, fotografica ou scanners), processa-
mento e saida (impressoras e monitores de video, por exemplo);

» Sistemas de Interface sdao sistemas definidos de forma apropriada para os
usudrios especificarem a informacao de cor nos sistemas de tratamento gra-
fico como, por exemplo, o sistema de cor HSV;

+ Sistemas Computacionais sao sistemas apropriados para aplica¢des de do-
minio especifico.

Quando se utiliza uma comparagdo baseada na cor precisamos determinar quanto
uma cor difere perceptualmente de outra. Denominamos esta diferenca de distdncia perceptual no
espago de cor, e a métrica de métrica jnd (just noticeable color difference metric). Quando esta distancia
no sistema de cor for igual para um conjunto de cores que possuem a mesma diferenga perpecptu-
al se diz que este é um sistema perceptualmente uniforme. Neste caso a distancia entre as cores no
sistema de cores pode ser obtida utilizando-se uma métrica euclidiana. Formalmente, um sistema
de cor é perceptualmente uniforme se a métrica jnd for igual a métrica euclidiana do sélido de cor.

Para a aplicagao neste trabalho iremos nos concentrar nos Sistemas de Interface, que
sdo os sistemas projetados para interagir com o usudrio e, portanto, sao apropriados para utiliza-
¢ao em CBIR. Para mais detalhes nos outros sistemas consultar Gomes e Velho [GOM 94], capitulo
3, Fundamentos da Cor e capitulo 4, Sistemas de Cor. Os sistemas de cor RGB e HSV foram adota-
dos neste trabalho para representar as cores das imagens. O sistema RGB foi adotado por ser um
sistema amplamente suportado em CBIR, ser um sistema nativo em diversas bibliotecas de mani-
pulagdo grafica e por ser um exemplo “de pior caso” por nao ser um sistema perceptualmente uni-
forme. A escolha do sistema HSV deve-se a este sistema decompor a cor em sua tonalidade pre-
dominante e pureza (o que permite a uma func¢do de comparacao de caracteristicas baseada em cor
uma discriminagdo adequada de tonalidades semelhante) e na componente de brilho, que pode
variar em diferentes cenas ou condigdes / tipos de iluminacao.
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O sistema de cor RGB (Red, Green, Blue) é definido em um cubo unitério (Figura 2.5).
Pelo ajuste dos valores de R, G, B obtém-se um modelo computacionalmente pratico porque per-
mite especificar diretamente as trés cores primarias. Estas cores possuem uma relagao direta com o
monitor de video. Do ponto de vista do usudrio este nao é um sistema pratico porque nao permite
uma forma fécil de especificar os trés componentes de cores que corresponda a um valor de tona-
lidade, saturagao e iluminacgao. Outra caracteristica do sistema RGB é que ele nao é perceptualmen-
te uniforme [CIO 01], portanto as cores especificadas neste sistema ndo podem ser adequadamente
comparadas utilizando-se uma métrica euclidiana.

(1,1,0) Amarelo

0,1,1) Ciana

1,1,1) Branco

(0,0,0) Preto ™~

(1,0.1) Magenta

Figura 2.5 — Cubo RGB.

O sistema de cor HSV (Figura 2.6), Hue, Saturation e Value, ¢ um modelo definido de
forma a ser mais pratico de se utilizar porque o usudrio pode informar a tonalidade (Hue), a quan-
tidade de branco presente na tonalidade (Saturation) e o brilho (Value), sendo este modo similar ao
que artistas utilizam para compor as cores. O sélido de cor deste sistema é um hexacone, em cada
vértice do hexdgono encontram-se as cores primdrias do RGB ou suas complementares (ciano, ma-
genta e amarelo). O sistema HSV também nao € um sistema perceptualmente uniforme (no entanto
¢ “mais” perceptualmente uniforme do que o RGB). Mas optamos por utiliza-lo porque a cor esta
decomposta na sua informagao de tonalidade, qualidade que utilizamos para diferenciar uma “fa-
milia de cores” de outra (e.g. o quanto vermelho é diferente do amarelo), pureza da cor (Saturation)
e no brilho (Value), que sao informagGes perceptiveis e discriminantes para uma pessoa que obser-
va uma determinada cena.
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Como exemplo de sistemas perceptualmente uniformes podemos citar o CIE-Luv e
CIE-Labl, mas estes sistemas ndo sdo muito utilizados em processamento de imagens devido ao
seu custo computacional elevado para conversao entre sistemas [GOM 94]. Para uma referéncia
mais aprofundada em outros sistemas de cor bem como em algoritmos para conversao verificar em
Gomes e Velho [GOM 94] e Foley et alii. [FOL 90].

Gevers e Smeudlers [GEV 99] demonstram que os modelos normalizados rgb, satu-

ragao (saturation) S e tonalidade (hue) H e os novos modelos de cores por eles propostos c, c,c,,

1,11, sdo invariantes a mudangas significativas no ponto de vista, geometria do objeto e ilumina-
¢ao (assumindo iluminagdo branca e reflexao dicromatica nas imagens). Também demonstram que

a tonalidade H e o modelo 11,1, séo invariantes a pontos de brilho intenso e que o modelo

m, m, m, nao sofre influéncia da cor da fonte de luz ou de inter-reflexdo entre objetos.

Value

Terde
Termelho

£iamo

Magenta

Hue » Saturation

Figura 2.6 — Hexacone HSV.

A aplica¢dao do método Retinex como pré-processamento na imagem antes da fase de
extracdo de caracteristicas é proposto por Ciocca [CIO 01]. Este método basicamente ajusta a clari-
dade de uma imagem analisando a distribuicdo espacial das cores. Os resultados apresentados
mostram que a eficacia dos métodos de reconhecimento utilizados, momentos da cor em HSV
(média, variancia e inclinagdo), histograma de cores, histograma de color coherence vector (CCV)
[PAS 96] e histograma de cromaticidade espacial, foram superiores quando se aplica o pré-
processamento com o método Retinex. A utilizagdo dos momentos da cor para a indexagado de i-
magens foi proposta por Stricker e Orengo [STR 95] e fundamenta-se no fato que uma imagem po-

1 Homepage da COMMISSION INTERNATIONALE DE L'ECLAIRAGE (CIE): http://www.cie.co.at/cie/, visi-
tado em 20/04/2003.
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de ser compreendida como uma distribui¢ao de probabilidades das cores dos pixels que compdem
a imagem.

2.2.1.3 Reducéao de Cores

A reducdo de cores de uma imagem consiste em transformar uma imagem que utili-
za M bits de cor para N bits, sendo que M > N. Ou seja, se temos uma imagem que possui 256 tons
de cinza podemos transformar o espago de cor desta imagem para 64 tons de cinza. Formalmente,
a redugdo de cores é um processo de “discretizacao” de cor que denominamos de quantizagio. A
quantizac¢do é uma transformacao sobrejetiva q : C - C’, de um soélido de cor C utilizando M bits de
cor para um solido de cor C’ com N bits de cor, sendo que M > N. Note-se que o processo de quan-
tizagdo altera a resolucdo de cor de uma imagem. Utiliza-se a quantizac¢do de cores principalmente
para reduzir a quantidade necessaria de memdria para armazenar / representar uma imagem e pa-
ra transferéncia entre dispositivos nos quais serao exibidas estas imagens (p. ex. imprimir uma i-
magem de 16 milhdes de cores numa impressora que somente pode exibir 32 mil cores). Quando
aplicamos uma quantizacdo nés estamos dividindo um espaco de cor numa série de conjuntos de
cores. Cada um destes conjuntos da parti¢ao é denominado de célula de quantizagdo e a cada célu-
la estd associado um valor constante denominado de nivel de quantizacdo. Por exemplo, para
quantizar uma imagem de 256 tons de cinza (8 bits) para 16 tons de cinza (4 bits) iremos necessitar
de quatro células de quantizagao. O nivel de quantizagdo de cada célula poderia ser 32, 96, 128 e
192. Todos os pixels com valor entre 0 e 64 da imagem original receberiam o valor 32 na imagem
quantizada, todos os pixels com valor entre 65 e 128 na imagem original receberiam o valor 96 na
imagem quantizada e assim por diante. A este tipo de quantizagdo denomina-se quantizagio uni-
forme e o nivel de quantizagao é dado pela equagao:

_G+C-1

A<isL 3.1
2 3.1

Qi

Onde g: é o nivel de quantizac¢ao da célula de quantizagao i, ci é o valor da célula de
quantizagao e L é quantidade de cores que se deseja reduzir. Apesar de facil de ser obtida a quanti-
zagao uniforme pode resultar numa imagem que possui cores que nao sao “fiéis” a imagem origi-
nal porque o método ndo considera as cores presentes na imagem original. Para melhorar o resul-
tado (visual) da quantizacdo existem métodos de quantizacio adaptativos. Entre os métodos de
quantizacdo adaptativa podemos citar a quantizacio por selecio direta, quantizagio por subdivisdo re-
cursiva e algoritmo do corte mediano. Iremos detalhar somente o algoritmo do corte mediano que foi
o método utilizado neste trabalho. Para maiores detalhes sobre os outros dois métodos ver Gomes
e Velho [GOM 94].

O algoritmo do corte mediano (Median Cut) foi desenvolvido por Heckbert [HEC 82]
e sua idéia basica é subdivisao repetitiva do cubo de cor (no sistema de cor RGB) em retangulos
menores. Seja K o nivel de quantizagao desejado. O algoritmo do corte mediano para reduzir para
K cores uma imagem é o seguinte:
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1. Encontrar o menor e maior valor de vermelho, verde e azul presente na i-
magem;

2. Estes limites determinam um paralelepipedo de volume minimo que contém
todas as cores presentes na imagem;

3. Encontrar a componente de cor que possui o maior intervalo entre seus limi-
tes superior e inferior (que vem a ser a maior aresta deste paralelepipedo);

4. Ordenar as triplas RGB que compdem a imagem pela componente de cor
que foi encontrada na etapa 3;

5. Calcular a mediana das triplas de cores ordenadas pela etapa 4;

6. Obtém-se assim duas sub-regides do paralelepipedo que sdo cada uma delas
uma célula de quantizagdo. Aplicar recursivamente para cada sub-regido o
algoritmo a partir da etapa 3 até que (a) as duas sub-regides ndao contenham
mais cores presentes na imagem ou (b) a quantidade K de células foi alcan-
¢ada;

7. Calcular o nivel de quantizagao de cada célula a partir da média das cores
que compdem cada célula de quantizagao.

O algoritmo do corte mediano é um algoritmo bastante utilizado para a redugao de
cores devido a sua facilidade de implementagao, baixo custo computacional e bons resultados de
nivel visual [GOM 94].

2.2.2 Utilizando Forma

A extracdo de caracteristicas a partir da forma em sistemas CBIR normalmente é a-
bordada utilizando uma ferramenta do tipo QBE ou através de um esboco (sketch) da forma que se
deseja procurar. A vantagem de se utilizar uma abordagem por esbogo é de nao ser necessario im-
plementar, no sistema, medidas de similaridade compativeis com o nivel de compreensao humano
[ANT 02]. Quando se pretende utilizar a forma para a fase de extragao de caracteristicas, é deseja-
vel que as técnicas aplicadas sejam relativamente independentes de translagao, rotagao, escala e
oclusao (parcial) do objeto na imagem porque a percepgao de forma de um objeto pode ser altera-
da devido a projecao de 3D para 2D, o que causa uma “perda de informagdes”. A representacao
por formas pode ser dividida em duas categorias: baseadas em fronteira (boundary-based) e basea-
das em regiGes (region-based) sendo que o método mais utilizado para representar cada uma das
caracteristicas sao Descritores de Fourier e Invariantes de Momento [RUI 97].

2.2.3 Utilizando Textura

Texturas constituem outro método de extracao de caracteristicas utilizado em CBIR
e sdo encontradas em muitos tipos de superficies como, por exemplo, superficies de madeira, teci-
dos, vegetagao e nuvens. As texturas sao caracterizadas pela distribui¢ao espacial de um padrao de
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cores (ou tons de cinza) e homogeneidade deste padrao na imagem e nao podem ser caracterizadas
através de um histograma unidimensional [RUI 97] [SMI 95] [JAI 95]. Em [DRI 01] texturas sao de-
finas como um padrao que descreve o relacionamento entre sua distribui¢do cromatica e estrutural.

Drimbarean e Whelan [DRI 01] classificam as técnicas de extracao de caracteristicas
baseadas em textura em quatro categorias: estatistica, baseada em modelo, processamento de si-
nais e estrutural. Texturas que possuem primitivas pequenas sao classificadas como microtexturas
e sao normalmente tratadas com processos estatisticos tais como: matrizes de co-ocorréncia de tons
de cinza, contraste, entropia e homogeneidade. J4 as texturas cujas primitivas sao grandes sao clas-
sificadas como macrotexturas e requerem um pré-processamento para determinar a forma e as
propriedades da primitiva basica. As texturas podem possuir propriedades estatisticas, estruturais
ou ambas. Smith e Chang [SMI 95] salientam que ¢ necessario haver na imagem, ou pelo menos na
regido que estd sendo analisada, um grau minimo de homogeneidade de um padrao que se carac-
terize como textura.

Neste trabalho vamos considerar as texturas como sendo padrdes de combinagao de
cores e da intensidade (saturacao e brilho) destas cores. Portanto a detec¢ao de relagdes entre os
atributos de cor de uma imagem nos permite identificar uma determinada textura.

2.3 Comparacéao de Caracteristicas

Na etapa de comparacdo de caracteristicas (matching) procura-se através de uma
medida de distancia identificar similaridades entre a imagem de exemplo e as imagens da base de

dados.

2.3.1 Utilizando Cor

O método mais basico de comparagado de caracteristicas de cor é executar uma com-
paragdo pixel-a-pixel da imagem, calculando-se a soma absoluta da diferenga (Eq. (3.2)) entre os
pixels da imagem-exemplo e das imagens-de-busca. Na Eq. (3.2), Soma Absoluta da Diferenga (SAD)
para comparacao pixel-a-pixel, soma é medida de similaridade entre as duas imagens, quanto me-
nor for o valor de soma, maior é a similaridade entre as imagens. nLin e nCol sao, respectivamente,
a quantidade de linhas e colunas das imagens. Rimgs, Gimgs, Bimgs € Rimge, Gmgts, Bimge sdo o0s valores
da componente Red, Green e Blue na imagem-de-busca e na imagem-exemplo, respectivamente. Este
método é sensivel a pequenas variagdes no enquadramento, rotagao, escala, oclusao e iluminagao
da cena.

nLin nCol
SAD = Z ‘ R.im 9B — Reim gE‘ + ‘Glc ImgB — Gicim gE‘ + ‘ Becm gB — Bicim gE‘ 3.2)

1=1 c=1

Um histograma é uma representagao de uma distribuicdo de ocorréncias de alguma
grandeza. Um HC (ou histograma de freqiiéncia de cores) é uma aproximacado da distribuigao de
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probabilidades das cores presentes numa imagem [GOM 94], e ¢ um dos métodos mais utilizados
para se comparar caracteristicas [ANT 02]. Uma das limita¢des do HC é que se perde a informagao
de como as cores estao distribuidas espacialmente na imagem [SEB 01]. O valor adotado para a cé-
lula de quantizagdo do histograma influencia na “resolu¢dao” das cores para as quais esta se calcu-
lando a freqiiéncia de ocorréncia. Valores pequenos para as células de quantizagdo irdo gerar um
histograma com um grau maior de discriminagao na freqiiéncia de ocorréncia das cores. Valores
maiores irdo agrupar mais cores similares numa mesma célula acumulando, deste modo, as fre-
qiiéncias de ocorréncia.

Seja H, e H, histogramas quantizados em 7 intervalos e i 0 seu indice. A defini¢ao

da diferenca entre os dois histogramas é dada pela equagao:
D =Y [Hu(i) - Hx(i)| 3.3)
i=0

E sua intersecgao é descrita pela equagao (valores proximos a 1.0 quando normali-
zados representam uma similaridade):

o 3" min(Ha(),H2()) 6

> Hi)

A intersecgao de histogramas possui robustez quanto aos problemas de mudanga no
ponto-de-vista, oclusao e resolugao da imagem.

Brunelli e Mich [BRU 99] apresentam uma analise da eficiéncia do uso de histogra-
mas para a recuperacao de imagens utilizando uma nova abordagem de curva de capacidade de his-
tograma. Os resultados sugerem que a norma L, (ver se¢do 2.3.3, Medidas de Similaridade) ¢ a

mais eficiente em relagao a outras medidas de similaridade para a indexagao de imagens por his-
tograma e que podem-se utilizar histogramas com baixa resolugao (histogramas com um valor de
célula de quantizagao alto) sem perda significativa de sua capacidade de indexagao.

Huang [HUA 97] propde o uso de correlogramas de cor (Color Correlograms) como uma
nova caracteristica baseada em cor para indexagao e recuperagao de imagens. Este método inclui a
informacao de como as cores estao espacialmente distribuidas, pode ser utilizado para descrever a
representacado, global ou de uma regido, das correlagdes de cor na imagem e requer pequena quan-
tidade de memdria para armazenar esta informagao.

2.3.2 Utilizando Textura

Smith e Chang [SMI 95] propdéem um método para comparagao de caracteristicas
baseados em texturas a partir de um conjunto de caracteristicas obtidas dos padrdes de energia
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espacial e freqiiéncia das sub-bandas da imagem. As informagOes de textura sdo extraidas de regi-
Oes da imagem utilizando-se wavelets com filtros QMF (o filtro de Haar foi o escolhido) e entdo sao
armazenadas numa forma bindria que permite uma indexacao eficiente das regioes de textura.

Os filtros de Gabor constituem outro método para extragao de caracteristicas de tex-
turas porque permitem que elas sejam decompostas no dominio de espago e freqiiéncia, resultando
em boa discriminagdo da textura e segmentacgao. A utilidade do método também é reforcada, pois
foi demonstrado que a tarefa de segmentacdo de texturas no sistema visual humano utiliza-se de
informacdes do tipo espacial e freqiiéncia [DRI 01] [SMI 95]. Outra abordagem baseada em estudos
psicoldgicos de como o sistema visual humano percebe as texturas e citada em [RUI 97] foi feita
por Tamura que identificou seis propriedades visuais (significativas para humanos) que sdo: gra-
nularidade, direcionalidade, semelhanga, regularidade e aspereza.

Paschos [PAS 00] propde uma nova técnica para o reconhecimento de texturas base-
adas no conceito de cromaticidade definida pelo modelo de cor CIE XYZ. A idéia basica é a partir
do diagrama de cromaticidade e do histograma da imagem obter um vetor de caracteristica com-
posto pelos momentos destas duas medidas.

A descrigao de outros métodos utilizados na comparagao de caracteristicas de textu-
ras tais como matrizes de co-ocorréncia podem ser encontrados em [ANT 02] e [RUI 97].

2.3.3 Medidas de Similaridade

Para decidir se duas imagens sao ou nao similares é necessario comparar as caracte-
risticas extraidas. Esta comparacao envolve algum tipo de mensuracao utilizando alguma métrica.
A seguir iremos abordar alguns tipos de medidas de similaridade (ou de “distancia”) e métricas
utilizadas.

As medidas de similaridades podem estar no espaco Euclidiano (espago métrico) ou
serem nao-métricas. Muitos métodos assumem incorretamente que o vetor de caracteristicas a ser
comparado estd no espago Euclidiano [ANT 02], onde a percepgao visual humana de similaridade
nem sempre se encontra neste espago [RUI 97] [JAC 00]. Nos trabalhos estudados, as medidas nao-
métricas por vezes referem-se a uma medida qualitativa, de ordenagdo por posi¢do ou de distan-
cia. E interessante que uma fungéo de distancia d(i,j) entre duas imagens possua as seguintes pro-
priedades:

d(ij) 2 0;

d(i,j) = 0 se e somente se i =j (positividade);
d(i,j) = d(j,i) (simetria);

d(ik) < d(i,j) + d(i, k) (desigualdade triangular).

= ® N
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No contexto de classificagao e recuperagao podemos fazer os seguintes comentarios
sobre o porque das fungdes de distancia observarem estas quatro propriedades. Sejam duas ima-
gens i e j que se deseja verificar a diferenca entre elas. Pela propriedade (1), a distancia entre i e j
deve ser igual a zero (i e j sdo idénticas) ou maior do que zero (i e j possuem um grau de diferenca
determinado por d(i,j) ). Caso d(i,j) for menor do que zero, a imagem j seria mais semelhante a i do
que propria imagem i em relagao a ela mesma! Se a propriedade (2) nao for satisfeita, existem ima-
gens na BDI que sdo diferentes, mas nao é possivel distingui-las com a fungdo de distancia utiliza-
da. Se a simetria (3) entre as imagens i e j nao for observada, poderiamos ter como resposta da fun-
¢ao de diferenga um resultado do tipo: a imagem i é similar a j, mas a imagem j ndo é similar a i. J&
a propriedade da desigualdade triangular (4) nos diz que entre trés imagens, i, j e k, se i é similar a
jeiésimilark, jek devem ser similares também.

Nas tarefas de recuperacao de imagens é normal que o vetor de caracteristicas pos-

sua uma dimensao grande (normalmente de 102 [RUI 97]), calcular um tamanho vetor de tamanho
como este possui um custo computacional elevado. Visando reduzir este custo de processamento ¢é
interessante aplicar algum método para reduzir esta dimensao, entre os quais podemos citar: ana-
lise de componentes principais (PCA) [HAY 01] ou clusterizagao tipo k-Means [KAY 99] [THE 98].

Existem varios tipos de métricas para se mensurar as distancias, as mais comuns sao
a Euclidiana, Minkowski, Manhattan e max metric. Uma breve descricdo de cada métrica é dada a
seguir. Dado dois pontos Pi(xi, y1) e P2(xz, y2), a distancia Euclidiana é definida pela equacao:

d(Py, P2) = (xa=x2)° (y-y (3.5)

Definimos a distancia de Minkowski entre dois pontos Pi(x1, y1) e P2(x2, y2) no plano
X-Y com a equagao:

do(P1, P2) = DXl— Xzi p +|y1— y;{ p]B (3.6)

Variando p obtém-se diversas métricas de distancias. Se p =1 se obtém a métrica de
Minkowski de primeira ordem, também conhecida como city block distance. Se p = 2 temos a métri-
ca de Minkowski de segunda ordem que vem a ser a distancia Euclidiana.

A métrica Manhattan (ou Norma Ll) para determinar distancias, também conhecida

como métrica do taxista (taxicab metric), tem sua origem no problema de determinar as distancias
entre ruas de Manhattan. Por exemplo, qual é a distancia entre a esquina 33° e 1° com a 69° e 5° ?
Sao 36 blocos e 4 avenidas, ou 40 unidades. O objetivo da métrica de Manhattan é abstrair o concei-
to de mensurar distancias em termos de metros para alguma medida que possa representar distan-
cia. A equagao para calcular a distancia dois pontos Pi(x1, y1) e P2(x2, y2), poderia ser expresso pela
Eq. (3.7), que vem a ser a métrica de Minkowski de primeira ordem.

d(Py, P2)=|X1—Xzi+|y1—y4 (3.7)
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A max metric, também € conhecida como métrica Lo, é definida na Eq.(3.8), onde d é
distancia e Pi(x1, y1) e P2(x2, y2) sdo dois pontos. A max metric, Eq. (3.8), reduz n dimensodes para a-
penas uma, que sera a maior dentre todas as dimensdes através da fungao max.

d(Py,P2) = max (x1=X2) (yr=y7)] (3.8)
SO =D > (x~ xa)” + (Y= ya)’ (3.9)
1=1 c=1

As métricas mais utilizadas para determinar distancias em visdao computacional sao
as métricas soma do quadrado das diferengas (Eq. (3.9)) e a soma absoluta das diferengas (Eq. (3.2)
)- A escolha da métrica é avaliada verificando-se a distribui¢ao de ruido aditivo. Quando esta dis-
tribuicao for Guasiana utiliza-se a métrica SAD, se a distribuigao for do tipo exponencial a SSD é a
mais indicada [SEB 00].

Deve-se considerar executar a normalizacdo das caracteristicas extraidas da imagem
porque podemos estar trabalhando com as grandezas em unidades diferentes. Quando estamos
utilizando um vetor de caracteristicas composto por caracteristicas diferentes (por exemplo, cor,
saturacao ou textura) pode ser necessario atribuir um peso para cada uma destas caracteristicas
para que elas sejam consideradas na comparagao de caracteristicas com a real importancia. Ajustar
estes valores de normalizacdo e ponderagdo na fungao que ird executar o matching pode ser uma
tarefa complicada.

2.4 Sistemas Atuais para Classificacao e Recuperacd o de Ima-
gens

Entre os varios CBIR existentes, comerciais e de pesquisa académica, podemos citar
aqueles mais conhecidos [ANT 02, RUI 97, PEN 94, MIN 96, IKO 02, NAS 98, DAS 97]: QBIC, Vira-
ge, RetrievalWare, VisualSEEK (e WebSEEK) [SMI 95, SMI 96, SMI 97], Netra, MARS, VideoQ,
Blobworld, AMORE, Leiden, Photobook [PEN 94, MIN 96], PicToSeek, IKONA (Surfimage) [IKO
02, NAS 98], FOCUS [DAS 97]. A seguir faremos uma breve descrigao de trés destes sistemas que
consideramos mais relevantes em relagao ao nosso estudo porque permitem indexagdo baseada em
atributos de cor (em diferentes sistemas de cor) e possuem algum tipo de refinamento da pesquisa.
O sistema QBIC da IBM possui relevancia especial por ser um dos primeiros sistemas a serem uti-
lizados fora do ambiente académico, sendo dos trés sistemas aqui descritos o inico a ser comercia-
lizado.

2.4.1 IKONA (Surfimage)

O IKONA (Surfimage) [IKO 02] [BOU 01] [NAS 98] é um sistema CBIR desenvolvi-
do pelo INRIA-IMEDIA Project Research Team e implementado utilizando uma arquitetura cliente-
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servidor. O Ikona vem a ser uma evolugao do sistema Surfimage [NAS 98]. O método de recupera-
¢do padrio é uma pesquisa por similaridade visual a partir de uma imagem de exemplo (QBE). E
possivel também executar uma pesquisa especificando-se uma regido da imagem ou por palavras-
chave. O sistema também oferece uma medida de relevancia para cada imagem-recuperada para au-
xiliar numa recuperagao mais precisa.

E possivel utilizar o IKONA com bases de dados de imagens homogéneas ou hete-
rogéneas. Em bases homogeéneas é possivel executar um ajuste fino nos parametros do sistema ob-
tendo-se assim uma melhor eficiéncia. Quando se utiliza uma base heterogénea o sistema oferece
um indice de relevancia para cada imagem recuperada, o que permite ao usudrio refinar a pesqui-
sa interativamente indicando um conjunto de imagens como sendo exemplos positivos e negati-
vos. A combinagdo de caracteristicas extraidas das imagens € possivel, o que em bases heterogeé-
neas é uma estratégia que permite melhores resultados de imagens recuperadas.

O sistema oferece uma série métodos extracao de caracteristicas para serem aplica-
das na preparacao da base de imagens-de-busca. A escolha de quais métodos a se utilizar é tarefa de
quem prepara a base. Dentre as caracteristicas de baixo-nivel que o sistema dispde podemos citar:
histograma de cor e orientagao, co-ocorréncia e transformadas de Fourier e Wavelets. Nas de alto-
nivel tem-se, por exemplo: autoimagens (eigenimages) e formato do espectro da imagem. A compa-
ragao (matching) é feita utilizando-se uma das medidas de distancia implementadas (distancias Lp
de Minkowski, métrica do Co-seno, métrica de Hellinger entre outras).

A Figura 2.7 apresenta um exemplo de recuperacao de imagens a partir de imagem-
exemplo no sistema IKONA. Das seis imagens-exemplo disponiveis, escolhemos a imagem que esta
na segunda linha, terceira coluna como sendo o exemplo apresentado ao sistema. A partir desta
escolha o sistema recuperou outras seis imagens como pode ser visto na Figura 2.8. Para cada ima-
gem esta atribuido um valor de distancia, quanto menor for este valor, maior sera a similaridade
entre a imagem-exemplo e a imagem-recuperada.

2.4.2 Photobook

Photobook! [PEN 94] é um conjunto de ferramentas para navegagdo (browsing) e
procura de imagens a partir de uma base de dados desenvolvido no Media Laboratory Perceptual
Learning — M.1.T. Nesse sistema sao extraidas um conjunto de caracteristicas que podem ser do tipo
cor, forma, textura ou faces. A tarefa de comparacdo destas caracteristicas é feita com a utilizagao
de bibliotecas de algoritmos de matching externos ao Photobook. Com o objetivo de melhorar a per-
formance (ja que nao é possivel encontrar um modelo genérico 6timo para todas as imagens) o sis-
tema incorpora um agente de aprendizado iterativo FourEyes’ [MIN 96] sendo este um diferencial
em rela¢do aos outros sistemas.Com esta ferramenta de aprendizado o usudrio seleciona regides da
imagem, que serdo exemplos positivos ou negativos, atribui um rétulo a esta regido e o sistema

1 http://web.media.mit.edu/~tpminka/photobook/, data da tiltima visita em 21/04/2003.

2 http://web.media.mit.edu/~tpminka/photobook/foureyes/, data da tiltima visita em 21/04/2003.
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extrapola este rétulo para outras regides da imagem. A partir das caracteristicas extraidas das re-
gides o FourEyes forma um modelo daquele rétulo para aquele espago de caracteristicas. Quando é
feita a extrapolagao o FourEyes seleciona e combina os modelos disponiveis na sua cole¢ao de mo-
delos (society of models) para formar os rétulos.
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Figura 2.7 - Exemplo de pesquisa no sistema IKONA. Escolha de uma imagem para ser usado
como exemplo (segunda linha, terceira coluna).
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Figura 2.8 - Exemplo do resultado de uma busca por imagem-exemplo no IKONA.
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2.4.3 QBIC

O sistema QBIC! (Query by Image Contents) [FAL 94] foi desenvolvido pela IBM
para executar pesquisa e recuperacao de imagens em base de dados de imagens baseado no conte-
udo visual da imagem. As caracteristicas extraidas das imagens utilizadas pelo sistema sao deri-
vadas da cor (histograma de cor), textura (granularidade, contraste e orienta¢ao) e forma (area, ex-
centricidade, orientacdo do maior eixo, entre outros).

O sistema permite especificar as caracteristicas que se deseja procurar tais como
composigao e proporcao de cores, disposi¢ao espacial das cores na imagem e textura. Utilizando-se
uma paleta de cores o usudrio informa ao sistema quais composi¢des de cores se deseja encontrar
nas imagens da BDI. Por exemplo, na pesquisa por cores o usudrio pode especificar até cinco cores
que serdo procuradas nas imagens e na pesquisa por disposi¢ao de cores (layout search) podem-se
especificar formas geométricas (circulos e retangulos coloridos) que representam a disposicao e
proporc¢ao daquela cor na imagem que se deseja recuperar. Também ¢é possivel utilizar uma ima-
gem-exemplo no estilo QBE. O sistema foi implantado para o The State Hermitage Musuem: Digital
Colection? e permite a procura na sua base de imagens de pinturas. Este foi o primeiro sistema co-
mercial do tipo e influenciou muitos outros sistemas posteriores que procuram melhorar as técni-
cas que foram empregadas no QBIC.

2.5 Resumo do Capitulo

Neste capitulo apresentamos o conceito de Sistemas de Classificagdo e Recuperagao
de Imagens. CBIR atuais normalmente estdo organizados em dois sub-sistemas bem definidos, o
“Database Generation Subsystem” e o “Database Query Subsystem”. Até o presente momento nao se
possui um método 6timo para comparagao e ou extragao de caracteristicas das imagens para qual-
quer tipo de BDI. Por isto os CBIR procuram subdividir as suas BDI para que cada base contenha a
maior quantidade de imagens com contetdo semelhante. Também se verifica que uma das abor-
dagens possiveis para melhorar a recuperagao de imagens em bases ndo homogéneas é incluir uma
fase assistida por uma pessoa para auxiliar no refinamento da recuperagao de imagens para de-
terminadas BDI.

A quantidade de métodos utilizados para extracdo e comparagao de caracteristicas
em CBIR é bastante grande atualmente. Esta grande variedade demonstra o esfor¢o que vem sendo
feito para encontrar uma transformagdo adequada do sinal grafico que permita um alto grau de
discriminagao do contetido grafico e que este possa ser utilizado em comparagdes que produzam
resultados equiparaveis, ou aceitaveis, ao julgamento de semelhanga gréfica entre imagens por
pessoas. Os métodos de extracao estdo baseados em caracteristicas graficas percebidas por pessoas,

1 http://wwwqbic.almaden.ibm.com/, data da tltima visita em 21/04/2003.

2 http://www.hermitagemuseum.org/fcgi-bin/db2www/qbicSearch.mac/qbic?selLang=English, data da tlti-
ma visita em 21/04/2003.
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como por exemplo, cor, textura, forma e sombra. Mas os métodos de comparacdo sdao fortemente
calcados em uma fungao de diferenca. As métricas utilizadas por estas fun¢des de diferenga nem
sempre representam adequadamente a forma humana de perceber a diferenca entre imagens. A
percepcao humana de semelhanga nem sempre ocorre em espago métrico, com distancias euclidia-
nas, mas em um espago que inclui contexto, conceitos e medidas qualitativas. Modelar uma fungao
de distancia compativel com a percep¢ao humana de semelhanca é uma tarefa dificil, como pode
ser visto no grande numero de fungdes de distancias utilizadas pelos CBIR. Neste contexto de bus-
car uma alternativa para modelar a percep¢ao humana de semelhanga entre imagens é que esta-
mos propondo a utiliza¢do de Aprendizado de Maquina que iremos abordar no préximo capitulo.
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3 TECNICAS DE INTELIGENCIA ARTIFICIAL

A Inteligéncia Artificial (IA) é uma area da Ciéncia da Computacdo que vem se de-
senvolvendo aceleradamente nas ultimas décadas. Entre seus objetivos estdo o estudo e desenvol-
vimento de técnicas de aprendizado, representagdes do conhecimento e capacidade de se adaptar a
novas situagdes. No momento que tornamos possivel o aprendizado por uma maquina temos uma
ferramenta que pode “descobrir” de modo automatico o caminho que leva a este conhecimento
sem termos a necessidade de explicitar ele de modo algoritmico através de uma linguagem de
programacao. Entre as areas da IA que vem sendo estudas atualmente esta a Visdao Computacio-
nal que busca uma maneira de desenvolver a habilidade de maquinas poderem ver e “entender” o
que estao vendo, portando, reproduzir em maquinas a capacidade de reconhecimento de objetos,
faces, arvores entre outros. Neste contexto é que este trabalho foi desenvolvido, realizando um es-
tudo sobre a aplicagao de técnicas de IA a classificagdao e recuperacao de imagens bitmap. A seguir
introduziremos o conceito de aprendizado de maquina e as técnicas de IA que foram utilizadas
neste trabalho.

Mitchell [MIT 97] define o aprendizado de maquinas (Machine Learning, ML) como:
“Diz-se que um programa de computador aprende com uma experiéncia E a partir de alguma clas-
se de tarefas T e uma medida de performance P, se sua performance nas tarefas em T, medidas por
P, melhoram com a experiéncia”. Portanto, para termos um problema de aprendizado de maquina
bem definido devemos identificar estes trés pontos: a classe da tarefa, uma medida de performan-
ce a ser melhorada e a fonte de experiéncia. Além destes pontos precisamos definir ainda uma
funcio alvo e uma fungdo de aproximacao.

A classe da tarefa identifica a tarefa a ser aprendida. Neste trabalho pretende-se a-
prender a identificar composicoes de cores que discriminem o objeto procurado, por exemplo, latas
de Coca-Cola ou logotipos.

A medida de performance é a quantidade de identifica¢gdes corretas dos padrdes a-
prendidos nas imagens-exemplo e a quantidade de rejei¢des corretas de padrdes. Ou seja, dada uma
imagem, ndo deixar de reconhecer um padrao aprendido (falso-negativo) e ndo reconhecer errone-
amente um padrdo na imagem (falso-positivo).

A fonte de experiéncia determina como serd obtido o conhecimento que pode ser su-
pervisionado ou nao. No caso deste trabalho adotaremos o aprendizado supervisionado, onde a
experiéncia sera fornecida por um “professor” que ird apresentar uma série de imagens previa-
mente classificadas que contém os padrdes a serem aprendidos. Por exemplo, a fonte de experién-
cia seria composta por uma série de imagens-exemplo que contém partes de latas de Coca-Cola vista
de diferentes angulos, sob diferentes tipos de iluminagdo e de diferentes estampas identificadas
como pertencentes a classe Coca-Cola e possivelmente também serdo apresentados exemplos de
imagens nao pertencentes a classe Coca-Cola (imagens-de-fundo, contra-exemplos).
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A funcio alvo é uma fungdo que permite melhorar a medida de performance a partir
da fonte de experiéncia a cada iteragdo do aprendizado. Como pretendemos reconhecer padroes
em imagens a fungdo alvo ideal serd aquela que ird maximizar a detec¢do de uma “assinatura” pa-
ra uma classe de imagens a partir de suas caracteristicas (cor, textura, forma ou algum processa-
mento envolvendo estas caracteristicas primitivas) e minimizar a ocorréncia de falsos-positivos.

Obter uma funcao alvo ideal tende a ser computacionalmente uma tarefa cara de ser
atingida, por isto busca-se uma aproximagao desta fungao. A fungio de aproximagio é uma fungao
que visa diminuir a complexidade computacional da funcao alvo ideal. No nosso caso, se montar-
mos um vetor de caracteristicas para uma imagem de 64 x 64 pixels, com trés componentes de cores
(RGB), teriamos um vetor com uma dimensao de 12288 elementos. A utilizagdo de uma técnica que
permita reduzir este vetor, em quantidade de elementos ou dimensdes, traria uma reducado no cus-
to computacional da fungao alvo.

Podemos classificar os métodos utilizados no aprendizado de maquina quanto a o-
rigem da fonte de experiéncia como sendo: (i) ndo supervisionados e, (ii) supervisionados ou a-
prendizado com professor. Nos métodos de aprendizagem supervisionados existe um “professor”
que é responsavel por informar ao algoritmo de aprendizado a “resposta correta” (exemplos rotu-
lados) para determinada instancia da fonte de experiéncia. A diferenga (erro) entre a resposta cor-
reta e a obtida pelo método é a medida de performance que sera utilizada para corrigir o aprendiza-
do. Portanto, nos métodos supervisionados existe uma convergéncia para a resposta correta. Como
exemplo de abordagens que utilizam este método podemos citar RNAs MLP [HAY 01] e Arvores
de Decisao [RUS 95, MIT 97]. Nos métodos nao supervisionados é o proprio algoritmo de aprendi-
zado que ird organizar os exemplos utilizando uma medida de similaridade. Sempre que necessa-
rio o método ira criar uma nova classe para agrupar os exemplos que nao sao similares aos outros.
Como exemplos deste tipo de aprendizagem temos Mapas de Kohonen (SOM) [KOH 87] e cluste-
rizacao [THE 98].

Nas prdéximas seg¢des iremos abordar em mais detalhes RNAs do tipo Multilayer Per-
ceptron (MLP, com multiplas camadas) e clusteriza¢do, em especial o método k-Means que foram as
técnicas utilizadas neste trabalho.

3.1 Redes Neurais Artificiais

As RNAs, ou redes conexionistas sao modelos computacionais que possuem a habi-
lidade de se adaptar, aprender, generalizar, organizar ou “clusterizar” dados [KRO 95]. Sua cons-
trugao é motivada nos neurdnios bioldgicos, mas ainda nao alcangaram o mesmo grau de sofistica-
¢ao. As redes conexionistas constituem-se de varias unidades basicas, os neurdnios, interligados
através de conexdes ponderadas (conexdes sindpticas, que procuram modelar como o cérebro rea-
liza uma tarefa em particular). Haykin [HAY 01] define uma RNA como:

“Uma rede neural é um processador macigamente paralelamente distribuido consti-
tuido de unidades de processamento simples, que tem a propensao natural para armazenar conhe-
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cimento experimental e torna-lo disponivel para o uso. Ela se assemelha ao cérebro em dois aspec-
tos:

1. O conhecimento é adquirido pela rede a partir de seu ambiente através de
um processo de aprendizagem.

2. Forgas de conexdo entre neurdnios, conhecidas como pesos sindpticos, sao
utilizadas para armazenar o conhecimento adquirido.” (Haykin, 2001. p. 28).

Uma das caracteristicas mais importantes de uma RNA ¢ a sua capacidade de gene-
ralizacdo do conhecimento adquirido, ou seja, a rede é capaz de produzir saidas adequadas para
dados de entrada que nao estavam presentes no treinamento da rede. Outras caracteristicas que
consideramos importantes nas RNA para este trabalho sao:

1. Nido-linearidade é a capacidade que uma RNA possui, com topologia adequa-
da, de aproximar uma fung¢do nao-linear.

2. Mapeamento de Entrada-Saida é a capacidade que uma RNA possui de estabe-
lecer uma relagdo entre um exemplo de entrada e uma saida apropriada.

3. Adaptabilidade é a capacidade das RNAs em ajustar seus pesos sinapticos em
respostas a modificagdes no meio ambiente, o que permite que a rede possa
operar em um ambiente diferente daquele para o qual ela foi inicialmente
treinada.

4. Resposta a Evidéncias é o grau de confianca que uma RNA tem ao classificar
um padrao visto quando executa a sua classificagdo. Este grau de confianca
pode ser utilizado para aceitar ou rejeitar a classificagdo feita pela RNA
quando o comparamos com um valor pré-determinado de limiar.

Os métodos baseados em aprendizagem neural oferecem uma abordagem robusta
para a tarefa de aproximagdo de uma funcdo alvo a partir de sua capacidade de generalizagao,
processamento distribuido e adaptabilidade. O dominio desta funcao inclui valores reais, discretos
ou vetoriais, o que torna as RNAs apropriadas para tarefas nas quais os dados sao de baixo nivel
de abstragdao como, por exemplo, dados numeéricos provenientes de sensores ou imagens.

3.1.1 Modelo Computacional de uma Rede Neural Atrtificial

O neurdnio (artificial) é a menor unidade de processamento de informagdo em uma
RNA e é composto por trés unidades basicas, a saber:

1. Um conjunto de sinapses que possuem um peso (peso sindptico) associado a
cada sinapse. Um sinal de entrada xj aplicado a sinapse j e conectado ao neu-
ronio k é multiplicado pelo peso wy. E nos pesos sinapticos que o “conheci-
mento” adquirido por uma RNA estd representado;
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2. Um somador usado para integrar os sinais de entrada. Estes sinais sdao mul-
tiplicados pelos respectivos pesos sindpticos associados a cada sinapse;

3. Uma fungao de ativagdo para restringir a amplitude do sinal de saida.

Um modelo de um neur6nio nao-linear é apresentado na Figura 3.1. Os sinais de en-
trada x1 a xm sdo aplicados nas respectivas sinapses sendo multiplicados pelos seus respectivos pe-
sos sinapticos. Estes sinais ponderados pelos pesos sinapticos sdao somados na juncao de ativagao
resultando no sinal ux. Este sinal é passado para a fung¢ao de ativagdo que ird restringir a amplitude
do sinal para um intervalo finito. Neste modelo ha uma entrada especial no neurdnio para repre-
sentar o bias. O bias (ou offset) € um sinal que tem o efeito de aumentar ou diminuir a entrada da
fungao de ativacdo causando um deslocamento (offset) no campo local induzido (potencial de ati-
vacao do neuronio).

Wio = bk (bias)

Entrada fixa xo=+1

-

Funcao de
ativacao

o) —

Sinais j
e Saida
entrada < x2 ® ’ Juncdo aditiva W

Xm

X1

Pesos sinapticos

Figura 3.1 — Modelo n&o-linear de um neurénio [HAY 01].

Matematicamente um neur6nio pode ser descrito por duas equagdes, uma para o
campo local induzido e a segunda para a sua saida. A Eq. (4.1) descreve o célculo do campo local
induzido como o somatdrio das entradas nas sinapses multiplicado por seus pesos sindpticos. O
campo local induzido calculado é aplicado na fungao de ativacao Eq. (4.2) para se obter a saida do
neurdnio.

Uk = JZO XX 4.1)
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Yk = @(Ux) 4.2)
Existem trés tipos de fungdes de ativagao normalmente utilizadas no neurdnio:

1. Fungao de limiar Eq. (4.3);
2. Fungdo linear por partes Eq. (4.4);
3. Funcdo sigmoide Eq. (4.5).

A fungdo de limiar € a fungao utilizada pelo neurdénio de McCulloch-Pitts. Este neu-
ronio, por utilizar esta fungao, sempre é ativado quando o campo local induzido for maior ou igual
a zero, demonstrando uma propriedade do tipo tudo-ou-nada.

l1sev 2 0

¢ao_{05eu <0 *3)

1,Uz+1

2
P(v) =10, +% >u> —% (4.4)

O,us—1

2

_ 1
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A fungao sigmdide é a fungao de ativagao mais utilizadas em RNAs por possuir um
balanceamento adequado entre comportamento linear e ndo-linear [HAY 01]. O parametro ada
equagao é o parametro de inclinagdo da sigmdide (ou “temperatura” da sigmdide). O efeito de sua
variagdo pode ser verificado na Figura 3.2.

Existem basicamente trés tipos de neurdnios numa RNA. Os neurdénios de entrada
(nos de fonte), onde o sinal proveniente do meio externo (padrdes de ativagao) € aplicado, ndo exe-
cutam nenhum tipo de processamento de informagao, apenas distribuem o sinal para os neur6nios
seguintes (da camada oculta ou para os de saida). Os neurdnios do tipo saida (nés computacionais)
excutam o processamento do sinal conforme ilustrado na Figura 3.1. Existe ainda uma classe de
neurdnios que fica entre os de entrada e de saida que sdo denominados de ocultos. A fungao destes
neurdnios é adicionar poder computacional, o que permite que uma RNA com uma ou mais ca-
madas de neurdnios ocultos possam classificar padrdes e aproximar fungdes nao lineares como se-
ra visto mais adiante.
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Figura 3.2 — Funcéo de ativagdo sigméide (Eq. (4.4)). Temperatura da sigméide variando em O;
0,2;0,5e 1.

A forma como o0s neurdnios estao interconectados numa RNA denomina-se arquite-
tura da rede ou topologia da rede. A arquitetura de uma RNA estd relacionada com o algoritmo de
aprendizagem que sera utilizado para treinar a rede. Existem basicamente trés classes de arquite-
tura de RNA: (i) redes alimentadas adiante com camada tinica; (ii) redes alimentadas diretamente com muil-
tiplas camadas e (iii) redes recorrentes. As redes alimentadas adiante com camada unica (Figura 3.3 —
A) possuem uma camada de neur6nios de entrada que se conectam com uma camada de neurd-
nios de saida, mas nao existem ligagdes no sentido dos neur6nios de saida para os de entrada. As
redes nas quais as ligagdes sinapticas sempre sdo projetadas em direcao as proximas camadas sao
denominadas de redes feed-forward. Ja nas redes alimentadas diretamente com multiplas camadas
(Figura 3.3 — B) existe uma ou mais camadas de neur6nios ocultos, sempre com as liga¢des sinapti-
cas em direcdo as proximas camadas. As conexdes sinapticas nas redes feed-forward podem ser do
tipo totalmente conectada (quando um neur6nio de uma camada se conecta a todos os outros neu-
ronios da camada subseqiiente) ou parcialmente conectada. As redes recorrentes (Figura 3.3 - C)
sao redes que possuem pelo menos um lago de realimentacdo, normalmente através de um opera-
dor de atraso unitario.

3.1.2 RNA do Tipo Multilayer Perceptron

As RNAs do tipo feed-forward perceptron comegaram a ser estudadas a partir do final
de 1950 principalmente por Rosenblatt [HAY 01, KRO 95]. A origem do perceptron é baseada no
neurdnio de McCulloch-Pitts (Figura 3.1, Eq. (4.1) e Eq. (4.2)). A topologia inicial destas RNAs era
de uma camada porque na época somente existiam algoritmos de aprendizagem eficientes para
RNAs de uma camada [RUS 95]. As RNAs do tipo perceptron (de uma camada) possuem uma seve-
ra limitagdo, elas s6 podem representar funcdes linearmente separaveis. As RNAs MLP, sao capa-
zes de aproximar fungdo linearmente e nao linearmente separdveis. As redes MLP comecaram a
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ser utilizada em maior escala com o invento do algoritmo de aprendizagem com retropropagacao
(backpropagation ou backprop) [HAY 01, MIT 97, RUS 95]. Um problema que existe numa RNA MLP
estd em determinar a quantidade adequada de neurdnios na camada oculta [RUS 95]. Um estudo
sobre as superficies de separagao abertas e fechadas em RNAs do tipo MLP apresentado por Gori
[GOR 98] aborda, indiretamente, o problema de determinar a quantidade de neurénios da camada
oculta (as superficies de separagao serao abordadas em detalhes no capitulo 4).

q:[ Neurdnio
@_, ([]:]]D Entrada

EEEE— O Neurdnio
Oculto

@ Neuro6nio
Saida

Operadores <!
de atraso
unitario
b 2 —o,
Entradas

Figura 3.3 — Trés arquiteturas de RNA mais comuns: redes alimentadas adiante com camada uni-
ca; redes alimentadas diretamente com multiplas camadas e redes recorrentes.

O algoritmo de aprendizagem backprop somente se aplica a RNAs MLP que possu-
am um conjunto fixo de neurdnios e conexdes sindpticas. A estratégia adotada pelo algoritmo para
o ajuste dos pesos sindpticos consiste na utilizagdo de uma pesquisa por gradiente descendente.
Esta pesquisa ocorre no espago dos pesos sindpticos e o gradiente esta na superficie de erro, onde
se procura minimizar o somatorio do erro quadratico entre os valores de saida da RNA e o valor
esperado para um determinado exemplo de treino. A retropropagacdo do erro ocorre a partir dos
neurdnios de saida em direcdo a camada oculta precedente, e desta para a camada oculta prece-
dente sucessivamente, caso exista mais de uma camada oculta. Assume-se que cada neurdnio da
camada oculta é responsavel por uma parcela do erro percebido nos neurdnios de saida aos quais
ele esta conectado. O ajuste dos pesos ocorre por épocas, cada época consiste no ajuste de todos os
pesos da RNA para todos os exemplos de treinamento.

Como a superficie de erro pode conter varios minimos locais somente tem-se a ga-
rantia deste método convergir para um dos minimos locais. Os resultados dos experimentos reali-



45

zados com o backprop sugerem que nos casos observados este minimo local tende a ser também o
minimo global ou uma boa aproximagao da solugao ideal [MIT 97, FAH 90].

3.1.3 RNA do Tipo MLP com Algoritmo de Aprendizagem Cascade-
Correlation

A RNA com algoritmo de aprendizagem por correlagdo em cascata (Cascade-
Correlation) foi desenvolvida por Fahlman e Lebiere [FAH 90] a partir da andlise de performance
do algoritmo backprop. Investigando os motivos deste algoritmo necessitar de uma quantidade ele-
vada de épocas para convergir os autores identificaram dois problemas. O problema do tamanho
do passo na descida pelo vetor de gradiente de pesos (Step-Size Problem). Se o tamanho do passo
for bastante pequeno o aprendizado converge para um minimo local, mas o treinamento sera de-
morado. Caso o tamanho do passo seja demasiado grande (quanto maior o passo mais rapido sera
o treinamento), o aprendizado pode nao convergir para uma boa solugao, onde o algoritmo back-
prop padrao nao possui um mecanismo para determinar um tamanho adequado de passo. O se-
gundo problema denominado de alvo movel (Moving Target Problem) ocorre porque cada neur6nio
estd ajustando os seus pesos de modo a executar uma computacao util dentro da RNA. O ajuste
dos pesos se torna dificil porque todos os neurdnios da RNA estio ajustando seus pesos ao mesmo
tempo e, como existe a retropropagacao do erro, este se comporta como um alvo que esta sempre
modificando sua posi¢ao tornando mais dificil o ajuste dos pesos sindpticos de cada neurénio.

A arquitetura por correlagdao em cascata é uma arquitetura que permite um aprendi-
zado construtivo e incremental. Esta arquitetura tem duas idéias principais: (i) A “arquitetura em
cascata” se deve a abordagem de adicionar um neur6nio por vez na camada oculta (quando for
necessario) e seus pesos neste momento sao congelados (este procedimento visa atacar o problema
do alvo mdvel); (ii) O algoritmo de aprendizagem que é responsavel pela criacao e instalagao do
novo neur6nio na camada. Este algoritmo busca maximizar a magnitude de correlagdo da saida do
novo neurdnio com o erro residual da RNA. O problema do tamanho do passo é resolvido utili-
zando-se o algoritmo de aprendizagem quickprop [FAH 88].

Inicialmente a RNA é constituida apenas por neurdnios de entrada e saida. Quando
um novo neurdnio ¢ instalado pelo algoritmo de aprendizagem ele recebe conexdes de todos os
neurdnios de entrada e de todas as saidas dos neur6nios da camada oculta. Este novo neurénio é
instalado em uma nova camada de um neurénio somente apds o ajuste de seus pesos. Neste mo-
mento os pesos do novo neurdnio sdo congelados. As tinicas conexdes que sao treinadas novamen-
te sdo as dos neurdnios de saida. Adotar esta estratégia de treinamento faz desnecesséria a utiliza-
¢ao da retropropagacao do erro. O novo neur6nio adicionado é “retirado” de um conjunto de neu-
ronios candidatos que foram treinados. Todos estes neurdnios recebem as conexdes de entrada como
se fossem uns dos neurdnios ja participantes da rede, mas a saida dos neurdnios candidatos nao
esta conectada a rede. Todos estes neurdnios sao treinados, ao final do treinamento destes neur6-
nios o que atingiu o menor erro possivel, ou seja, 0 que possuir a maior correlacdo entre a saida
com o erro residual da rede, é inserido e seus pesos sindpticos sao congelados. Este processo in-
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cremental continua até que a condigao de parada estabelecida seja atingida. Em pseudocddigo o
processo poderia ser assim descrito:

1. Treinar a saida dos neur6nios de saida;
2. Treinar os neurdénios do conjunto de neurdnios candidatos;

3. Inserir o neur6nio candidato que possuir a maior correlagiao entre sua saida
com o erro residual da rede numa nova camada oculta de um neurénio na
rede;

4. Congelar os pesos do neurdnio inserido;

5. Repetir a partir do passo 1 até a condigao de parada ser alcangada.

Comparando-se as redes MLP com algoritmo de aprendizagem backprop, quickprop e
correlagao em cascata, as redes que utilizam a correlacdo em cascata necessitam de menos épocas
de treinamento e geram redes mais compactas (com menos neurdnios na camada oculta). Elas
também apresentam uma menor dependéncia do ajuste de parametros de aprendizado e nao re-
querem que se defina a quantidade de neurdnios da camada oculta antes de comegar o treinamen-
to.

3.1.4 Utilizacdo de RNAs na Classificacdo de Imagens

A aplicabilidade das RNA nas tarefas de reconhecimento de padrdes tem sido am-

plamente estudada em varios trabalhos atuais [MCG 01, DRI 01, GOR 98, MIT 97]. Neste trabalho
sera destacado o uso de RN As MLP Cascade-Correlation.

Drimbaream e Whelan [DRI 01] utilizam um tipo especial de RNA, Learning Vector
Quantization, para a tarefa de classificacdo de texturas coloridas utilizando o algoritmo LVQ1. As
técnicas utilizadas na fase de extragao de caracteristicas para compor o vetor de caracteristicas uti-
lizado na classificagdo foram: transformada discreta do co-seno (DTC), filtros de Gabor e matrizes
de co-ocorréncia. O trabalho também verificou o impacto de diferentes modelos de cor (HSI, CIE-
XYZ, YIQ e CIE-Lab) na tarefa de classificagao. As conclusdes que os autores chegaram foram que
o método DTC oferece o melhor resultado e que o modelo de cor empregado nado traz contribui-
¢Oes significativas.

Bittencourt e Osério [BIT 02] desenvolveram um trabalho utilizando RNAs MLP pa-
ra treinar RNAs a agirem como filtro (filtros neurais) para deteccdo de pele em imagens capturadas
de uma WebCam. O foco especifico deste trabalho € utilizar a detecgao de pele para o reconheci-
mento de gestos. As imagens sdo fornecidas a RNA no sistema de cor RGB e consideram a vizi-
nhanca dos pixels (matriz de contexto). Os autores constatam que existe dificuldade para “constru-
ir um detector universal de pele”. Por isto sugerem a utilizagao de filtros neurais treinados especi-
ficamente para cada usudrio (base de dados homogénea, ver segao 2.1.1).
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Outro trabalho que utiliza RNAs, mas do tipo SOM, foi desenvolvido por Siqueira
[SIQ 02] para a obten¢ao de medidas de estruturas cardiacas fetais a partir de imagens ecocardio-
graficas (em tons de cinza). A rede SOM ¢ utilizada na etapa de segmentacdo da imagem (execu-
tando um pré-processamento da imagem) e o autor reporta bons resultados obtidos com a técnica
aplicada a imagens de ultra-som.

Para reconhecimento de caracteres em placas de veiculos automotores brasileiros
obtidos a partir de imagens Gesualdi et alii [GES 02] apresentam uma abordagem que utiliza os
métodos de andlise de componentes principais (PCA) e discriminagao de componentes principais
(PCD) como métodos de pré-processamento da imagem (em tons de cinza e previamente segmen-
tada) para compor o vetor de caracteristicas. Este vetor é apresentado como padrdes de entrada
para uma RNA MLP com algoritmo de aprendizagem backprop. Os autores utilizaram duas RNAs,
uma treinada para reconhecimento de letras e outra para o reconhecimento de algarismos.

Para a tarefa de sensoriamento remoto, Todt [TOD 98] apresenta uma avaliagao do
desempenho de classificadores neurais para aplicagdes em sensoriamento remoto. O trabalho
compara a performance dos métodos de Maxima Verossimilhan¢a Gaussiana e RNAs MLP com
algoritmo de aprendizagem backprop para classificar tipos de cobertura de solo (vegetagdo nativa,
areas de reflorestamento, pastagens e solos a descoberto) a partir de imagens obtidas de satélites
(LANDSAT 5TM). As conclusdes apresentadas no trabalho sugerem que a utilizagao de RNAs MLP
com backprop apresentaram um aumento da acurdcia em relagdo ao método de Maxima Verossimi-
lhanga Gaussiana, especialmente na classificacao de pixels desconhecidos. Em um trabalho poste-
rior Todt et alii [TOD 02] executaram uma comparacdo destes resultados com uma nova aborda-
gem utilizando uma matriz 3x3 pixels das imagens (entrada contextualizada) como padrdes de en-
trada de uma RNA MLP com algoritmo de aprendizagem Cascade-Correlation. Os resultados obti-
dos apresentaram uma melhoria na acurécia de até 84,8% (contra 58,9% da abordagem original uti-
lizando RNA MLP com backprop).

A escolha pela utilizacdo de RNA para a tarefa de aprendizado nesta dissertagao
justifica-se por:

* Boa capacidade em lidar com dados quantitativos (valores numéricos no
dominio [J) para a tarefa de classificagao [HAY 01] [MIT 97]. A fase de pré-
processamento (extracao de caracteristicas) das imagens produz basicamente
dados neste formato. e pela sua capacidade de obter uma generalizagao, o
que permite que uma RNA apresenta uma resposta satisfatoria para padroes
de entrada (imagens) que nao compuseram os padroes de treinamento;

* Possibilidade de se utilizar uma cole¢ao de imagens-exemplo o que permite
modelo que identifique uma classe de imagem;

* Natureza inerentemente paralela das RNAs, o que permite que a tarefa de
classificagdo e ou recuperagao seja distribuidas em varias unidades de pro-
cessamento. Uma outra abordagem que explora o paralelismo em problemas
de reconhecimento de imagens é descrita por Moschetta [MOS 02] que apre-
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senta uma aplicacdo distribuida para o reconhecimento de imagens (utili-
zando distancia euclidiana entre pixels das imagens e diferenga entre histo-
gramas) cuja arquitetura poderia ser facilmente adaptada para a utilizagao
com RNAs.

3.2 Clusterizacéo

A clusterizagdao é uma técnica de classificagdo ndo supervisionada, portanto nao e-
xistem rétulos pré-determinados para os padrdes de treinamento. Técnicas de clusterizacdo bus-
cam agrupar (ou descobrir a organizagao que permeia o conjunto de exemplos), em ou mais gru-
pos, um conjunto de exemplos de acordo com uma meétrica de similaridade ou dissimilaridade en-
tre os exemplos. Ao final do processo, cada cluster ird conter um representante (protétipo) que i-
dentifica aquele grupo. O resultado desta classificagao é dependente do critério (medida de simila-
ridade) adotado. Por exemplo, temos um conjunto de programas de computador de diferentes a-
plicacdes gravados em diferentes tipos de midia e queremos “organizar” estes programas de acor-
do com uma medida de similaridade. Seja o conjunto C de programas compostos por: Win-
dows/CD, Linux/DVD, Editor de Textos/Disquete, Compilador C/CD, Compilador Pas-
cal/Disquete, Enciclopédia/DVD, Planilha de Dados/Fita. Caso o critério de organizagao fosse a-
grupar por finalidade teremos a clusterizagao da Figura 3.4 — A. Se o critério fosse por tipo de mi-
dia no qual o programa se encontra armazenado teremos a clusterizagao da Figura 3.4- B.

Compilador Pascal
Editor de Textos
(Disquete)

Editor de Textos
Planilha de Dados

Compilador C

. Planilha Windows
Compilador Pascal de Dados Compilador C
(Fita) (CD)

Linux
Enciclopédia
(DVD)

Enciclopédia

Figura 3.4 - Exemplo de duas possibilidades de clusteriza¢do para o mesmo conjun-
to de exemplos segundo o critério de: finalidade (A) e tipo de midia (B).

A clusterizacdo é um dos processos mentais mais primitivos do ser humano, desen-
volvido para auxiliar a processar grandes quantidades de informacdes e agrupa-las por atributos
comuns [THE 98]. Este agrupamento nos permite inferir que um exemplo particular ird possuir as
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mesmas caracteristicas do cluster do qual ele faz parte mesmo que este exemplo nunca tenha sido
“visto” antes (generalizacao).

Usualmente as caracteristicas dos exemplos sao representadas na forma de um vetor
de caracteristica de n-dimensoes. Para se executar uma tarefa de clusterizacao normalmente os se-
guintes passos devem ser seguidos:

Selecionar as caracteristicas;

Determinar uma medida de similaridade (ou dissimilaridade);
Determinar um critério de clusterizagao;

Escolher um algoritmo de clusterizagao;

Validar os resultados da clusterizacao;

SANEES LI R A

Interpretar os resultados.

Theodoridis [THE 98] define mais formalmente a clusterizagao como: seja X um con-
junto de exemplos tal que,

X ={x, xz,...,xn} (4.6)

xi sao atributos de X.
Define-se como uma m-clusterizagio de X em [, o fracionamento de X em m conjun-
tos, Ci, ..., Cm desde que as seguintes condig¢Oes sejam atendidas:

C#0,i=1..m
mC=X 4.7)
CNGC=0,i#zj,i,j=1,...m

Podemos classificar os clusters quanto ao grau de pertinéncia de seus elementos ao
cluster em hard (ou crips) ou em termos de conjuntos de légica nebulosa. Na Figura 3.5 —A temos
um exemplo de dois clusters do tipo hard. Neste tipo de clusterizagao os elementos sao parte de
um cluster ou de outro, sua pertinéncia ao cluster ¢ total. Ja a Figura 3.5 — B apresenta trés clusters
definidos por conjuntos de ldgica nebulosa. Cada elemento pode pertencer a um ou mais clusters
com diferentes graus de pertinéncia em cada um deles.
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Figura 3.5 — Exemplos de classificacdo de tipo de clusterizacdo quanto ao grau de pertinéncia de
seus elemento ao cluster. Em A temos cluster do tipo hard e em B definidos por conjuntos de 16gi-
ca nebulosa.

Os métodos de clusterizagdo podem ser classificados conforme a estratégia adotada
em métodos baseados em centrdides e métodos hierdrquicos. Os métodos hierarquicos subdividem-se em
métodos de aglomeragao e métodos de subdivisao. No método hierarquico por aglomeragao inici-
almente cada elemento é considerado um cluster. Estes clusters sao entdo combinados, formando
um cluster “maior” de acordo com a medida de similaridade adotada. Ja no método hierarquico
por divisao todos os elementos fazem parte de um sé cluster e sdo subdivididos sucessivamente
até que cada elemento seja um cluster. Nos métodos baseados em centrdide, cada cluster possui
um elemento central que é o protdtipo do cluster (o centrdide). Todos os elementos que estivem a
uma distancia maxima di do cluster Ci sao atribuidos a este cluster.

3.2.1 Clusterizacao Utilizando o Algoritmo k-Means

O método de clusterizagdo k-Means! [THE 98] é baseado em centrdide para fragmen-
tar um conjunto de N elementos em K subconjuntos disjuntos S; que contém Nj; elementos, obser-
vando o critério de minimiza¢dao da soma-dos-quadrados da fungao de distancia euclidiana entre
os elementos. Cada centrdide é a posi¢ao média dos elementos daquela classe (cluster). Este méto-
do produz clusters do tipo hard e seu algoritmo é do tipo voraz. Apresentamos a seguir em pseu-
docodigo o algoritmo:

1. Determinar a quantidade K desejada de clusters;
2. Inicializar as médias mi, mo,... mx;
3. Repetir até nao haver mais varia¢do nas k-médias (11, ma,... my;

a. Utilizar as médias estimadas para classificar os exemplos (atribuir
um elemento N a um cluster C);

b. Facai=1até K

1 http://lib.stat.cmu.edu/apstat/136, implementagdo em Fortran do algoritmo k-Means. Visitado pela tltima
vez em 28/04/2003.
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i. Atribuir m: a média dos exemplos de C;

Inicialmente deve-se determinar a quantidade de clusters desejada para fragmentar
os elementos. As médias sao incializadas aleatoriamente a partir do vetor de elementos a ser clus-
terizado. A partir destas médias, verificar quais os exemplos que estdo mais proximos de cada mé-
dia e atribuir este ponto a esta classe. Como os elementos atribuidos a cada cluster foram modifi-
cados é necessario recalcular as médias. Este processo se repete até que nao haja mais alteragao nos
valores das médias.

Nos problemas de analise de imagem, é normal que o vetor de caracteristicas resul-
tante da fase de extracdo de caracteristicas possua uma grande dimensao [RUI 97]. Em sistemas
CBIR é comum existir algum tipo de processamento visando reduzir esta dimensionalidade, mas
preservando a tendéncia que aquelas caracteristicas representam. Uma pratica usual é empregar
métodos estatisticos para obter momentos da imagem tais como média, desvio padrao e variancia.
Além destes métodos, técnicas de aprendizado nado supervisionado também sao empregadas para
obter uma reducao da dimensao para posterior classificagdo ou para a propria classificagao das ca-
racteristicas [MIN 96, RUI 97]. Neste trabalho executamos experimentos com clusterizag¢ao do tipo
k-Means para reduzir (quantizar) o nimero de cores numa imagem com o objetivo de reduzir o
tamanho do vetor de caracteristicas, mas mantendo um conjunto de cores que ainda representasse
a imagem original (no sentido de suas cores predominantes). No capitulo 5, se¢dao 5.2.1.2 iremos
apresentar alguns resultados da utilizacao desta técnica.

3.3 Resumo do Capitulo

Neste capitulo estabelecemos que o problema de classificagao e recuperagao de ima-
gens pode ser tratado utilizando-se uma abordagem de ML da IA. Para isto propomos a utilizagao
de dois métodos de aprendizagem, um com aprendizado supervisionado (RNAs) e outro nao su-
pervisionado (clusterizagao).

RNAs MLP sao adequadas para tratar o tipo de dado que pode ser extraido de uma
imagem (cor e histograma, por exemplo) pela sua natureza numérica (ponderagao das entradas)
estarem em um dominio continuo e serem de “baixo nivel”. A capacidade de aproximar fung¢des
nao-lineares das RN As MLP oferece boas perspectivas para a rede aprender a classificar imagens e,
sua capacidade de generalizacdo, de classificar adequadamente imagens nao vistas no treinamento
da rede (por exemplo, cenas com alteragao de iluminagao ou mudanga de perspectiva).

A arquitetura de RNAs MLP Cascade Correlation foi escolhida principalmente porque
permite determinar automaticamente a quantidade de neur6nios da camada oculta. Esta automati-
zagdo permite reduzir a complexidade dos experimentos que seriam necessarios para determinar
uma quantidade adequada de neurénios na camada oculta numa RNA MLP com algoritmos de
aprendizagem do tipo Backpropagation. Esta redugdo de complexidade vem a viabilizar a parte ex-
perimental desta dissertagao.
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Apesar de uma RNA com arquitetura MLP Cascade Correlation ser um pouco dife-
rente de uma RNA com arquitetura MLP Backpropagation, e isto poder ter uma influéncia nos estu-
dos que serao apresentados no préximo capitulo, optou-se por usar um modelo com as caracteris-
ticas de performance mais adequadas em relacdo ao nimero de experimentos previstos neste tra-
balho.

A clusterizagao nos oferece a perspectiva de utilizar um método que praticamente
nao necessita de intervengado, o que € interessante especialmente na fase de extragdo de caracteristi-
cas (quantizagao de cores).

No proximo capitulo iremos nos aprofundar em como RNAs MLP determinam as
superficies de separagdo. Iremos, partir da concepgao geométrica de como estas superficies sao es-
tabelecidas, verificar a importancia de uma fase de extracdo de caracteristicas adequada para gerar
exemplos e contra-exemplos que permita a RNA executar uma rejei¢ao confidvel de um padrao.
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4 SUPERFICIES DE SEPARACAO EM RNAS MLP

Na tarefa de reconhecimento e recuperagao de imagens é interessante que o método
empregado recupere imagens com a menor diferenga possivel entre as caracteristicas escolhidas da
imagem-exemplo com as caracteristicas das imagens-de-busca procurando evitar ao maximo falsos re-
conhecimentos. No contexto da classificagdo de imagens utilizando RNAs isto significa evitar os
falso-positivos (FP). Para que uma RNA atenda a esta necessidade nao € suficiente apenas que ela
classifique corretamente os padrdes apresentados, mas também ela deve ser capaz de rejeitar um
padrao. Para exemplificar, na Figura 4.1 temos dois padrdes, circulos representam o espago de pa-
drdes que se deseja aceitar (imagens-exemplo de latas de Coca-Cola, por exemplo) e quadrados (ima-
gens-de-fundo) que se quer rejeitar. As linhas tracejadas representam a regiao (superficie de separa-
cao que sera explicada em mais detalhes na se¢ao 4.1) ideal e/ou buscada de classificagdo. No e-
xemplo da Figura 4.1 — A, a linha sélida representa uma superficie de separagao determinada por
uma RNA ficticia que inclui os dois padrdes, portanto, estes dois padrdes sao classificados por esta
RNA como pertencentes a mesma classe (indesejavel porque nao estamos rejeitando o padrao de
quadrados). Ja na Figura 4.1 — B, a superficie de separagao determinada pela RNA ficticia é ade-
quado porque permite a rejei¢ao dos padroes dos quadrados. A partir de um estudo feito por Gori
e Scarselli [GORI 98] sobre superficies de separagao (ou a classificagdo que a RNA determina com
estas superficies) em RNAs MLP iremos neste capitulo detalhar como isto se aplica a tarefa de re-
conhecimento e classificagdo de imagens utilizando RNAs MLP.

%, Buscada %

g : Regiao Ideal - - S

Regido Obtida \_:-:&$ :
pela RNA T

Superficie de Separagao

Figura 4.1 — Superficie de separacédo para aceitar / rejeitar padrdes (circulos representam os pa-
drbes que devem ser aceitos e quadrados representam os padrdes a serem rejeitados).

4.1 Compreensdo Geomeétrica das Superficies de Separ acéo

Gori e Scarselli [GORI 98] apresentam um estudo sobre a utilizacdo de RNAs do ti-
po MLP para a tarefa de classificacdo de padrdes baseado na compreensao geométrica das superfi-
cies de separacado obtida pelo ajuste dos pesos dos neurdnios da rede. Os padroes apresentados a
uma RNA possuem um grau variado de pertinéncia (traduzido sob forma de um valor de ativagao
obtida na saida da RNA) com uma das classes para as quais a RNA foi treinada para classificar.
Quanto maior for o grau de pertinéncia em rela¢do ao roétulo atribuido a classe, maior sera a “cer-
teza” deste padrao pertencer aquela classe. Portanto, quando este grau de pertinéncia estiver abai-
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x0 de um determinado valor de limiar (no contexto de RNAs é conhecido como critério de limiar,
thresholding criteria) o padrao deve ser rejeitado. Por exemplo, seja RN uma RNA e sua saida limi-
tada por uma fungao de ativagao ao intervalo [0, 1]. Seja “1” o rétulo atribuido a classe C e um va-
lor de limiar L estabelecido em 0,8. Um padrao sera aceito como pertencente a classe C quando a
saida da rede RN for maior ou igual do que L.

Os autores apresentam uma andlise de que, ao contrdrio dos bons resultados que
varios trabalhos na area de classificagao e validagdo de padrdes utilizando RNAs MLP relatam,
RNAs do tipo MLP nao sao adequadas para serem utilizadas como classificadores quando os pa-
drdes apresentados a RNA nao se enquadram perfeitamente nas classes pré-definidas, portanto
realizando uma rejeigao confiavel do padrao. Para ocorrer uma rejei¢ao confidvel de um padrao é
necessario que as superficies de separagao sejam fechadas em torno do padrao (ver Figura 4.1 - B).
A utilizagdo do critério de limiar também é criticada pelos autores do artigo que, segundo eles, ndo
¢ adequada para a verificagdo de padrdes. Ainda segundo Gori, em redes MLP com uma estrutura
piramidal, nas quais a quantidade de neurdnios da camada oculta é menor do que a quantidade de
neurdnios de entrada, nunca irdo ocorrer superficies fechadas de classificagao. Caso a quantidade
de neur6nios da camada oculta seja maior do que a quantidade de neurdnios de entrada, ndo ha
garantia de ocorrer superficies fechadas de classificagao, e determinar esta condi¢ao é um proble-
ma da classe NP-Hard. Os autores do artigo sugerem que os casos de sucesso no uso de RNAs do
tipo MLP para a tarefa de classificagdo se devem ao pré-processamento aplicado aos dados e a na-
tureza destes.

Para exemplificar a proposta de Gori e Scarselli, treinou-se uma RNA do tipo MLP
com a topologia 2-5-1 (duas entradas, cinco neurdnios na camada oculta e um neurdnio de saida)
utilizando o algoritmo de aprendizagem backprop. Foram utilizadas duas classes para os padroes
de aprendizado que foram denominadas de Nuvem0 e Nuvem1. Para Nuvem(O o rétulo atribuido foi
“0” e para Nuveml “1”. Os padrdes foram gerados aleatoriamente com uma distribui¢do normal
em relagdao a um ponto central. O objetivo é verificar se aumentado a quantidade de padroes Nu-
vem( em torno dos padrdoes Nuveml consegue-se que a RNA determine superficies de separagao
fechadas em torno dos padroes Nuveml. Nas proximas se¢Oes iremos detalhar o que sao e como
sao visualizadas e interpretadas as superficies de separagao.

4.1.1 Superficies Abertas de Separacao (SAS)

A partir da Eq. (4.1) podemos obter as equagdes dos hiperplanos n-dimensionais
que determinam as superficies de classificagdo. No caso do exemplo a seguir a superficie € uma
reta porque a rede em questao possui somente duas entradas, o que permite que seu espago de pa-
droes de entrada possa ser representado em 2D. Da Eq. (4.1) obtém-se:

Saida > wX + Bias (4.8)

i=1
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Onde 1 é quantidade de atributos de entrada (que vem a ser a quantidade de neu-
ronios de entrada), wi é o peso sindptico do neurdnio i e Xi é o atributo (valor) de entrada no neu-

ronio i. Expandindo o somatdrio teremos uma equagao, similar a equagao da reta (Ax + By + C=0),
como segue:

X+ X 22+ Bias=0 4.9)

Que pode ser reescrito como:

(4.10)

2 T T I T T T
I T L LR L LRt R LR R PR R P TP E PR Pty EREPTPERERREES —
T e T
[T g R R R LR SRR LR PRy TY R L P E P PR TR FRTPTPERERRERES —
=
+
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@
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fird

Legenda
E(x) —_— Y1 Cad e T I

Figura 4.2 — Plano de separacéo determinado pelos pesos de um neurénio e a influéncia do Bias.

Tabela 4.1 — Tabela-resumo de decisdo do rétulo com a condicdo de saida vs. limiar.

Rotulo Estado do Neuronio de Saida Condigio

Classe Neuro6nio Ativado Saida > Limiar
Nao Classe Neur6nio Nao Ativado Saida < Limiar
--------------- Hiperplano ou Reta de Separagao Saida =0
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Figura 4.4 — Disposicao dos quadrantes adotada nos exemplos deste capitulo, origem X,y no cen-
tro.

Portanto a Eq. (4.10) nos permite para um dado valor de wi, ws, Bias obtidos no a-
prendizado visualizar como a rede responde dados valores de Xi: e X: (entradas) as retas de sepa-
racao para a RNA deste exemplo. Na Figura 4.2 podemos verificar que a equagao y(x) =0,5 *x +0
(e.g. w1 =-0,5, w2=1 e Bias = 0) divide a area dos atributos de entrada (Input 0 e Input 1) em dois
semiplanos que denominaremos de classe e ndo-classe. Cada semiplano estara associado a uma clas-
se que a RNA ird identificar (ver Figura 4.3). As retas y1(x) = 0,5 *x — 0,8 e y2(x) = 0,5 * x + 0,8 de-
monstram o deslocamento que o bias determina nos hiperplanos. A saida do neurdnio sera ativada
quando y(x) > 0, portanto o neurdnio identificou uma classe (o padrao de entrada se encontra no
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semiplano da classe). Se y(x) < 0 entdo a saida do neur6nio nao foi ativada e o padrao de entrada
estd situado no semiplano ndo-classe. A Tabela 4.1 apresenta um resumo destas condigdes.

O programa NeuSim [OSO 99], que simula o aprendizado de RNAs com backprop, foi
utilizado para treinar as RNAs utilizadas nestes exemplos e disponibiliza na forma de um arquivo
0s pesos e os bias dos neur6nios. Nos exemplos a seguir as retas plotadas, y0(x) a y4(x), represen-
tam as superficies de separagao determinadas pelos neur6nios da camada oculta, sendo obtidas
utilizando a Eq. (4.10) e o arquivo de pesos do NeuSim ap6s treino com as bases de aprendizado
criadas a partir da Nuvem0 e Nuvem]1.

Na Figura 4.5 (Caso 1) temos os padrdes de treinamento compostos por 6 exemplos
de Nuvem( e 16 exemplos de Nuvem1. Nota-se que todos os padrdes Nuvem( estao situados no 3% e
no 4° quadrante (conforme convengdo adotada na Figura 4.4). Esta distribui¢ao especifica dos e-
xemplos (tanto de Nuvem(0 como de Nuvem 1) permitiu que a RNA ajustasse as retas de forma a
dividir a superficie de separacao em duas regides. Esta divisao fica evidente na Figura 4.6. Foram
gerados padroes de entrada no intervalo [-10, 10] com passo de uma unidade para Input0 e Inputl.
Somente os padrdes que produziram uma ativagdao na saida da RNA com valor maior ou igual a
0,5 (limiar de 0,5) foram plotados. Ou seja, nesta figura estdo representados os padroes que foram
classificados pela RNA como pertencentes a classe Nuvem1. Pode-se verificar claramente que este
ajuste obtido pelas superficies de separacdo nao determina uma superficie fechada de separacao
(SES) em torno dos padroes Nuvem1. A conseqiiéncia pratica desta situacdo é que padroes que es-
tao afastados do aglomerado Nuveml (e que podem pertencer a classe Nuvem() seriam sempre
classificados como pertencentes a classe Nuvem1, caso se situassem nesta regiao acima da superfi-
cie de separagao definida.

No Caso 2, Figura 4.7, tem-se outro exemplo de uma superficie aberta de separagao
(SAS). E interessante notar a auséncia de padrdes Nuven0 no 1° quadrante do grafico o que faz
com que a RNA ndo possa determinar um plano de separagdo neste quadrante por falta de (contra)
exemplos. A Figura 4.8 (Caso 2) apresenta sobreposto aos padrdes de treinamento e as retas, os
padrdes de entrada para os quais a RNA treinada teve a sua saida ativada (padroes da classe Nu-
vem]1), utilizando valor de limiar de 0,2. Com este de valor de limiar somente os padrdes de entra-
da que produziram na saida da RNA um valor igual ou superior a 0,2 foram plotados e estes en-
contram-se na regiao (aberta) delimitada pelas retas y(0) e y(1). Na Figura 4.9 foi utilizado um va-
lor de limiar de 0,8 e comparando-se com o valor de limiar de 0,2 podemos notar que os exemplos
plotados estao todos “acima” da regido delimitada pelas retas y(0) e y(1). Podemos verificar nestes
exemplos que a RNA obteve FP.
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Figura 4.5 — Caso 1 SAS, 6 exemplos NuvemO e 16 exemplos Nuveml.
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Figura 4.6 — Caso 1 SAS, 6 exemplos NuvemO e 16 exemplos Nuvem1 e com visualizacdo de pa-
drdes classificados como Nuvem1.
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Figura 4.7 — Caso 2 SAS, 7 exemplos de NuvemO e 11 exemplos de Nuveml.
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Figura 4.8 — Caso 2 SAS, 7 exemplos de NuvemO e 11 exemplos de Nuveml e critério de limiar

de 0,2.
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Figura 4.9 — Caso 2 SAS, 7 exemplos de Nuvem0,11 exemplos de Nuvem1 e critério de limiar de
0,8.

Com estes exemplos encerramos a se¢ao de SAS onde mostramos como o ajuste de
pesos obtidos por uma RNA MLP a partir de seus exemplos de treinamento determina superficies
de separagao que podem resultar em FP durante uma tarefa de classificagdo. Na proxima secao i-
remos abordar as superficies fechadas de separagao utilizando estas mesmas RNAs, mas acrescen-
tando contra-exemplos para tentar fechar as superficies de classificagao.

4.1.2 Superficies Fechadas de Separacéao (SFS)

De acordo com Gori e Scarselli, quando a quantidade de neur6énios na camada ocul-
ta é igual ou maior do que a quantidade de neur6nios de entrada, a RNA pode vir a determinar
SFS, mas determinar esta condigao é um problema de complexidade computacional NP-Hard. Mas
os autores também demonstram que em determinadas condi¢des, quando sdo apresentados pa-
droes de treinamento mais apropriados, a RNA consegue determinar pesos que resultam numa
superficie fechada de separagao. Continuando com os exemplos da segao anterior, vamos demons-
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trar que aquela mesma RNA utilizada anteriormente pode conseguir determinar SFS em torno da
classe Nuvem].

No Caso 1, Figura 4.10, adicionou-se aleatoriamente novos exemplos de Nuvem0
que acabaram completando principalmente o 1° e 2% quadrantes. Estes exemplos permitiram que a
RNA ajustasse seus pesos de modo que se determinassem superficies de separagao (quase) fecha-
das em torno do padrao Nuvem1. Como se percebe na Figura 4.11 estes padrdes adicionados ainda
nao foram suficientes para determinar superficies de separagao suficientemente fechadas em torno
do padrao Nuveml. No contexto deste trabalho de classificacdo de imagens, vamos assumir que os
padroes Nuveml representam a classe de imagem que se deseja reconhecer. Toda a regido interna
de um perimetro imaginario em torno destes padrdes representa os exemplos possiveis (mas que
nao fizeram parte do treinamento da rede) que se deseja que a RNA classifique como pertencentes
a esta classe. Vamos assumir também que toda a regido externa a este perimetro imagindrio em
torno dos padroes Nuveml sao padroes de imagens-de-fundo e que queremos rejeitar. Se esta rede
fosse utilizada para classificar imagens, as imagens-de-fundo que estivessem nas regioes A, B, C (ver
Figura 4.11) seriam classificadas como pertencentes a classe de imagens que desejamos reconhecer,
portanto teriamos FP nestas regides e rejei¢coes de imagens-de-fundo apenas nas demais regides. Res-
salta-se que a dimensdo do vetor de caracteristicas para a tarefa de classificagdo de imagens é ele-
vado (ver secdo 2.3.3) na ordem de dezenas ou até mesmo centenas. Isto resulta numa explosao
dimensional de entradas da RNA que torna a tarefa de determinar SFS mais complexa para a
mesma.

A Figura 4.12, do Caso 2, é um exemplo de uma SFS obtida pela adigao de contra-
exemplos a partir de uma RNA que anteriormente nao determinava superficies fechadas de separa-
cao (ver Figura 4.7, Figura 4.8 e Figura 4.9). Comparando-se a Figura 4.13 com a Figura 4.14 perce-
be-se claramente a influéncia do valor de limiar. O valor de limiar de 0,8 (Figura 4.14) exclui aque-
les padrdes que possuem um grau de pertinéncia pequeno com a classe Nuvem1. Somente os pa-
drdes que estao dentro do poligono determinados por todas as retas sao classificados como perten-
centes a classe Nuveml. Este exemplo representa um caso 6timo para a tarefa de classificagao de
imagens utilizando RNAs MLP, pois as superficies de separagao permitem uma classificagdo con-
fiavel e uma rejeicao confidvel de padroes.
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Figura 4.10 — Caso 1 SFS, 20 exemplos da classe NuvemO e 16 exemplos da classe Nuveml.
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Figura 4.11 — Caso 1 SFS, 20 exemplos da classe NuvemO e 16 exemplos da classe Nuveml e

limiar de 0,5.
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Figura 4.12 — Caso 2 SFS, 31 exemplos da classe NuvemO e 11 exemplos da classe Nuveml.
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Figura 4.13 — Caso 2 SFS, 31 exemplos da classe NuvemO, 11 exemplos da classe Nuveml e li-

miar de 0,2.
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Figura 4.14 — Caso 2 SFS, 31 exemplos da classe Nuvem0O, 11 exemplos da classe Nuveml e li-
miar de 0,8.

Observando a influéncia do limiar na Figura 4.13 e na Figura 4.14 podemos notar
que um valor pequeno de limiar tem como resultado uma classificagdo “mais relaxada”, abran-
gendo uma regiao maior de padrdes. Um valor maior de limiar causa uma classificagdo mais restri-
ta. No caso de um valor de limiar pequeno é razoavel esperar-se que isto ocasione uma maior ocor-
réncia de FP enquanto que um valor muito alto de limiar, um aumento na ocorréncia de falso-
negativos (FN) durante a classificagdo. A minimizagao de FP através do aumento do valor de limi-
ar ocasiona um aumento de ocorréncia de FN. Portanto tem-se aqui um problema de otimizagao
multi-objetivo, onde a melhoria de um objetivo implica na degradagao de outro. Os valores de li-
miar que satisfazem este problema de otimizacdo estdo em um conjunto de Pareto [COS 02] que
vem a ser a fronteira (Figura 4.15) que separa o espago de solugdes possiveis das ndo possiveis.

Procuramos demonstrar nesta se¢ao o significado geométrico de SFS de classificagao
e de que maneira elas influenciam na tarefa de classificagdo de imagens. Também mostramos que
apesar das afirmagoes feitas por Gori e Scarselli, obter uma SES é factivel e que a utilizagdo de um
bom critério bem ajustado de limiar pode produzir resultados adequados e que este ajuste pode
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ser relacionado com um problema de otimiza¢ao multi-objetivo. Na proxima se¢ao iremos apresen-
tar duas alternativas para tentar fechar adequadamente as superficies de classificagao.

Falsos-negativos

Conjunto de Pareto

/ Regido das solugdes possiveis

Regido das solucdes impossivies
»
>

Falsos-positivos

Figura 4.15 — Exemplo de conjunto de Pareto para o problema do valor de limiar.

4.2 Abordagem para Fechamento de Superficies de Sep aracao

Nas se¢Oes anteriores verificamos que com exemplos adequados de treinamento e
um bem ajustado critério de limiar pode-se obter SFS ou, pelo menos, superficies quase fechadas
que podem ser adequadas para determinada aplicagdo. Com base nestas observagées propomos
duas abordagens para gerar SFS adequadas para a tarefa de classificagdo de imagens utilizando
RNAs MLP.

A primeira abordagem é denominada de “Regides de Imagens Falso-Positivo”
(RIEP). Apds o primeiro treinamento da RNA executa-se uma rodada de classificacdo na BDI. Se-
lecionam-se algumas regides de imagens da BDI que resultaram em FP. Estes FP sdo rotulados co-
mo exemplos de ndo-classe (que queremos rejeitar) e sdo adicionados aos padrdes de treinamento.
Executa-se entdo um novo treinamento da RNA e uma nova rodada de classificagdo. O processo é
repetido até que a acurdacia seja considerada satisfatoria para esta BDI. Este vem a ser um método
interativo de refinamentos sucessivos para eliminar FP. O sistema Ikona emprega uma abordagem
similar de refinamento. Apos a determinag@e métodos de extragdo e comparagdo de caracteris-
ticas, executam-se simulagdes de recuperagao na base preparada. O usudrio pode entao executar
um refinamento especificando nas imagens recuperadas, imagens como sendo exemplos positivos
ou negativosque o sistema ira utilizar para melhor refinar as pesquisas futuras. O ponto negativo
desta abordagem € a possibilidade de obter uma especializagdo demasiada e o excesso de interven-
¢ao humana. Modifica¢des no contetdo da base de imagens tornariam necessaria uma nova simu-
lagdao de recuperagao e talvez um novo refinamento. Um outro ponto negativo que poderia ser a-
pontado é o tempo necessario para executar novos treinamentos da RNA. Este argumento é valido
para RNAs MLP que utilizam backprop ou quickprop. No nosso caso utilizamos uma RNA MLP com
algoritmo de aprendizagem Cascade-Correlation que permite um aprendizado incremental [OSO
99], ou seja, todo o “conhecimento” que a RNA possuia antes sera reaproveitado (pois os pesos da
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rede estao congelados) e sera necessario treinar a RNA apenas para os novos exemplos o que resul-
ta em um tempo de treinamento significativamente inferior.

A segunda abordagem, denominada de “Nuvem de Nao-Classe” (NNC), visa au-
mentar a automatizacdo do processo de geragao de contra-exemplos. Para isso geramos uma “nu-
vem de pontos” aleatoriamente utilizando uma distribui¢ao uniforme no espago de atributos (co-
res) a exemplo da abordagem utilizada na secdo 4.1.2 Esta nuvem ird compor junto com padrdes
de ndo-classe obtidos de regides de imagens, os padrdes de contra-exemplos (imagens-de-fundo) a-
presentados a RNA. Executa-se o treinamento da RNA seguido de uma rodada de testes numa
BDI. Repete-se o processo de adicdo de NNC, treinamento e recuperagao até que a recuperacao seja
considerada satisfatdria. Este processo pode ser classificado como um método de forga bruta, mas
é factivel para a tarefa de recuperacao de imagens e como estamos utilizando RNA MLP Cascade-
Correlation continuamos aproveitando sua vantagem de aprendizado incremental.

Determinar a quantidade de novos exemplos a serem adicionados ¢ uma questao
importante, pois isto reduziria a quantidade de iteragdes. Como este problema ainda nao esta
completamente resolvido, trabalhos futuros estdao sendo delineados na dire¢ao de como determi-
nar automaticamente a quantidade ideal de padrdes na NNC. Uma possibilidade consiste em es-
timar a fronteira (no espago de atributos) dos exemplos que se deseja classificar e gerar contra-
exemplos um pouco afastados desta fronteira evitando introduzir ruido no espago dos exemplos.
Estes contra-exemplos somente precisariam ser gerados em torno desta fronteira porque estes é
que irdo determinar os hiperplanos de separagao. Na Figura 4.16 — A tem-se o exemplo de uma
classe e sua fronteira e na Figura 4.16 — B os padrdes NNC gerados em torno desta fronteira sem
invadir o interior da classe.

A N
Fronteira Fronteira
A
ST Padrdes NNC
F o . . em torno da
:‘ o Oy Interior da fronteira
‘\<> /) classe
S Interior da
classe
A B

Figura 4.16 — Exemplo de aperfeicoamento futuro para abordagem NNC.

4.3 Outras ConsideracOes Sobre o Trabalho de Gorie  Scarselli

O estudo que os autores executaram foi basicamente feito utilizando RNAs MLP
com uma camada oculta, fungao de ativagao do tipo sigmoéide monotoénica e algoritmo de apren-
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dizagem backprop. No trabalho de Gori e Scarselli sdo apresentados trés teoremas os quais iremos
comentar brevemente.

Teorema 1: Este teorema trata da influéncia que a quantidade de neurdnios na ca-
mada oculta possui sobre a possibilidade de a RNA conseguir um ajuste de pesos de forma a de-
terminar uma SFS. Caso esta quantidade seja inferior a quantidade de neurdnios de entrada a RNA
nao ird conseguir determinar uma SFS para as classes.

Se a quantidade de neurdnios na camada oculta for igual a quantidade de neur6nios
de entrada, entdo o tipo de funcao de ativagao adotado possui influéncia na capacidade de se obter
uma SFS. Se a funcdo de ativagao for monotdnica entdao nao serd possivel a RNA determinar uma
SES, independente do ajuste de pesos.

No caso da quantidade ser maior, existe a possibilidade de se obter uma SFS que
depende dos ajustes dos pesos sindpticos que a RNA ird conseguir com os padrdes de treinamento.

Teorema 2: Nenhum critério de rejeicao baseado somente no valor de limiar pode
“transformar” uma SAS em uma SFS, mesmo que a RNA possua mais de uma camada oculta ou
mais de um neurdnio de saida (classificagao de varias classes numa mesma RNA).

Teorema 3: A capacidade de uma RNA em determinar SFS ndo depende do tipo de
funcao de ativagao sigmoide adotada para os neur6nios da camada oculta. Esta capacidade é prin-
cipalmente determinada pela arquitetura adotada e pelos valores dos pesos sinapticos.

Um ponto que nao é tratado no trabalho de Gori e Scarselli é o significado dos limi-
tes inferior e superior dos atributos que compdem os padrdes de entrada tem nas superficies de
separagao. Por exemplo, a representagado numérica de uma cor no sistema RGB esta compreendida
no intervalo [0, 255]. Como ndo existem valores fora deste intervalo no sistema RGB podemos as-
sumir que estes limites determinam um hiperplano de separagao no limite inferior e superior para
o atributo. Portanto, mesmo com apenas um hiperplano é possivel determinar uma SFS (Figura
4.17) independentemente da quantidade de neurdnios da camada oculta ser inferior aos de entra-
da. Esta SFS provavelmente nao sera uma superficie que ird minimizar a ocorréncia de FP, mas é
uma superficie fechada.
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SFES determinado /’A\\ Hiperplano
pelo hiperplano o . determina-
da RNA e pelos et “ do pela
limites dos atribu- Rl N RNA.
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Figura 4.17 — SFS no cubo RGB determinada por um hiperplano e pelos limites dos atributos.

Outro ponto que se deve considerar é que uma RNA MLP Cascade-Correlation nao é
uma MLP “tradicional”. Cada um de seus neur6nios da(s) camada(s) oculta(s) possui ligagdo com
os neurdnios de entrada (atalhos) e com os outros neurénios das outras camadas ocultas. Portanto
faz-se necessario um estudo mais aprofundado se o trabalho de Gori e Scarselli aplica-se totalmen-
te neste tipo de RNA MLP.

Os autores sugerem que entre as alternativas para o problema das superficies de se-
paracgdo na verificagdo de padrdes utilizando RNAs pode-se utilizar RNAs de Fungao de Base Ra-
dial (Radial Basis Function, RBF) [HAY 01] que determinariam SFS. Porém, RNAs do tipo RBF pos-
suem algumas caracteristicas que ndo as tornam uma solugao superior a RNA MLP no contexto
deste trabalho. As RNA RBF executam um particionamento (clusterizacdo) do espago dos padrdes
de entrada através de hiperelipsdides, construindo aproximadores locais. A quantidade de parti-
¢oes em uma RNA RBF é determinada pela quantidade de neur6nios da camada oculta. O tama-
nho do raio dos hiperelipsdides esta diretamente relacionado a quantidade de partigdes. Se for de-
terminado no projeto da rede varias parti¢oes (Figura 4.19 — B), é possivel que o tamanho do raio
seja pequeno e o particionamento ndo enquadre todos os exemplos ou a ocorréncia de uma especi-
alizacao nos padroes apresentados a RNA durante o treinamento (overfitting, maior ocorréncia de
FN). Caso sejam determinadas poucas parti¢des a tendéncia é que o raio seja maior e enquadre re-
gides que nao sdao adequadas, portanto existindo ainda a possibilidade de ocorréncia de FP (Figura
4.19 - A). Estes comportamentos sdo determinados pelo tipo de algoritmo de aprendizagem utili-
zado no projeto da RNA RBF e através de ajustes de parametros de aprendizado.

Existem situacdes de classificagbes de padroes que sdao problematicas para uma
RNA RBF executar (Figura 4.18). Nestes exemplos o problema esta na regidao central que nao pos-
sui padroes e na dificuldade de se criar um hiperelipséide com um “furo” no meio.
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Figura 4.19 — Exemplo de duas possibilidades de classificagdo em uma RNA RBF que dependem
do algoritmo de aprendizagem. Em A temos maior ocorréncia de FP e em B maior ocorréncia de
FN.

4.4 Resumo do Capitulo

Neste capitulo apresentamos uma explicagdo do porqué em alguns casos os resulta-
dos obtidos utilizando RNAs MLP na tarefa de classificagdo e/ou verificacdo de padrdes podem
nao ser satisfatorios mesmo que no treinamento da RNA a taxa de generalizagdo tenha sido consi-
derada boa. Esta explicagao esta baseada na compreensao geométrica das superficies de separacgao
que os pesos sinapticos ajustados pela RNA durante o treinamento determinam no espago n-
dimensional dos padrdes. Quando estes pesos determinam uma SFS, a RNA ¢é capaz de rejeitar
padroes adequadamente, ou seja, minimizando a ocorréncia de FP ou até mesmo eliminando-os. A
possibilidade de ocorrer uma SFS para RNAs MLP é basicamente determinada pela arquitetura
adotada. No caso de RNAs MLP com algoritmo backprop este estudo mostra alternativas de como
estimar a quantidade de neurdnios necessaria na camada oculta, que, conforme comentamos na
se¢do 3.1.2, ainda é um problema com poucos estudos feitos até o momento.

Com a utilizagdo de um pré-processamento adequado nos sinais de entrada que irdo
gerar os padroes de treinamento é possivel que uma RNA MLP venha a determinar SES. Isto refor-
¢a a importancia de um estudo e experimentagao de técnicas de pré-processamento a serem desen-
volvidos pelo responsavel pela preparagao dos padroes de treinamento quando se utiliza RNAs
MLP. Deve-se considerar uma preparagao cuidadosa nos padrdes, tanto de exemplos quanto de
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contra-exemplos, visto que os contra-exemplos podem efetivamente contribuir para a obtencao de
SFS. Para isto apresentamos duas alternativas para geragao de contra-exemplos que julgamos ade-
quadas para a tarefa de classificacdo de imagens com RNAs MLP.

No proximo capitulo iremos apresentar o programa que implementa as técnicas de
IA para classificagao e recuperagao de imagens que foram apresentados até agora e os resultados
que obtivemos.
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5 CLASSIFICACAO E RECUPERACAO DE IMAGENS
UTILIZANDO RNAS MLP CASCADE-CORRELATION

Para a aplicacdo das técnicas de classificagdo e recuperagao de imagens apresenta-
das neste trabalho utilizando técnicas de IA foi desenvolvido o programa Image Matching (IMatch).
O IMatch foi desenvolvido em Visual C++ versdo 6.0/MFC para a plataforma Windows. Para al-
gumas tarefas especificas foram utilizados cédigos-fonte e bibliotecas disponiveis em dominio pu-
blico. Para a importagao e manipulagdo (acesso a memoria que contém os pixels) das imagens no
IMatch foi utilizada a biblioteca Freelmage! desenvolvida por Floris van den Berg e que esta dispo-
nivel para utilizagdo e modificagdo através da licenca GNU General Public License. Para clusteriza-
¢ao com método k-Means utilizou-se a implementacdo (em formato bindrio) disponivel na dynamic
link library (DLL) mva.dll que compdem o software de computacdo estatistica R? em sua distribui-
¢ao para a plataforma Windows. O gerador de niimeros de aleatorios utilizado na inicializagao das
médias no k-Means e geragdo da NNC foi a biblioteca de classes em linguagem C++ NewRan v.2.0
desenvolvida por Robert Davis3. O cddigo-fonte para o algoritmo de reducdo de cores Median Cut
foi desenvolvido por Anton Kruger* em linguagem C e foi modificado para permitir que seja possi-
vel utilizar outro nivel de quantiza¢do diferente de 256. O programa utilizado para simular o a-
prendizado de uma RNA MLP Cascade-Correlation foi o NeuSim desenvolvido por Osdrio [OSO 99].
Por fim, o SimNeu [OSO 99] é um simulador de RNAs que usa uma rede previamente treinada pelo
NeuSim e realiza a ativagao da rede a fim de classificar os padroes que lhe sdo apresentados e que
pode ser integrado a outros softwares.

O IMatch permite a escolha de um entre trés métodos de pré-processamento a ser
aplicado nas imagens para gerar o vetor de caracteristicas. Na descri¢ao destes métodos, 1 é o nivel
de quantizagao de cor adotado. O primeiro tipo, denominado T1, é um vetor formado apenas pelo
HC ap6s a imagem ter sido quantizada pelo método Median Cut e o tamanho deste vetor é n. No
segundo método, T2, o vetor de caracteristicas é formado apenas pelas n triplas de componentes
das cores apds a imagem ter sido quantizada pelo método k-Means. O tamanho do vetor do método
T2 é n*3. O método T3 gera um vetor de caracteristicas composto pelo HC (histograma de cor) e
com as triplas de componentes das cores da imagem quantizada com Median Cut. O tamanho do
vetor deste método é n*4. Para todos os trés métodos é possivel utilizar o sistema de cor RGB ou
HSV.

A interface do IMatch (Figura 5.1) é composta por quatro vistas: em (a) configuram-
se 0s parametros de sistema de cor, método de redugao de cor e valor de quantizagao, tamanho da
imagem-de-treinamento, passo da janela de varredura e quantidade de entradas e saidas da RNA; na
vista (b) visualiza-se a imagem-de-busca e as regides da imagem-de-busca identificadas que contém a

1 http://freeimage.sourceforge.net/, data da ultima visita em 14/05/2003.
2 http://cran.r-project.org/, data da tiltima visita em 14/05/2003.
3 http://www.robertnz.net/download.html, data da tltima visita em 14/05/2003.

4 http://www.ddj.com/ftp/1994/1994.09/color.zip, data da tltima visita em 14/05/2003.
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imagem-exemplo; a vista em (c) apresenta uma pré-visualizagao da imagem-de-busca e também per-
mite a inspe¢ao de uma regiao da imagem-de-busca com as cores reduzidas com o algoritmo Median
Cut; a vista (d) apresenta mensagens diversas do sistema.

#&- IMatch -

Eile Wiew Aprender Procurar  Exportar Help
O E = | ®
Sigterna de Cor
+ RGB " HsY . .
. (b) Janela de visuali-
étodo Quantizagdo - .
7 Uniforme ® Median Cut Zagao de lmagens-de-
v Maomalizar Wetor de Caracteristica busca

I Ewport. Img. Rgn. Quantiz.
[~ Export. Img. Rgn.

Nic. Cores R (a) Configuragao
Tam Janela E de parametros
Tam.Janela’y E4 /

Paszo de Yaredura em 32
Paszo de Yarredura em v a2
Mro. Entradag ANN 20

Mro.Saidas ANN ‘2
Tolerancia de Saida da ANN 088 (c) Janela de pré-visualizagao da
Dir. Imagens I MeuSim CFG I imﬂgem—de—buscﬂ / anélise pOI‘
Dir. NeuSim CFG regiéo
~ (d) Janela de visualizacao de

mensagens

Conf. Global Exportar Procurar |
Rect; 12;267 (LM j

Figura 5.1 — Interface principal do IMatch.

A seguir listaremos as funcionalidades implementadas no IMatch:

» Composicao do vetor de caracteristicas:
0 Somente histograma de cor em RGB ou HSV;
0 Somente clusters de cores (k-Means) em RGB ou HSV;

0 Vetor de caracteristicas composto por histograma de cores e cores
quantizadas através de Median Cut em RGB ou HSV;

* Meétodo de ordenacao do vetor de caracteristicas:

0 Por distancia euclidiana da cor em RGB a partir da origem do cubo
RGB;

0 Permutagao das n-cores quantizadas;

0 Ordenacao por valor do histograma de cores;
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* Visualizacdo do vetor de caracteristicas (nuvem de pontos de cores) em
VRML:

0 Nuvem de pontos de cores de vdrias imagens em um mesmo VRML;
0 Nuvem de pontos de cores no cubo no RGB ou no hexacone HSV;

0 Nuvem de pontos de cores com os clusters (k-Means) no cubo RGB
ou no hexacone HSV;

¢ Conversao do sistema de cor RGB < HSV;

* Quantizagao de cores por método Median Cut ou uniforme;
¢ Nuvem de Nao-Classe:

0 Gerar Nuvem de Nao-Classe por distribui¢do uniforme de cores no
espaco de cores;

0 Gerar Nuvem de Nao-Classe por distribui¢do uniforme de cores com
saturagao de histograma;

* Regides de Imagens Falso-Positivo:

0 Captura e salvamento automatico de regido FP durante reconheci-
mento;

0 Captura por coordena de imagem;

* Geracao de exemplos (janelamento) de imagens-de-treinamento a partir de
uma imagem,;

* Visualizacdo das regides FP, FN e C ap6s reconhecimento;

» Fase de reconhecimento e classificacao de imagens pode ser interativa ou em
lotes;

+ Contagem automatica de regides e imagens recuperadas do tipo FP, FN e C.

5.1 Metodologia

Foram preparadas trés BDI com imagens-de-treinamento e imagens-de-fundo para exe-
cutar o treinamento da RNA. Sendo que 2/3 das imagens sao para aprendizado e 1/3 para teste de
generalizacdo. Todas as imagens-de-treinamento e imagens-de-fundo possuem dimensdo de 64 x 64
pixels, resolucdo de cores de 24 bpp (16 milhdes de cores) e formato de arquivo PNG (Portable
Network Graphics).

A preparagao das imagens-de-treinamento e imagens-de-fundo (Figura 5.2) utilizadas
para o treinamento da RNA é feita a partir de varias regides de imagens que contém o objeto a ser
aprendido. Destas imagens se extraem regioes de dimensdes iguais (no caso 64 x 64 pixels). O pro-
cesso é automatizado para extrair regides deslocadas definidas pelo passo de varredura em Xe Y
a partir da origem da imagem como se fosse uma janela que varre toda a imagem extraindo estas
regides.
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Duas regides extraidas
da imagem

Imagem que contém o
objeto a ser aprendido

Figura 5.2 — Exemplo da preparacao das imagens utilizadas no treinamento da RNA.

Para o treinamento das RNAs foram executadas vinte e cinco simula¢des de apren-
dizagem da RNA utilizando como critério de parada 100% de acerto nos exemplos de aprendiza-
do. Destas vinte e cinco simula¢des aquela que obteve o melhor indice de generalizagao € treinada
novamente (mantendo a semente de incializagdo desta simulagdo) com critério de parada na me-
lhor época. Esta RNA ¢é que sera utilizada para a classificagao de imagens.

Definimos genericamente de Classe a um padrdo que causou a ativagdo da RNA (ti-
picamente imagens similares a imagens-de-treinamento) e o rétulo associado € “1 0”. Ndo-Classe sao
imagens classificadas pela RNA como imagens-de-fundo e seu rétulo é “0 1”.

O IMatch “procura” por imagens-de-treinamento aprendidas pela RNA utilizando
uma “janela” que percorre a imagem-de-busca a partir de sua origem até o fim no sentido da es-
querda para direita e de cima para baixo. Esta janela possui a mesma dimensao dos padrdes utili-
zados para treinar a RNA e o seu passo de deslocamento em X e Y € ajustavel de forma que seja
possivel obter sobreposicao com a janela anterior. O contetido pré-processado pela aplicacao de
um dos trés métodos descritos (T1, T2 ou T3) de cada uma destas janelas é que ird compor os pa-
drdes de entradas apresentados a RNA.

A verificagdo de performance para a redugao de FP por imagem nos experimentos é
feita através da contagem de regides classificadas como Classe (C), regides FP e de FN. Para a au-
tomatizagdo da avaliacdo dos experimentos baseada em um critério consistente (e nao baseado na
interpretagao do usudrio), para determinar se a regido de uma janela de procura classificada pela
RNA ¢é FP, FN ou C, se implementou no IMatch uma ferramenta que permite anotar nas imagens
uma ou mais regides retangulares que contém o padrao C e salvar estas coordenadas em um ar-
quivo associado a imagem. Estas regides sao utilizadas durante o reconhecimento para automati-
zar a contagem da ocorréncia de FP, FN e C. Quando o contetido de uma regido da imagem causa
a ativagao da RNA para do tipo C, se verifica a interseccao deste retangulo com os retangulos ar-
mazenados. Se a drea do retangulo resultante da intersec¢do for maior ou igual a um valor confi-
gurado pelo usuario esta regido sera contada como sendo tipo C. Caso contrario sera contada como
um FP. Conta-se como FN quando uma regido € classificada pela RNA como sendo Nao-Classe
(NC) ou a saida é desconhecida (i.e. os valores da saida da RNA nao configuram nenhum rétulo
apos a aplicagao do critério de limiar), e esta regido possui interseccdo com alguns dos retangulos
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anotados na imagem. Devido a sobreposicdao da janela de procura, regides C, FP e FN podem
possuir mais de uma contagem por padrao (Figura 5.3).

02 Classe e
01 FN
01 Classe e
04 FP
02 Classe e
02 FP

Figura 5.3 — Exemplo de contagem multipla para regides de C e FP e FN devido a sobreposicao
da janela de procura. Tem-se a contagem total: 05 Classe (C), 06 falso-positivo (FP) e 01 falso-
negativos (FN).

A verificagao de performance de recuperagao de imagens é feita através dos seguin-
tes critérios:

1. Ocorrendo pelo menos uma regidao da imagem classificada como C a ima-
gem é contabilizada como recuperada do tipo C (portanto que possuiu o pa-
drao procurado). Neste caso ndo se contabilizam regices de FP e/ou FN que
possam ter ocorrido na imagem;

2. Ocorrendo pelo menos uma regidao FP e nenhuma C a imagem ¢é contabili-
zada como imagem recuperada do tipo FP. A ocorréncia de regides FN na
imagem nao é contabilizada neste caso;

3. Ocorrendo pelo menos uma regidao FN e nenhuma C e/ou FP a imagem ¢é
contabilizada como sendo nado recuperada do tipo NC. Esta imagem possuia
o padrao procurado, mas a RNA nao o reconheceu.
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5.2 Experimentos

Os experimentos com os métodos T1 e T2 somente foram executados para a BDI BO
em RGB, ambos com reducao de cor para cinco cores sem a aplicacao das abordagens RIFP e NNC.
Apresentamos estes dois métodos com o intuito de demonstrar a evolucado das técnicas utilizadas
neste trabalho, que comecou utilizando-se apenas o HC, em seguida, somente os indices das cores
ap6s a redugao de cores com clusterizagao k-Means e, por fim, a combina¢do do HC com o indice
das cores apds a redugao de cores com Median Cut. Na Tabela 5.1 apresentamos um resumo dos
experimentos que serdo apresentados neste capitulo. A utilizacdo dos métodos T1 e T2 foi descar-
tada com base nos resultados apresentados a seguir e em outros experimentos anteriores que nao
sdo apresentados neste trabalho. Verificou-se que estes métodos apresentaram uma performance
inferior ao método T3.

Tabela 5.1 — Resumo dos experimentos a serem apresentados.

Método | BDI Descric¢do Quantizagio Abordagem Sistema
do Método de Cores de Cor
T1 B0 Histograma de Cores 5 Treino Inicial RGB
T2 BO k-Means 5 Treino Inicial RGB
T3 B0 | Median Cut e Histograma de Co- 5 Treino Inicial / RIFP / RGB/
res NNC HSV
T3 Bl | Median Cut e Histograma de Co- 5 Treino Inicial / RIFP / RGB
res NNC
T3 B2 | Median Cut e Histograma de Co- 5 Treino Inicial / RIFP / RGB
res NNC

As tabelas de médias e desvios padrdes, como por exemplo a Tabela 5.3, apresentam
a média e o desvio padrao do numero de épocas de aprendizagem, da melhor época de generaliza-
¢ao e da taxa de generalizagdo da RNA para vinte e cinco simulagdes da RNA, exceto para BDI BO
na qual foram executadas cinco simulagoes. Estes valores sdo apresentados para o treino inicial da
RNA e, para o método T3, para as duas iteragdes de RIFP e duas iteragdes de NNC.

Nas tabelas de treinamento da RNA (por exemplo,

A coluna generalizacio da tabela acima (e tabelas similares) refere-se a taxa de gene-
ralizagdo, ou seja, o percentual de acertos na classificagdo dos exemplos da base de teste.

Tabela 5.4) apresentamos a melhor simulagao da RNA (considerando a taxa de ge-
neraliza¢do como critério) sendo os pesos desta a que foi utilizada no IMatch para o reconhecimen-
to.

Nas tabelas de totalizagdao, FP(0), FN(0) e C(0) é a contagem de FP, FN e C para o
treinamento inicial da RNA, i.e., onde ndao foram empregadas as abordagens RIFP e NNC para fe-
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chamento de superficies. RIFP FP(it), RIFP FN(it) e RIFP C(it) sao as contagens de FP, FN e C para
a abordagem RIFP apos it iteragdes do método. NNC FP(it), NNC FN(it) e NNC C(it) sao as con-
tagens de FP, FN e C para a abordagem NNC ap0s it iteragoes do método. Para cada imagem ¢é in-
dicada a quantidade minima de padrdes que existem na imagem, como indicado entre parénteses
ao lado de cada imagem.

5.2.1 Selecédo do Método de Extracao de Caracteristicas (BDI BO)

A BDI B0 é uma base onde foram geradas de forma artificial as imagens-de-
treinamento em um software de edigdo de graficos com padrdes geométricos simples tais como: di-
agonais, elipses e quadrados com cinco cores somente. Esta é uma BDI “controlada” para verificar
a adequagao da abordagem proposta utilizando RNAs. Seu objetivo é determinar qual o método
de extragao de caracteristicas que permite uma maior redugao na ocorréncia de regides de imagens
FP. Também se pretende verificar a capacidade de reconhecimento de padrdes que possuem dife-
rentes niveis de rotacao, transla¢do e, em condigao mais restrita, a escala e sobreposigao parcial dos
padrdes.

Para os experimentos utilizaram-se 42 exemplos de C (Fig. Anexo A5) e 42 exemplos
de NC (Fig. Anexo A6) para compor a base de aprendizagem e 21 exemplos de C (Fig. Anexo A7) e
21 exemplos de NC (Fig. Anexo A8) para compor a base de teste de aprendizagem. Foi executada
uma redugao de cor para 5 cores com o algoritmo de Median Cut [GOM 94] em RGB e HSV. O pas-
so de varredura da janela de procura em X, Y utilizado foi (20, 20) pixels, valor de limiar de 0,90 e
area de intersec¢ao do retangulo da janela de procura com os retangulos de Classe anotados nas
imagens-de-busca maior ou igual a 75%.

Para os testes de classificacdo foram preparadas quinze imagens nas quais foram in-
seridas imagens-exemplo que nao fizeram parte do treinamento da RNA (Fig. Anexo A9). Seis destas
imagens sao fotografias da BDI Miscellaneous do Signal and Image Processing Institute da University of
Southern Californial. Cinco imagens s&do do tipo clipart e obtidas do CD Media Content Office XP-
Clipart 1 e as restantes do CD Media Content Office XP-PHOTO1. As imagens-exemplo foram inseri-
das nas imagens aplicando-se rotagao, alteragao de escala e sobreposicao.

5.2.1.1 Sistema de cor RGB, 5 cores, método T1

Este experimento utiliza somente o HC para compor o vetor de caracteristicas. Apds
a aplicagao da redugado de cores com Median Cut calcula-se o HC com base na paleta de cores gera-
da. O vetor de caracteristicas contendo o HC é entdo ordenado por ordem crescente de valor de
freqiiéncia de ocorréncia e normalizado para o intervalo [0, 1]. Como o Median Cut executa a redu-
¢ao de cores no sistema RGB e o HC é calculado pelo indice da paleta gerada e nao pelas compo-

1 http://sipi.usc.edu/services/database/database.cgi?volume=misc, data da tltima visita em 01/06/2003.
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nentes de cor, ndo existe diferenga entre o HC para o sistema RGB e HSV. Sendo assim, este expe-
rimento nao foi executado para sistema de cor HSV.

Para uma reducao de cores a n cores, o tamanho do vetor de caracteristicas deste
método é n. A Tabela 5.2 apresenta um exemplo do vetor de caracteristicas obtido com a utiliza¢do
método T1, histograma de cores onde:

1. HCi é a contagem de ocorréncia da cor Cori (cor obtida pelo Median Cut com
a menor freqiiéncia de ocorréncia);

2. HC:é a contagem de ocorréncia da cor Cor: (cor obtida pelo Median Cut com
a segunda menor freqiiéncia de ocorréncia);

3. ..

4. HCx é a contagem de ocorréncia da cor Corn (cor obtida pelo Median Cut com
a maior freqiiéncia de ocorréncia).

Tabela 5.2 — Exemplo da composi¢éo do vetor de caracteristicas apresentado como entrada a
RNA para o método T1 (Histograma de Cores).

Método Entradas Saida/
Rétulo

T1 HC1 | HC2 | HC3 HC. | C1 C2
0,03 0,10 0,23 0,45 1 0

A utilizagdo do HC como primeira tentativa foi fundamentada na revisao bibliogra-
fica feita, que apontava o HC como um dos métodos mais utilizados em CBIR e reportado como
um método satisfatdrio para a recuperacao de imagens [ANT 02] [BRU 99].

Tabela 5.3 - Médias e desvios padrbes do treinamento de cinco RNAs para BDI BO, RGB 5 cores,
T1.

Epocas de Aprendizagem | Melhor Epoca | Generalizagio (%)
Média 2614,800 1380,400 84,285
Desvio Padrio 843,300 1081,185 1,304

A coluna generalizagio da tabela acima (e tabelas similares) refere-se a taxa de gene-
ralizacao, ou seja, o percentual de acertos na classificagao dos exemplos da base de teste.

Tabela 5.4 — Melhor treinamento da RNA para BDI BO, RGB 5 cores, T1.

Treino Inicial
Epocas de Aprendizagem 1650
Melhor Epoca 1104
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Melhor Generalizagio (%) 85,714
Neuronios de Entrada + Ocultos 5
Neuronios Adicionados 4
Semente 1054908379

Na coluna Imagem da Tabela 5.5 tem-se as quinze imagens utilizadas para o reco-
nhecimento, a quantidade de padrdes inseridos na imagem esta indicada entre parénteses. Para
um exemplo desta ver a figura Fig. Anexo A9.

Tabela 5.5 - Totalizacdes de regides FP, FN e C para treino inicial da RNA. - BDI BO, RGB 5 co-

res, T1.

Imagem (total de padrées) | FP©) | EN() | C(0)
BO CP_01 (1) 3 3 0
BO_CP_02 (3) 61 1 1
BO _CP_03 (3) 46 14 2
BO _CP_04 (3) 2 2 4
BO_CP_05 (3) 196 11 3
BO_CP_06 (4) 7 15 6
BO_CP_07 (3) 14 8 7
BO_CP_08 (2) 60 7 2
BO_CP_09 (3) 228 5 7
BO CP_10 (3) 97 5 7
BO_CP_11 (6) 53 13 4
BO CP_12 (4) 63 10 5
BO CP_13(3) 79 3 5
BO_CP_14 (4) 65 5 4
BO_CP_15(3) 127 7 6

Média 73,400 | 7,267 | 4,200
Desvio Padrio 66,582 | 4,464 | 2,242

Verifica-se que com uma taxa de generalizagao de aproximadamente 85% a ocorrén-
cia de FP e FN ¢ elevada. O HC possui somente a freqiiéncia de ocorréncia da cor, mas nao a in-
formacado da cor em si. Portanto regides da imagem que tenham freqiiéncia similar as do padrao
aprendido, mas com cores diferentes, sao classificadas erroneamente. A falta da informacao da cor
associada ao HC nos levou a realizar experiéncias com o método T2 que serd apresentado na pro-
xima secao.

5.2.1.2 Sistema de cor RGB, 5 clusters, método T2

Visando uma melhor compreensao do significado dos padrdes que estavam sendo
apresentados a RNA procurou-se uma maneira de visualiza-los espacialmente. Assumindo que
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padrodes do tipo C ocupam uma regido “préxima” no espago de cor adotado porque possuem cores
e proporgao de cores semelhantes, e que padrdoes NC nao possuiriam esta semelhanga espacial, ex-
portou-se em VRML as componentes da cor para cada pixel do padrao (o indice de cada pixel pos-
sui uma correspondéncia espacial no sistema de cor, conforme foi visto na se¢ao 2.2.1.2) gerando
uma nuvem de pontos em 3D.

A anadlise visual de algumas das nuvens geradas indicou que padrdes semelhantes
ocupavam uma regido aparentemente semelhante no espago de cor. Também se verificou que algumas
nuvens apresentavam uma translacao no espaco de cor, a qual foi atribuida a diferenga no grau de
iluminagdo entre as cenas. Como resultado desta analise se procurou um método que permitisse
encontrar uma quantidade reduzida de pontos (i.e., protétipos, centrdides dos aglomerados) que
caracterizassem a nuvem. Métodos de clusterizagdo possuem esta capacidade (ver segao 3.2) onde
optou-se pelo método k-Means [THE 98]. Nas figuras Fig. Anexo Al e Fig. Anexo A2 pode-se vi-
sualizar duas nuvens de pontos em RGB com o0s seus respectivos centréides (cinco centroéides). Os
padroes a partir das quais as nuvens foram geradas sao oriundos do mesmo objeto (lata de Coca-
Cola), mas de imagens com rotagao diferente da lata. Nota-se que a “forma” da nuvem permanece
similar entre as duas cenas, mas alguns centrdides sofreram uma translagdo dentro da nuvem. As
figuras Fig. Anexo A3 e Fig. Anexo A4 apresentam duas nuvens de pontos de Ndo-Classe onde po-
de-se verificar que suas formas sdao bem distintas.

O vetor de caracteristicas do método T2 contendo somente os centrdides é ordenado
por ordem crescente de valor da distancia euclidiana de cada centréide e normalizado para o in-
tervalo [0, 1]. Para uma clusterizagdo a n centrdides, o tamanho do vetor de caracteristicas deste
método é n * 3. Na Tabela 5.6 apresentamos um exemplo do vetor de caracteristicas obtido com a
utilizacao método T2, redugdo de cores com método k-Means onde:

1. Rcy, Gey, Ber sao os centréides de Red, Green e Blue da cor Cors;
2. R, Ge, Be2 sdo os centrdides de Red, Green e Blue da cor Cory;
3. ..
4

Recn, Gen, Ben 530 0s centrdides de Red, Green e Blue da cor Corn.

Tabela 5.6 - Exemplo da composicéo do vetor de caracteristicas apresentado como entrada a
RNA para o método T2 (clusterizacdo k-Means).

Método Entradas Saida/
Rétulo

T2 Rc (&) Ba Re2 (&) B2 s Rcn | Gen | Ban | C1 C2
0,0 0,90 0,0 030 | 045 | 09 01| 04|03 1 0

Durante a geragao das bases de aprendizado e de teste para BDI B0 verificou-se que
a clusterizacdo com k-Means nao é adequada para imagens que possuem pouca variagao de cores.
Nestes casos, nem sempre o algoritmo k-Means consegue inicializar cada centréide com valores di-
ferentes dos outros centroéides, o que causa que o algoritmo seja encerrado prematuramente com
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erro. Como a incializacdo dos centroides é aleatdria e existem muitos valores iguais no vetor de
entrada, alguns centrdides sdo inicializados com valores iguais, sendo esta uma caracteristica do
algoritmo utilizado.

Dos 42 exemplos de aprendizado, o método conseguiu clusterizar apenas 23. E dos
21 exemplos de teste, apenas 15 foram clusterizados. Para cada imagem tenta-se até 4.000 vezes
clusterizar com sucesso a imagem antes de finalizar o processo com a indica¢dao de insucesso da
clusterizacgao.

Tabela 5.7 — Médias e desvios padrbes do treinamento de cinco RNAs para BDI BO, RGB 5 clus-
ters, T2.

Epocas de Aprendizagem | Melhor Epoca | Generalizagio (%)
Média 170,000 88,400 87,222
Desvio Padriao 10,886 67,652 1,521

Tabela 5.8 — Melhor treinamento da RNA para BDI BO, RGB 5 clusters, T2.

Treino Inicial
Epocas de Aprendizagem 169
Melhor Epoca 160
Melhor Generalizagio (%) 88,888
Neuronios de Entrada + Ocultos 15
Neuronios Adicionados 0
Semente 1055127292

Tabela 5.9 - Totalizacdes de regibes FP, FN e C para treino inicial da RNA, BDI BO, RGB 5 clus-

ters, T2.

Imagem (total de padrées) | FP) | EN(0) | C(0)
BO CP_01 (1) 12 0 3
BO_CP_02 (3) 52 0 2
BO_CP_03 (3) 282 3 13
BO _CP_04 (3) 133 0 6
BO _CP_05 (3) 54 2 12
BO_CP_06 (4) 273 0 21
BO_CP_07 (3) 136 3 12
BO _CP_08 (2) 6 4 5
BO_CP_09 (3) 64 0 12
BO_CP_10(3) 45 4 8
BO_CP_11 (6) 55 4 13
BO_CP_12 (4) 29 10 5
BO CP_13 (3) 9 6 2
BO_CP_14 (4) 12 5 4
BO_CP_15 (3) 172 5 8

Média 88,933 | 3,067 | 8,400
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Desvio Padrio 91,494 | 2,865 | 5,343

Como podemos verificar na Tabela 5.9, 0 método T2 possui uma ocorréncia média
de regides FP maior que o método T1 (ver Tabela 5.5) apesar da taxa de generalizagao obtida no
treino da RNA ser maior para o método T2. Contudo, a ocorréncia de regides FN é menor e a ocor-
réncia de regides C é maior que no método T1. Numa andlise estatistica (ndo apresentada neste
trabalho) que foi executada a partir dos cinco centréides obtidos de regides de latas de Coca-Cola,
verificou-se que o desvio padrao para cada componente de cor de cada centréide era elevado (co-
mo também pode ser verificado na Tabela 5.9). Isto demonstra uma grande variacdao dos centrdides
que, em uma analise visual inicial, indicavam ocupar regides aparentemente semelhantes.

A partir destes resultados, verifica-se que a freqiiéncia de ocorréncia de cores é uma
informagcao util, além das cores. Sendo assim, o método T3, que é composto pelo HC e indices de
cores quantizadas, é proposto como uma conseqiiéncia natural de aprimoramento das técnicas de
pré-processamento utilizadas.

5.2.1.3 Sistema de cor RGB, 5 cores, método T3

O objetivo deste experimento € verificar a performance do método T3 e compara-lo
com os métodos T1 e T2.

O vetor de caracteristicas do método T3 contém o HC com as triplas de componen-
tes das cores da imagem quantizada com Median Cut. Portanto, para uma reducao de cores a n co-
res, o tamanho do vetor de caracteristicas resultante é n * 4. Este vetor é ordenado por ordem cres-
cente do valor de freqiiéncia de ocorréncia e normalizado para o intervalo [0, 1]. Na Tabela 5.6 a-
presentamos um exemplo do vetor de caracteristicas obtido com a utilizacdo método T3 onde:

1. HCié a contagem de ocorréncia da cor Cor: (cor obtida pelo Median Cut com
a menor freqiiéncia de ocorréncia);

2. HC:é a contagem de ocorréncia da cor Cor:z (cor obtida pelo Median Cut com
a segunda menor freqiiéncia de ocorréncia);

3. ..

b

HCx é a contagem de ocorréncia da cor Corn (cor obtida pelo Median Cut com
a maior freqiiéncia de ocorréncia).

Rci, Gey, B sdo os centroides de Red, Green e Blue da cor Cory;

Re2, Gz, B2 sdo os centrdides de Red, Green e Blue da cor Corz;

vy

® N o O

Rcn, Gen, Ban 830 0s centroides de Red, Green e Blue da cor Corn.
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Tabela 5.10 - Exemplo da composicao do vetor de caracteristicas apresentado como entrada a
RNA para o método T2 (clusterizacdo k-Means).

Método Entradas Saida/
Rétulo

T2 HC: HCx Rci Ga Bci ... | Ren | Gen | Ban | C1 C2
0,0 1,0 0,30 0,45 0,9 0110403 1 0

As tabelas Tabela 5.11 e Tabela 5.12 apresentam os resultados das simulagdes de a-
prendizagem das RNAs, podemos verificar que a taxa de generalizagdo média e de melhor genera-
lizagdo sdo inferiores as das obtidas para os métodos T1 e T2. Na Tabela 5.13 apresentamos os re-
sultados obtidos para o reconhecimento na BDI BO.

Tabela 5.11 — Médias e desvios padrées do treinamento de cinco RNAs para BDI BO, RGB 5 co-
res, T3.

Epocas de Aprendizagem | Melhor Epoca | Generalizagio (%)
Treino Inicial 4 136,000 100,400 82,381
Treino Inicial o 18,534 7,829 1,304

Tabela 5.12 — Melhor treinamento da RNA para BDI BO, RGB 5 cores, T3.

Treino Inicial
Epocas de Aprendizagem 112
Melhor Epoca 95
Melhor Generalizagio (%) 83,333
Neuronios de Entrada + Ocultos 20
Neuronios Adicionados 0
Semente 1055160204

Tabela 5.13 — Totaliza¢cBes de regides de FP, FN e C para treino inicial da RNA, BDI B0, 5 cores,

T3.

Imagem (total de padrées) | FP) | EN(0) | C(0)
BO CP_01 (1) 58 1 1
BO_CP_02 (3) 0 3 0
BO_CP_03 (3) 46 12 4
BO _CP_04 (3) 9 3 3
BO_CP_05 (3) 153 | 12 2
BO_CP_06 (4) 4 17 4
BO_CP_07 (3) 6 10 5
BO _CP_08 (2) 36 7 2
BO_CP_09 (3) 174 6 6
BO_CP_10(3) 79 7 5
BO _CP_11 (6) 32 12 5
BO_CP_12 (4) 26 11 4
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BO_CP_13 (3) 49 3 5
BO_CP_14 (4) 48 4 5
BO_CP_15 (3) 16 6 7
Média 49,067 | 7,600 | 3,867
Desvio Padrio 51,674 | 4,548 | 1,922

A Tabela 5.14 apresenta um resumo comparativo dos trés métodos propostos. Veri-
fica-se que o método T3 proporcionou uma reducao significativa na ocorréncia de regides de FP,
demonstrando que o método tem uma performance melhor do que os outros dois métodos propos-
tos somente utilizando-se o treino inicial da RNA.

Tabela 5.14 — Resumo das médias e desvios padrdes do treino inicial das RNAs para os métodos
T1,T2e T3.

T1 T2 T3
73,400 | 88,933 | 49,067
66,582 191,494 | 51,674
7,267 | 3,067 | 7,600
4,464 | 2,865 | 4,548
4,200 | 8,400 | 3,867
2,242 | 5,343 | 1,922

FP(0) p
FP(0) o
EN(0) p
FN(0) o
C() u
C)o

Uma vez verificado que o método T3 apresenta performance melhor do que os outros
dois métodos, os experimentos a seguir irdo se concentrar em comparar a performance das aborda-
gens RIFP e NNC no sistema de cor RGB e demonstrar um exemplo pratico do uso da aprendiza-
gem incremental da RNA Cascade Correlation. A partir do treino inicial da RNA, cada iteracdo das
abordagens utiliza uma RNA previamente treinada e continua-se a aprendizagem a partir deste
ponto. Ou seja:

¢ Treino Inicial -> Pesos => RIFP 1 -> Pesos => RIFP 2
¢ Treino Inicial -> Pesos => NNC 1 -> Pesos => NNC 2

Tabela 5.15 — Médias e desvios padrdes do treinamento de cinco RNAs para BDI BO, RGB 5 co-

res, T3.
Epocas de Aprendizagem | Melhor Epoca | Generalizagio (%)
Treino Inicial p 136,000 100,400 82,381
Treino Inicial o 18,534 7,829 1,304
RIFP 1 585,400 227,400 84,762
RIFP10 53,543 311,430 2,130
RIFP 2 123,000 1,000 88,095
RIFP 20 0,000 0,000 0,000
NNC1p 409,000 1,000 83,333




89

NNC1lo 10,223 0,000 0,000
NNC2u 826,200 1,000 83,333
NNC20o 126,529 0,000 0,000

Tabela 5.16 — Melhor treinamento da RNA para BDI BO, RGB 5 cores, T3.

Treino Inicial RIFP 1 RIFP 2 NNC1 NNC 2
Epocas de Aprendizagem 112 624 123 398 731
Melhor Epoca 95 609 1 1 1
Melhor Generalizagio (%) 83,333 88,095 88,095 83,333 83,333
Neurdnios de Entrada + Ocultos 20 20 22 20 20
Neuronios Adicionados 0 2 0 0 0
Semente 1055160204 1055164153 | 1055164863 | 1055166611 | 1055167014
Quantidade de RIFP Adicionadas N/A 153 de 736 | 16 de 154 N/A N/A
Quantidade de NNC Adicionadas N/A N/A N/A 150 150

Para a segunda iteracdo da abordagem RIFP a quantidade de regides de imagens a-
dicionadas ao treinamento ndo foi suficiente para causar uma modificacdo na taxa de generaliza-
¢ao em relagao a primeira iteragao de RIFP.

Verifica-se que para BDI BO com reducao para cinco cores nesta configuragao a a-
bordagem NNC nao apresentou melhora de generaliza¢do, pois a melhor generalizacdo ocorreu ja
na primeira época de treino. Isto indica que a nuvem de nao-classe adicionada causou uma dimi-
nuicdo da taxa de generalizacdo em relacdo ao treino inicial. Executando o treinamento da RNA
para esta abordagem sem a utilizagdo do aprendizado incremental (i.e., executando o treinamento
completo da RNA), conseguiu-se melhorar a taxa de generalizagdo conforme pode ser verificado
na Tabela 5.18. Na Tabela 5.20 podemos verificar que neste novo experimento (nao incremental) as
médias de FP, FN e C melhoraram em relac¢do ao treino inicial. A verificagdo e melhor compreen-
sdao deste comportamento requer a realizagdo de mais experimentos, onde infelizmente estes nado
puderam ser realizados em fungao das limitagdes de tempo relacionadas a realiza¢ao deste traba-

lho.

Tabela 5.17 — TotalizacGes de regides FP, FN e C para treino inicial da RNA, RIFP e NNC apés
duas iteracoes. - BDI BO, RGB 5 cores, T3.

Imagem (total de FP(0) | EN(0) | C(0) | RIFP RIFP RIFP NNC NNC NNC

padres) FP(2) FN@2) | C@ FP(2) FN(2) C()
BO_CP_01 (1) 58 1 1 0 2 1 0 3 0
BO_CP_02 (3) 0 3 0 7 1 1 58 1 1
BO_CP_03 (3) 46 12 4 11 12 4 43 13 3
BO_CP_04 (3) 9 3 3 7 3 3 8 3 3
BO_CP_05 (3) 153 12 2 2 11 3 150 12 2
BO_CP_06 (4) 4 17 4 3 19 2 4 17 4
BO_CP_07 (3) 6 10 5 14 1 14 6 10 5
BO_CP_08 (2) 36 7 2 14 4 5 35 7 2
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BO_CP_09 (3) 174 6 6 19 1 11 174 6 6
BO_CP_10 (3) 79 7 5 2 10 2 78 7 5
BO_CP_11 (6) 32 12 5 14 8 9 32 13 4
BO_CP_12 (4) 26 11 4 13 11 4 26 11 4
BO_CP_13 (3) 49 3 5 20 0 8 49 3 5
BO_CP_14 (4) 48 4 5 23 1 8 48 4 5
BO_CP_15 (3) 16 6 7 5 2 11 16 6 7
Média 49,067 | 7,600 | 3,867 | 10,267 5,733 5733 | 48,467 7,733 3,733
Desvio Padrio 51,674 | 4,548 |1,922| 7,206 5,700 4,131 | 51,297 4,698 1,907

Na Tabela 5.17 verifica-se que a abordagem RIFP com aprendizado incremental con-
tribuiu para a queda de ocorréncia de FP e FN e aumento da classificacdo correta dos padroes. Ve-
rifica-se também que a abordagem NNC com aprendizado incremental ndo apresentou melhorias
significativas em relagdo ao treino inicial, o que estd de acordo com a taxa de generalizacdo da
RNA obtida para a abordagem NNC (Tabela 5.16).

Tabela 5.18 - Médias e desvios padrdes do treinamento de vinte RNAs para BDI BO, RGB 5 cores,
NNC, T3, sem aprendizado incremental.

Epocas de Aprendizagem | Melhor Epoca | Generalizagio (%)
Treino Inicial 4 136,000 100,400 82,381
Treino Inicial o 18,534 7,829 1,304
NNC1p 781,053 543,947 75,939
NNC1o 181,516 186,266 5,662

Tabela 5.19 - Melhor treinamento da RNA para BDI BO, RGB 5 cores, NNC, T3, sem aprendizado

incremental.
Treino Inicial NNC1
Epocas de Aprendizagem 112 743
Melhor Epoca 95 730
Melhor Generalizagio (%) 83,333 92,857
Neuronios de Entrada + Ocultos 20 20
Neurdnios Adicionados 0 3
Semente 1055160204 | 1055333557
Quantidade de NNC Adicionadas N/A 150

Tabela 5.20 - Totalizacdes de regides FP, FN e C para treino inicial da RNA, NNC apds uma itera-
¢do. - BDI BO, RGB 5 cores, T3, sem aprendizado incremental.

Imagem (total de padrdes) | FP(0) | FN(0) | C(0) | NNC FP(1) | NNC FN(1) | NNC C(1)
BO_CP_01 (1) 58 1 1 0 1 2
BO_CP_02 (3) 0 3 0 20 1 1
BO_CP_03 (3) 46 12 4 25 9 7
BO_CP_04 (3) 9 3 3 13 3 3
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BO_CP_05 (3) 153 12 2 12 11 3
BO_CP_06 (4) 4 17 4 11 15 6
BO_CP_07 (3) 6 10 5 19 2 13
BO_CP_08 (2) 36 7 2 41 5 4
BO_CP_09 (3) 174 6 6 32 1 11
BO_CP_10 (3) 79 7 5 23 7 5
BO_CP_11 (6) 32 12 5 26 3 14
BO_CP_12 (4) 26 11 4 46 7 8
BO_CP_13 (3) 49 3 5 47 3 5
BO_CP_14 (4) 48 4 5 59 0 9
BO_CP_15 (3) 16 6 7 19 2 11
Média 49,067 | 7,600 | 3,867 | 26,200 4,667 6,800
Desvio Padrio 51,674 | 4,548 |1,922| 16,037 4,320 4,074

Na Fig. Anexo A10 tem-se um exemplo do resultado do reconhecimento utilizando
o treino inicial da RNA e na Fig. Anexo A1l o resultado apds duas iteragdes de RIFP. Nota-se que
além de uma grande redugao na ocorréncia de regides FP (que ficaram localizadas em torno dos
padroes), a RNA foi capaz de classificar corretamente dois dos trés padrdes existentes na imagem.
A Fig. Anexo A12 demonstra o efeito da abordagem NNC com aprendizado incremental que prati-
camente ndo apresenta reducdo nas regioes de FP em relacdo ao reconhecimento obtido com o
treino inicial da RNA. Ja na Fig. Anexo A13, obtida com um refinamento com a abordagem NNC
sem utilizar o aprendizado incremental, percebe-se uma reducao significativa nas regides FP com
resultados similares aos obtidos com duas iteragdes de RIFP.

Tabela 5.21 — Resumo das médias e desvios padrdes do melhores resultados obtidos para o mé-
todo T3 utilizando as abordagens RIFP e NNC para BDI BO, 5 cores.

Regides | Treino Inicial | RIFP (2) | NNC (2) Incremental | NNC (1) Nio incremental
FP u 49,067 10,276 48,467 26,200
FP o 51,674 7,206 51,297 16,037
FN p 7,600 5,733 7,733 4,667
FN o 4,548 5,700 4,698 4,320
Cpu 3,867 5,733 3,733 6,800
Co 1,922 4,131 1,907 4,074

Na Tabela 5.21 apresentamos um resumo comparativo dos melhores resultados ob-
tidos para o treino inicial da RNA, abordagens RIFP e NNC. Pode-se verificar que a abordagem
RIFP apresenta a melhor performance para reducao de regides FP e que a abordagem NNC com
uma iteracdo sem aprendizagem incremental apresentou melhoras significativas. Ambas as abor-
dagens, RIFP e NNC, apresentaram redugao nas regioes de FP nas imagens da BDI BO.
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5.2.2 Selecéo do Sistema de Cor (BDI BO, HSV, T3, 5 cores)

Os objetivos deste experimento sdo comparar a performance das abordagens RIFP e
NNC no sistema de cor HSV e RGB (considerando os resultados obtidos para RGB em 5.2.1.3) para
determinar a influéncia destes sistemas de cor na reducao de regides de imagens FP e demonstrar a
utilizacdo da aprendizagem incremental da RNA Cascade Correlation. A partir do treino inicial da
RNA, cada iteracao das abordagens utiliza uma RNA previamente treinada e continua-se a apren-
dizagem a partir deste ponto. Ou seja:

¢ Treino Inicial -> Pesos => RIFP 1 -> Pesos => RIFP 2

¢ Treino Inicial -> Pesos => NNC 1 -> Pesos => NNC 2

Tabela 5.22 - Médias e desvios padrdes do treinamento de cinco RNAs para BDI BO, HSV 5 cores,

T3.
Epocas de Aprendizagem | Melhor Epoca | Generalizagio (%)
Treino Inicial p 97,400 83,000 87,924
Treino Inicial o 10,738 14,916 4,496
RIFP1 p 1597,400 258,600 90,952
RIFP 10 345,311 576,011 1,065
RIFP 2 p 729,000 1,000 92,857
RIFP 2o 45,233 0,000 0,000
NNC1p 781,000 1,000 90,476
NNC1lo 84,507 0,000 0,000
NNC2p 1031,600 1,000 90,476
NNC2o 43,050 0,000 0,000

Tabela 5.23 — Melhor treinamento da RNA para BDI BO, HSV 5 cores, T3.

Treino Inicial RIFP 1 RIFP 2 NNC1 NNC 2
Epocas de Aprendizagem 82 1758 664 727 987
Melhor Epoca 82 1289 1 1 1
Melhor Generalizagio (%) 90,476 92,857 92,857 90,476 90,476
Neurodnios de Entrada + Ocultos 20 20 23 20 20
Neuronios Adicionados 0 3 0 0 0
Semente 1055169549 1055176694 | 1055178369 | 1055185100 | 1055185438
Quantidade de RIFP Adicionadas N/A 163 de 907 10 de 69 N/A N/A
Quantidade de NNC Adicionadas N/A N/A N/A 150 150

Na coluna “RIFP 1” e “RIFP 2”, linha “quantidade de RIFP adicionadas” da Tabela
5.23 estao indicados a quantidade de regides FP adicionadas nesta iteragdao e a quantidade total de
regides FP obtidas na iteracdo anterior.
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Tabela 5.24 - Totalizacdes de regides FP, FN e C para treino inicial da RNA, RIFP e NNC apds
duas iteracdes, - BDI BO, HSV 5 cores, T3.

Imagem (total de FP(0) | EN(0) | C(0) RIFP RIFP RIFP NNC NNC NNC
padroes) FP2) | EN() C(2) FP(2) FN(2) C(2)
BO_CP_01 (1) 2 1 2 1 2 1 2 1 2
BO_CP_02 (3) 50 1 1 3 2 0 50 1 1
BO_CP_03 (3) 23 13 3 4 11 5 22 13 3
BO_CP_04 (3) 54 1 5 4 2 4 53 1 5
BO_CP_05 (3) 174 | 11 3 4 10 4 173 11 3
BO_CP_06 (4) 23 12 9 4 18 3 23 12 9
BO_CP_07 (3) 16 8 7 2 14 1 15 8 7
BO_CP_08 (2) 48 7 2 4 5 4 48 7 2
BO_CP_09 (3) 143 4 8 3 7 5 143 4 8
BO_CP_10 (3) 81 5 7 9 6 6 81 6 6
BO_CP_11 (6) 72 7 10 9 12 5 72 7 10
BO_CP_12 (4) 49 5 10 6 13 2 49 5 10
BO_CP_13 (3) 73 2 6 3 3 5 73 2 6
BO_CP_14 (4) 57 5 4 8 6 3 56 5 4
BO_CP_15 (3) 42 8 5 5 12 1 42 8 5
Média 60,467 | 6,000 | 5,467 | 4,600 8,200 3,267 | 60,133 6,067 5,400
Desvio Padrio 45,832 | 3,946 2,973 | 2,414 5,046 1,870 | 45,801 3,936 2,947

Na segunda linha da Tabela 5.24 (imagem B0_CP_02) verifica-se que houve a ocor-
réncia de zero C reconhecidas para a abordagem RIFP. Este comportamento pode estar relacionado
com a adi¢ao de exemplos FP que causam um ajuste das superficies de separa¢dao muito restrito
(e.g. adigao de regides FP que foram reconhecidas como FP por nao atenderem ao critério de area
minima de sobreposi¢do da janela de pesquisa com a area do padrao). Alterando-se o valor do cri-
tério de limiar conforme discutido na sec¢do 4.1.2 e Figura 4.15, de 0,90 para 0,80, obteve-se a se-
guinte contagem: FP =4, FN =1 e C = 1. Uma outra possibilidade seria a de modificar o passo de
varredura da janela de pesquisa, permitindo assim um enquadramento diferente. Por exemplo,
alterando-se o valor de passo X,Y da janela de varredura para (3, 15) obteve-se a seguinte conta-
gem: FP =23, FN=11e C=5.

Estas duas alternativas implicam que se deve encontrar também um balang¢o ade-
quado para uma determinada BDI entre aumentar a quantidade de C reconhecidas e diminuir a
ocorréncia de FP e/ou FN. Este “balan¢o adequado” pode, portanto, ser obtido através de altera-
¢oes do valor de limiar e do passo da janela de procura.

O sistema de cor HSV apresenta comportamento similar aos experimentos realiza-
dos com o sistema de cor RGB apresentados na segao anterior. A segunda iteragao da abordagem
RIFP também nao apresenta melhorias em relagdo com a primeira e a abordagem NNC com a-
prendizado incremental nao apresenta melhorias na redugao de ocorréncia de FP e FN em relagdo
ao treino inicial da RNA em HSV.
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5.2.3 Analise dos Resultados

Na classificagao e recuperacao de imagens € interessante minimizar a ocorréncia de
FP e FN e maximizar a de C. A Figura 5.4 apresenta um grafico comparativo da taxa de generaliza-
¢ao obtida nos treinamentos da RNA para cada abordagem por sistema de cor. A maior generali-
zagao ocorre para o sistema de cor HSV utilizando a abordagem RIFP na segunda iteracdo. Com-
parando-se a contagem de FP, FN e C para as abordagens RIFP e NNC utilizando RGB e HSV
(Figura 5.5) verifica-se que o sistema de cor RGB oferece desempenho médio entre FP, FN e C me-
lhor do que o sistema de cor HSV para as abordagens RIFP e NNC. Note-se que se for avaliada
somente a taxa de generaliza¢do obtida no treinamento da RNA o sistema de cor mais apropriado
para ser utilizado seria 0o HSV, e ndao o RGB. Note-se também que os valores de regides de FP, FN e
C para RGB sao, em média, melhores. Temos um caso de decisdao multi-critério onde devemos es-
colher entre a melhor taxa de generalizacdo ou a reducdo de FP. A partir desta andlise, iremos ado-
tar somente o sistema de cor RGB para os experimentos com as BDIs B1 e B2.

Taxa de generalizagdo da RNA. Comparagéo Sistema
de Cor vs Abordagem.
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Figura 5.4 — Grafico comparativo da taxa de generalizacdo da RNA x Abordagem para RGB e
HSV, método T3.
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Figura 5.5 - Grafico comparativo das médias para FP, FN, C x abordagem para HSV e RGB, mé-
todo T3.

5.2.4 Desempenho em Base de Benchmark (BDI B1)

A base de imagens Columbia Object Image Library (COIL) [NEN 96] é uma base de
benchmark disponivel na Internet para download. Esta base contém fotografias de 100 objetos (identi-
tficados por Obj0 a Obj100). Para cada objeto da base foram tiradas 72 fotografias, cada uma delas
com uma rota¢do de 5 graus do objeto entre fotos, totalizando 7200 imagens. Todos os objetos fo-
ram fotografados com fundo preto. Esta base de 7200 imagens é conhecida como COIL-100 (Fig.
Anexo Al4).

Destes 100 objetos selecionou-se o Obj25 (Fig. Anexo A15) para ser utilizado como
imagem-de-treinamento. Das 72 imagens do Obj25, 36 foram escolhidas e submetidas a fase de pre-
paragao (janelamento das imagens para regides de 64 x 64 pixels) resultando em 192 imagens-de-
treinamento para aprendizado do tipo Classe e 96 imagens-de-treinamento para teste do tipo Classe. Os
exemplos para aprendizado (192 exemplos) e teste (96 exemplos) de Nio-Classe foram extraidos de
imagens fotograficas diversas.

Devido a grande quantidade de imagens da base COIL, selecionou-se 333 imagens
das 7200 para executar uma pré-verificacado da performance obtida para cada abordagem. No caso
da abordagem RIFP, as regides de FP utilizadas para o refinamento vieram exclusivamente destas
333 imagens. Esta pequena base foi denominada de base de pré-validagio.

Os objetivos para os experimentos com esta base sao de verificar a redugao na ocor-
réncia de regides FP nas imagens utilizando uma BDI nao “artificial” com grande quantidade de
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imagens e determinar a performance de recupera¢do de imagens. Também visou-se comparar os
resultados obtidos com outro método de recuperagao de imagens baseado em HC que nao se utili-
za de técnicas de IA cujos resultados obtidos com esta mesma base (COIL-100) sdao apresentados

por Moschetta [MOS 01].

5.2.4.1 Sistema de cor RGB, 5 cores, método T3

Para estes experimentos nao foi utilizado o aprendizado incremental na RNA Casca-
de Correlation. A Tabela 5.25 apresenta as médias e desvios padrdes para vinte e cinco RNAs. E ca-
racteristico de uma RNA Cascade Correlation apresentar pouca variagao na taxa de generalizagao
obtida e isto pode ser verificado pelos desvios padrdes apresentados nesta tabela.

Tabela 5.25 - Médias e desvios padrbes do treinamento de 25 RNAs para BDI B1, RGB 5 cores,

T3.
Epocas de Aprendizagem | Melhor Epoca | Generalizagio (%)
Treino Inicial p 808,400 767,200 86,625
Treino Inicial o 208,060 214,110 5,937
RIFP1 p 3863,200 3337,160 92,500
RIFP 10 722,210 586,203 2,781
RIFP 2 4162,08 3768,48 93,729
RIFP2 0 895,364 914,132 3,429
NNC1pu 1351,440 1254,920 87,480
NNC1o 407,173 385,369 4,491
NNC2u 1345,880 1260,600 89,022
NNC2o0o 386,184 362,309 3,642

Tabela 5.26 - Melhor treinamento da RNA para base de pré-validacdo BDI B1, RGB 5 cores, T3.

Treino Inicial RIFP 1 RIFP 2 NNC1 NNC2

Epocas de Aprendizagem 1044 4190 3638 937 884
Melhor Epoca 1037 3976 3562 832 882

Melhor Generalizagao (%) 96,88 97,40 98,96 96,88 94,27
Neuronios de Entrada 20 20 20 20 20

Neuronios Adicionados 3 12 7 2 3
Semente 1056125940 | 1056127595 | 1056128831 | 1056131000 | 1056131915

Quantidade de RIFP Adicionadas N/A 202 de 1076 | 84 de 171 N/A N/A

Quantidade de NNC Adicionadas N/A N/A N/A 150 150

Na coluna RIFP 1 e RIFP 2, linha “quantidade de RIFP adicionadas” (Tabela 5.26) ,

os valores descritos referem-se a quantidade de regides FP adicionadas ao treino retiradas do total
de regides FP que ocorreram na ultima iteragao (por exemplo, na RIFP 1, o treino inicial gerou 1076
regides FP das quais apenas 202 foram utilizadas para o refinamento).
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Tabela 5.27 — Total de imagens recuperadas para base de pré-validacao BDI B1, RGB 5 cores,

RIFP, T3.
Imagens EP(0) | EN(0) | C(0) RIFP RIFP RIFP RIFP RIFP RIFP
(333) FP(1) FN(1) c() FP(2) FN(2) C@)
Médiade |3,231|0,000 {0,000 0,513 0,000 0,000 0,480 0,000 0,000
Regibes
Dev. Padrao |4,077|0,000 |0,000| 1,248 0,000 0,000 1,188 0,000 0,000
de Regides
Total 195 0 0 91 0 0,000 77 0 0
Recuperadas

Tabela 5.28 - Total de imagens recuperadas para base de pré-validacdo BDI B1, RGB 5 cores,

NNC, T3.
Imagens (333) | FP(0) |EN()| C(0) | NNC NNC NNC NNC NNC NNC
FP(1) FN(1) C(@) FP(2) FN(2) C(Q)
Média de 3,231 | 0,000 |0,000| 3,555 0,000 0,000 3,606 0,000 0,000
Regides
Dev. Padrdo | 4,077 | 0,000 [0,000| 4,440 0,000 0,000 6,081 0,000 0,000
de Regides
Total Recupera- | 195 0 0 220 0 0 178 0 0
das

A Fig. Anexo Al6 apresenta os objetos que foram utilizados para compor as 333 i-
magens utilizadas na base de pré-validagao. Para a abordagem RIFP as regioes de FP obtidas nesta
base de pré-validagao foram utilizadas para refinar o treinamento da RNA. Conforme verifica-se
na Tabela 5.26 a abordagem RIFP nas duas iteracdes apresentou aumento na taxa de generalizagao
da RNA e diminuicao significativa nas regides de FP (de 1076 para 171 regides na segunda itera-
¢ao). Na Tabela 5.27 temos os totais de imagens recuperadas para cada itera¢cao de RFIP e a média
de regides de FP. Conforme as regides de FP diminuem a cada iteragdo da RIFP em cada imagem,
existe também uma diminui¢do na quantidade de imagens FP recuperadas, demonstrando que o
método contribuiu para melhorar a performance de recuperagao de imagens.

A Tabela 5.28 apresenta os resultados obtidos para a abordagem NNC. Na primeira
iteracdo de NNC o método apresentou um aumento na quantidade de regides FP por imagem e
imagens FP recuperadas. Ja na segunda iteracdo ocorreu uma redug¢do na quantidade de imagens
FP recuperadas em relagdo ao treino inicial da rede, mas ndo nas regides de FP por imagem. Este
comportamento andmalo nao pode ser estudado com mais detalhes durante a realizagao deste tra-
balho. Acredita-se que este comportamento pode estar associado a particularidade de todos os ob-
jetos da base COIL possuirem um fundo preto, muitas vezes numa propor¢ao maior do que as
demais cores do objeto. Neste caso, a geragao de nuvem de nao-classe por distribui¢do aleatoria
uniforme pode nao ser a melhor abordagem devido a BDI apresentar uma forte tendéncia relacio-
nada a presenca de matizes de preto como fundo.
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Tabela 5.29 - Total de imagens recuperadas para BDI B1, RGB 5 cores, RIFP, T3.

Imagens FP(0) | EN(0) | C(0) RIFP RIFP RIFP RIFP RIFP RIFP
(7200) FP(1) FN(@1) C@ FP(2) FN(2) C(2)
Média 2,62610,00310,246| 0,650 0,020 0,229 0,347 0,036 0,213
de Regides
Dev.Padrio |4,443| 0,06 |2,451| 1,637 0,231 2,286 1,041 0,392 2,131
de Regides
Total 2712 | 0 72 1785 0 72 1183 0 72
Recuperadas

Tabela 5.30 - Total de imagens recuperadas para BDI B1, RGB 5 cores, NNC, T3.

Imagens (7200) | FP(0) | FN(0)| C(0) | NNC NNC NNC NNC NNC NNC

FP(1) FN(1) C(D) FP(2) FN(2) C@2)

Média de Regi- |2,626(0,003(0,246| 3,207 0,001 0,248 3,951 0,008 0,242
oes

Dev.Padrio |4,443| 0,06 [2,451| 5,020 0,035 2,472 6,632 0,106 2,411

de Regides

Total Recupera- | 2712 0 72 3063 0 72 3326 0 72

das

Tabela 5.31 - Resultados obtidos com recuperacao por histograma na base COIL-100 [MOS 01].

Imagem Total (Recuperados) | Positivos | Negativos
Xicara (Obj25) 3090 72 3018
Péra (Obj83) 3205 70 3135
Refrigerante (Obj62) 4505 63 4442
Carro Verde (Obj27) 3014 31 2983
Caixa de Remédio (Obj54) 4268 55 4213

Na tarefa de recuperacdo de imagens com a abordagem RIFP (Tabela 5.29) para o
objeto 25 da base COIL-100 (xicara rosa) verifica-se uma reducdo na quantidade de imagens FP re-
cuperadas, mantendo-se a quantidade de recuperagdes corretas (72 imagens) ao longo das itera-
¢Oes. Para a abordagem NNC (Tabela 5.30) verifica-se que o método causou um aumento na quan-
tidade de imagens FP ao longo das duas iteragdes, mas sem deixar de recuperar as setenta e duas
imagens com o padrao aprendido. A falha deste método nesta BDI acredita-se estar relacionado ao
comportamento andmalo verificado na base de pré-validacdo. A Tabela 5.31 apresenta os resulta-
dos obtidos por Moschetta [MOS 01] para a tarefa de recuperacao na base COIL-100 para cinco ob-
jetos desta BDI. Na coluna imagem esta descrito o objeto (imagem-exemplo) e o seu indice na BDI
COIL-100, na coluna total recuperados tem-se o total de imagens que o método por HC recuperou a
partir de imagem-exemplo apresentada ao programa. Estes valores sdo discriminados em positivos
(recuperages corretas do objeto) e negativos (imagens FP). Comparando-se os valores para o objeto
25 (xicara rosa) da recuperacdo baseada em matching por HC com os resultados obtidos com em-
prego de RNA ap6s duas iteragdes RIFP obteve-se uma redugao de 1835 imagens FP. Mesmo so-
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mente com o treino inicial da RNA a abordagem proposta resultou numa quantidade menor de
imagens FP recuperadas, em relagao aos resultados obtidos por Moschetta [MOS 01].

5.2.5 Desempenho com Imagens N&o Controladas (BDI B2)

A tltima BDI B2 é composta por 100 regides de latas de Coca-Cola (imagem-exemplo,
Fig. Anexo A17) e 100 regides de imagens de ambiente diversas (imagem-de-fundo, Fig. Anexo A18)
utilizadas para executar o aprendizado da RNA. Para o testes de generalizacdo foram utilizadas 50
regioes de latas de Coca-Cola (imagem-exemplo, Fig. Anexo A19) e 50 regides de imagens de ambi-
ente diversas (imagem-de-fundo, Fig. Anexo A20). Todas as imagens foram capturadas com camera
fotografica digital sem controle do tipo de iluminagao do ambiente. Para os teste de recuperacao
preparou-se uma base de imagens com setenta e sete imagens (Fig. Anexo A21), das quais trinta e
nove possuem o padrdo Coca-Cola. Estas imagens também foram feitas com camera fotografica
digital sem controle de ilumina¢do em ambientes diversos e ndo foram submetidas a nenhum tipo
de tratamento grafico.

5.2.5.1 Sistema de cor RGB, 5 cores, método T3

Para a simulagao de aprendizagem das RNAs nao foi utilizado o aprendizado in-
cremental nestes experimentos. O objetivo deste experimento é verificar a performance da aborda-
gem de recuperacao e classificagdo de imagens proposta numa BDI com imagens nao “controla-
das”.

Tabela 5.32 - Médias e desvios padrbes do treinamento de 25 RNAs para BDI B2, RGB 5 cores,

T3.
Epocas de Aprendizagem | Melhor Epoca | Generalizagio (%)
Treino Inicial g 297,167 260,042 86,708
Treino Inicial o 54,959 69,260 2,476
RIFP 1 1308,208 930,167 86,375
RIFP10 308,326 299,928 1,469
RIFP 2 p 2391,600 1052,600 77,240
RIFP2 o 504,640 909,378 2,634
NNC1p 462,320 435,520 86,720
NNC1lo 97,535 103,588 2,923
NNC2u 490,880 445,320 85,200
NNC20o 102,594 109,741 2,646

Tabela 5.33 - Melhor treinamento da RNA para base BDI B2, RGB 5 cores, T3.

Treino Inicial RIFP 1 RIFP 2 NNC1 NNC2
Epocas de Aprendizagem 364 1669 2913 704 427
Melhor Epoca 363 1652 2274 698 412
Melhor Generalizag¢ao (%) 93,00 88,00 86,00 94,00 90,00
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Neurdnios de Entrada 20 20 20 20 20
Neuronios Adicionados 1 5 6 2 1
Semente 1055910441 1055964898 | 1055966910 | 1056045894 | 1056050380
Quantidade de RIFP Adicionadas N/A 115 de 2872 | 107 de 1986 N/A N/A
Quantidade de NNC Adicionadas N/A N/A N/A 150 150

Tabela 5.34 - Total de imagens recuperadas para BDI B2, RGB 5 cores, RIFP, T3.

77 Imagens (39 possuem | FP(0) |FN(0)| C(0) | RIFP RIFP | RIFP | RIFP RIFP | RIFP
0 padrao procurado) FP(1) | FN(1 | C(1) | FP@) | EN@) | C@
Média de Regides 39,888 | 2,180 | 5,513 | 27,583 | 3,500 | 4,194 | 21,486 | 4,361 | 3,333
Dev. Padrio de Regides |111,277| 3,341 (9,391| 85799 | 4,847 | 7,823 | 81,203 | 6,047 | 7,108
Total de 17 5 34 22 0 32 9 11 27
Imagens Recuperadas

A abordagem RIFP (Tabela 5.34) contribuiu para uma redugdo na recuperagao de
imagens FP, mas apds duas iteracdo também ocorreu uma redugao na recuperagao de imagens que
possuiam o padrao Coca-Cola que coincide com a reducdo na taxa de generalizagdo da RNA
(Tabela 5.33, RIFP 1 e RIFP 2). Isto é um indicativo de que o tipo de regido FP que est4 sendo adi-
cionado esta “destruindo” o conhecimento do padrao Coca-Cola. Uma maneira de abordar isto
seria uma extensao natural da abordagem RIFP, ou seja, comecar a adicionar regides de imagens
classificadas como FN como sendo C a cada iteragdo do método.

Tabela 5.35 - Total de imagens recuperadas para BDI B2, RGB 5 cores, NNC, T3.

77 Imagens (39 possuem | FP(0) |FN(0)| C(0) | NNC NNC | NNC NNC NNC | NNC
0 padrdo procurado) FP(1) FN(1) C(D) FP(2) FN(2) C(2)
Média de Regides 39,888 | 2,180 5,513 | 39,955 2,367 | 5,161 | 33,208 2,583 | 5,111
Dev. Padrao de Regides |111,277| 3,341 |9,391| 103,728 | 3,480 | 9,402 | 102,143 | 3,855 | 8,959
Total de 17 5 34 20 2 32 11 7 32
Imagens Recuperadas

Na Tabela 5.35 temos os resultados para a abordagem NNC. Neste caso a aborda-
gem NNC obteve uma redugao na recuperagao de imagens FP com pouca degradacdo no reconhe-
cimento de imagens que possuam o padrdo procura, saindo-se melhor do que a abordagem RIFP.
Na Fig. Anexo A22 apresentamos um exemplo do resultado da classificagao utilizando o treino ini-
cial da RNA e na Fig. Anexo A23 e Fig. Anexo A24 o resultado para a segunda iteragao de RIFP e
NNC respectivamente.
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5.3 Resumo do Capitulo

Neste capitulo apresentamos os experimentos realizados para validar a classificagao
e recuperacao de imagens utilizando RNAs e a metodologia de aprendizado usada para treinar as
RNAs nesta dissertagdao. As duas abordagens apresentadas, Regides de Imagens de Falso-Positivo
e Nuvem de Nao-Classe, utilizadas para fechar as superficies de separagdo da RNA visando, desta
maneira, reduzir a ocorréncia de regioes de FP e recuperagdo de imagens FP foram utilizadas em
trés bases de imagens diferentes. Cada uma destas bases possui uma particularidade. A BDI B0 é
uma base artificial, onde os padrdes foram gerados em um software de edigao grafico. Estes pa-
drdes foram entao inseridos em imagens existentes para se executar os testes de classificagao. Seus
objetivos eram: (i) de optar entre os métodos T1, T2 e T3; (ii) de determinar a influéncia que um
sistema de cor (RGB ou HSV) possui na classificagao de imagens utilizando RNA (ocorréncia de
FP, EN e C) e a robustez do método quanto a influéncia de rotacdo, translacado, escala e oclusao dos
padrdes nas imagens. Ja a BDI Bl é uma base de imagens de objetos reais, mas produzida em con-
di¢des controladas. Por estar disponivel na Internet é uma base util para ser utilizada como refe-
réncia para comparacao de técnicas de recuperagao e classificacdo de imagens, além de possuir
uma quantidade elevada de imagens. Com a BDI B2 apresentamos uma analise da performance do
método proposto para imagens obtidas em condigdes de utilizagdo em aplicagdes normais, i.e., nas
quais nao houve preocupagao em preparar previamente a cena ou pds-processar as imagens.

Verificamos com os experimentos realizados com a BDI B0 que o sistema de cor
adotado nao possui influéncia significativa na ocorréncia de regides de FP, FN e C. As abordagens
RIFP e NNC obtiveram uma redugao da contagem de regides FP e no reconhecimento dos padroes
de C, sendo que a abordagem NNC apresentou comportamento fora do esperado quando se utili-
zou a aprendizagem incremental.

Para os testes de recuperagao de imagens utilizando a BDI B1 com as 7200 imagens,
verificou-se que a abordagem RIFP obteve melhores resultados do que a abordagem NNC. Tam-
bém verificou que na comparagao entre o método “tradicional” de recuperacdo de imagens por
matching de HC e as abordagens propostas, os métodos baseados em IA, com exce¢do da aborda-
gem NNC, possuem performance melhor, recuperando menos imagens FP e recuperando todas as
imagens C que estavam na base.

Para a tarefa de recuperacao e classificagao de imagens com BDIs ndo controladas
como a BDI B2 verificou-se que ambas as abordagens, RIFP e NNC, obtiveram uma redugao na
recuperagao de imagens FP. No contexto de cada imagem, o reconhecimento por janelamento atua
como um mecanismo de aten¢ao no sentido de que as coordenadas da imagem que possuem o pa-
drdo sdo identificadas e podem ser utilizadas para algum processamento posterior.

Também estd claro que a abordagem NNC deve ser melhor estuda para procurar
identificar as causas dos casos andmalos verificados nos experimentos. Devido a quantidade de
combinagdes de varidveis que podem ser modificadas no IMatch nao foi possivel, no tempo dispo-
nivel para a realizacdo deste trabalho, explorar todos os seus efeitos. Podemos citar as varidveis de
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valor do limiar, passo de varredura X,Y da janela, quantidade de cores a serem utilizadas na quan-
tizagdo, darea minima de intersec¢do da janela de procura com a drea do padrao na imagem, dimen-
sdao da janela de varredura e a geragao e distribui¢do dos pontos NNC como fatores que podem
modificar os resultados obtidos.
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6 CONCLUSAO

A tarefa de recuperacao e classificagdo de imagens executada de maneira automatica
possui grande importancia atualmente devido a grande quantidade de imagens armazenadas,
muitas vezes de forma desordenada, em meios eletronicos. Portanto sistemas que sao capazes de
recuperar uma imagem a partir de um exemplo possuem grande importancia para permitir um
rapido acesso ao conteudo visual procurado. Dentro da grande drea da visdo computacional estes
métodos formam a base para tarefas mais desenvolvidas no campo de visdo de maquina. Seu estu-
do, portanto consiste em tema atual de pesquisa e possuem aplicagdes praticas imediatas em areas
tao diversas quanto localizagao de objetos numa cena, levantamento de ocorréncia de logomarcas
na midia, recuperacao de imagens com conteudo visual semelhante para posterior organizacao até
aplicagdes em robdtica.

Neste trabalho executamos um estudo do estado-da-arte das técnicas utilizadas em
CBIR para extragao de caracteristicas baseadas em cor, textura e forma. Abordamos também al-
guns dos algoritmos de comparacao e métricas mais utilizadas de acordo com o tipo de caracteris-
tica utilizado. E de consenso entre os trabalhos revisados que ainda ndo existe uma tinica técnica
que apresente boa performance de recuperagao e classificagao para qualquer tipo de base de ima-
gens. Dentre os CBIRS apresentados demos destaque a trés deles por sua relevancia ao tema deste
trabalho e por sua importancia dentro da area. Todos utilizam técnicas complexas e mistas para
extrair as caracteristicas das imagens, compor as métricas e executar a comparacao de caracteristi-
cas buscando uma maior precisdo das imagens recuperadas com o exemplo oferecido ao sistema.

Buscando uma abordagem diferenciada para a tarefa de recuperacao e classificagao
de imagens propomos o uso de aprendizado de maquina para ndo mais executar uma comparagao
entre uma imagem de exemplo contra uma imagem da base de imagens, mas sim obter um “mode-
lo” que identifique o objeto procurado a partir de uma colegao destes objetos utilizando a cor como
principal caracteristica. Para tanto se optou por utilizar RNAs do tipo MLP com arquitetura Casca-
de Correlation para a tarefa de classificacao

Verificamos através dos experimentos realizados que a maior dificuldade para a
RNA nao era a de aprender o padrao (objeto) procurado na cena, mas sim realizar uma rejeicao
dos padrdes para os quais a RNA nao foi treinada (tipicamente imagens-de-fundo). Através da com-
preensao geométrica que as superficies de classificagao obtidas pela RNA durante o seu treino de-
terminam no espago (n-dimensional) dos padrdes (caracteristicas extraidas das imagens) e, funda-
mentado em trabalhos teéricos realizados por outros autores, propomos duas abordagens para fe-
char adequadamente as superficies de separacdo de uma RNA. A primeira abordagem é focada
fortemente numa interagdo com o usudrio. Nesta abordagem (RIFP) o usudrio apresenta regides de
imagens FP a rede como exemplos de Ndo-Classe para refinar o treinamento da rede. Na segunda
abordagem (NNC), é adicionado aos padroes de treinamento da RNA exemplos de Nio-Classe ge-
rados aleatoriamente, buscando-se desta maneira melhorar a capacidade de rejei¢ao de padrdes da
RNA através da adi¢ao de “ruido”.



104

A realizagdo dos experimentos com as duas abordagens propostas demonstraram
que a utilizagdo da abordagem RIFP permite a RNA determinar superficies de separagao fechadas
adequadas para a tarefa de recuperagao e classificagdo de imagens, inclusive com resultados supe-
riores ao matching de imagens utilizando HC em uma base de imagens de referéncia. Para a abor-
dagem NNC verificamos que esta obteve uma reducdo na ocorréncia de regioes de FP e recupera-
¢ao de imagens FP para a maioria dos casos. Mas ainda sao necessarios mais estudos afim de ave-
riguar as causas e propor solugdes para os casos nos quais a abordagem nao apresentou resultado
satisfatorio.

6.1 Perspectivas

Acredita-se ter contribuido com este trabalho nos campos tedrico e pratico para a u-
tilizagao de técnicas de IA na tarefa de recuperagdo e classificagdo de imagens. Devido ao tempo
disponivel e grande quantidade de varidveis que foram identificadas, nem todas as possibilidades
foram suficientemente exploradas. Por isto sdo sugeridos alguns pontos que poderdo ser mais a-
profundados em trabalhos futuros:

* Executar um estudo mais detalhado do comportamento da abordagem
NNC para determinar as causas dos comportamentos observados;

* Modificar a abordagem NNC para gerar padrdes de Nio-Classe que nao in-
vadam a regido ocupada pelos padroes de Classe;

+  Utilizar outro tipo de RNA, notadamente redes do tipo RBF, com o mesmo
pré-processamento e verificar o seu resultado na ocorréncia de regies de
FP e imagens FP recuperadas;

» Utilizar o IMatch como um mecanismo para focar a atengao, executando as-
sim uma pré-selecao de regides de imagens que seriam utilizadas por um
segundo sistema que utilizasse cor e forma para identificar objetos;

* Aplicar o IMatch em situagdo praticas tais como reconhecimento de placas
automotivas (em condig¢des “reais”); localizagdo de objetos em uma cena;
auxilio para navegagao de robds;

* Verificar se a aplicagdo de técnicas de pré-processamento mais elaborada
contribui para melhorar o fechamento de superficies de separacao.
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ANEXO A

=

Fig. Anexo Al - Nuvem de pontos em VRML, RGB, do padréo Classe (canto inferior direito). Pon-
tos da nuvem estdo na cor do pixel correspondente no padrédo. Esferas representam os centroides
obtidos por clusterizacdo k-Means. Cor da esfera € a cor do centrdéide.
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Fig. Anexo A2 - Nuvem de pontos em VRML, RGB, do padréo Classe (canto inferior direito). Pon-
tos da nuvem estdo na cor do pixel correspondente no padréo. Esferas representam os centroides
obtidos por clusterizacdo k-Means. Cor da esfera é a cor do centroide.
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Fig. Anexo A3 - Nuvem de pontos em VRML, RGB, do padrdo Nao-Classe (canto inferior direito)

Pontos da nuvem estdo na cor do pixel correspondente no padrao. Esferas representam os cen-
troides obtidos por clusterizacao k-Means. Cor da esfera é a cor do centroide.
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Fig. Anexo A4 - Nuvem de pontos em VRML, RGB, do padrdo Néo-Classe (canto inferior direito).
Pontos da nuvem estdo na cor do pixel correspondente no padrao. Esferas representam os cen-
troides obtidos por clusterizacdo k-Means. Cor da esfera é a cor do centréide.
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Fig. Anexo A5 — Padrbes de aprendizagem da BDI BO do tipo Classe.

Fig. Anexo A6 - Padrdes de aprendizagem da BDI BO do tipo Ndo-Classe.
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Fig. Anexo A7 - Padrdes de teste da BDI BO do tipo Classe.

Fig. Anexo A8 - Padrdes de teste da BDI BO do tipo Nao-Classe.
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Fig. Anexo A9 — Imagens de teste para BDI BO. Todas possuem o padréo a ser procurado.
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Fig. Anexo A10 — Resultado do reconhecimento executado na imagem BO

no inicial da RNA. BDI BO, 5 cores, T3.
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Fig. Anexo A1l - Resultado do reconhecimento executado na imagem BO

iteracdes de RIFP. BDI BO, 5 cores, T3.
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iteracdes de NNC e aprendizado incremental. BDI BO, 5 cores, T3.
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Fig. Anexo A13 - Resultado do reconhecimento executado na imagem BO

iteracdo de NNC e sem utilizar aprendizado incremental. BDI BO, 5 cores, T3.
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Fig. Anexo Al14 — Objetos que compdem a base COIL-100.

[P
\

Fig. Anexo A15 — Algumas regifes do Objeto 25 da base COIL-100 utilizado como padréo de trei-

namento para a RNA.
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Fig. Anexo A16 — Exemplos dos objetos que foram utilizados na base de pré-validacdo para BDI
B1.

Fig. Anexo A17 - Regides de latas de Coca-Cola utilizadas para compor os exemplos de aprendi-
zado de Classe para BDI B2.
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Fig. Anexo A18 — Regides de imagem-de-fundo utilizadas para compor os exemplos de aprendi-
zado de N&o-Classe para BDI B2.

Fig. Anexo A19 - Regibes de latas de Coca-Cola utilizadas para compor os exemplos de teste de
Classe para BDI B2.
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Fig. Anexo A20 - Regides de imagem-de-fundo utilizadas utilizadas para compor os exemplos de
teste de Nao-Classe para BDI B2
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Fig. Anexo A21 — Imagens utilizadas para teste de recuperacdo BDI B2.
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Fig. Anexo A22 — Resultado da classificagdo para BDI B2 com treino inicial da RNA
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Fig. Anexo A23 - Resultado da classificacdo para BDI B2 apo0s segunda iteragéo de RIFP.
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Fig. Anexo A24 - Resultado da classificacdo para BDI B2 apos segunda iteragdo de NNC.
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