GT-JeDil - Curso de Desenv. de Jogos
|A para JOgos




. £iv

o - P s
Y- Y

.;:" I =

GAME Al

» Cronograma
»Conceitos
»Neuronio artificial
»Redes: Perceptron e Multi Layer Perceptron (MLP),

»Exemplos

»Separando cores

»Prevendo dinamica molecular

»Calculando trajetos em robética simulada

»Como fazer para...

»Criar um conjunto de dados de treino e teste
»Criar topologia da rede neural
»Treinar a rede

»Aplicar a rede no seu trabalho
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Modelo matematico de uma analogia ao
funcionamento do cerebro.

A idéia basica:
unidades de processamento
simples computando certas
funcdes matematicas, dispostas

SN AN VAN Ay em camadas e interligadas por
' [N Sinapse um grande niumero de conexdes
CINOR] oo apresentam grande poder
" Celutar computacional.
Segmento Inicial
Dendrito

Axbnio

Sinapse
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Uma rede neural é composta de varios nodos conectados por links direcionados:

Um nodo recebe uma série de entradas e é ativado de acordo com a composicao
de suas entradas

Cada entrada possui um peso, que determina a forca daquela entrada na ativacao

Cada neuronio tem uma funcao de ativacdo que determina a sua saida de acordo
com a entrada

Saidas sao propagadas para outros neurbnios
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REDES NEURAIS: LR O

» Perceptron - Funcdes de Transferéncia: “normaliza sda” GAME Al

Objetivo - adaptar o resultado da soma ponderada emm intervalo de saida adotado

i
i
i . L
sgn semni-linear sigmoid
F(X) = Sgn(X) F(X) = Linear(X, Min, Max) F(X) = Sigmoid(X)
If X>=0 If X <Min Assimétrica
ThenY =1 ThenY =0
Else Y =0 (ou-1) Y = 1
If X >= Min and X =< Max 1 + Exp™
ou ThenY =X
Simétrica
IF X >= Limiar If X > Max
ThenY =1 ThenY =1 Y = TanHip (X)

Else Y =0 (ou-1)
Obs.: Y = X ou Y = Normaliza(X)
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»Uma Rede Neural Artificial € um sistema distribuido
paralelo, naturalmente propenso para armazenar
conhecimento de exemplos e generaliza-lo.

»Em particular, a semelhanca que Redes Neurais Artificiais
apresentam em relac&o ao cérebro humano pode ser de
uma forma mais fundamental associada com as seguintes
colocacoes:

»1.0 conhecimento € adquirido em uma rede neural
através de um processo de aprendizagem.

»2. O conhecimento é armazenado em conexoes
(sinapses) existentes entre os elementos da rede,
representadas atraves de pesos.
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» Aplicacbes
»Reconhecimento de formas
» Tratamento de sinal
»Viséo, fala
»Previsao e modelagem
»Auxilio a decisao

» Robhodtica
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» Aprendizado

»Redes Neurais Artificiais possuem a capacidade de aprender por
exemplos e fazer interpolacoes e extrapolacdes do que aprenderam.

»No aprendizado conexionista n&o se procura obter regras como na
abordagem simbdlica da Inteligéncia Artificial, mas determinar a
iIntensidade de conexdes entre neuronios.

» Algoritmo de aprendizado: conjunto de procedimentos bem
definidos para adaptar os parametros de uma Rede Neural Artificial
para que a mesma possa aprender.

»Nao ha um unico algoritmo de aprendizado (diferentes maneiras de
ajustar pesos)



<.__" ; S %
pasm Ao
Ea GS8 N\ &

GAME Al

» Modelo de aprendizado Perceptron

»Modelo proposto por Rosenblatt em 1958, conhecido
cCoOmo perceptron, era composto por uma estrutura de
rede tendo como unidades basicas nodos MCP e de uma
regra de aprendizado.

»Em 1962 , Rosenblatt demonstrou o teorema de
convergéncia do perceptron, o qual mostra que um nodo
MCP treinado com o algoritmo de aprendizado do
perceptron sempre converge, caso 0 problema em
guestao seja linearmente separavel.
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» Modelo de aprendizado Perceptron

» A topologia original descrita por Rosenblatt era
composta por unidades de entrada, por um nivel
iIntermediario formado pelas unidades de associacao e
por um nivel de saida formado pelas unidades de
resposta.

»Embora esta topologia original possua trés niveis, ela e
conhecida como perceptron de uma Unica camada, ja
gue somente o nivel de saida (unidades de resposta)
possuli propriedades adaptativas.
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» Modelo de aprendizado Perceptron

»Apesar de ter causado grande euforia na comunidade cientifica da
época, 0 perceptron nao teve vida muito longa.

»Duras criticas a sua capacidade computacional causaram
grande impacto sobre as pesquisas em Redes Neurais Atrtificiais,
0 que levou a um grande desinteresse pela area durante os anos

70 e inicio dos anos 80.

» Esta visédo pessimista sobre a capacidade do perceptron e das Redes
Neurais Artificiais de uma maneira geral mudou com a descricao, em

1986, do algoritmo backpropagation.
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» Perceptron - Aprendizado= Adaptacéo das conexdes (pesos sma%tlcos)

Medida _ _
do Erro de Saida Descida do Gradiente

Configuracdo de uma Superficie de Erro
Inicial dos Pesos da Rede

Configuracao Minimos .
Final (ap6s adaptac&o) Locais | gllgéglo Mudancas na
- Configuracao dos

Pesos Sinapticos
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» Perceptron - Aprendizado= Adaptacao das conexdes (pesos sinapticos)
» Método da Descida do Gradiente
Erro quadratico: E:%Z(Di — AV)? Ajuste dos Pesos: AWij = —ai

]

Derivacdo da regra de reajuste dos pesos (saidadar):

E  FE IA E = Ermro

AMMj — A M J

f_ = - (Di - Ai) = d

JAI

OA |

— =X

eV

AWij = —a.d.X = a .(Di - Ai).Xj W

Dada uma entrada Xi e 0 peso Wi,
0 neurdnio fornece uma saida Ai.
Queremos treina-lo para responder Di
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CLASSIFICACA

Rede Neural com apenas 2 entradas:

. X Y AND
X, Y - Entradas (Valores numéricos)
W, W, - Pesos Sinapticos 0 0 0
] e . 0 1 0
Saida + 2 Wi.Xi + Biais 1 0 0
1 1 1
= W,. X+ W, Y +C
uY
0.1 @ (1.1) Representagéo
o ' Geométrica do
Problema

_1) a\ .
(0;0) (1,0) X



PERCEPTRON

Rede Neural com apenas 2 entradas:

X, Y - Entradas (Valores numéricos)
W, W, - Pesos Sinapticos

Saida = 2. Wi.Xi + Biais

= W,.X + W,.Y + C

(1,1)
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CLASSIFICACA

X Y AND
0 0 0
0 1 0
1 0 0
1 1 1
Representacéo
Geométrica do
Problema

4 Como classificar?
Separar as classe

_1) |
(0,0) (1.0)

v
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Perceptron
Reta, Plano ou Hiper-plano gnirada Y
de separacao das classes A +1 - Classe A
l - Classe B
A P(X,,Y,) = Classe A
A A A ( 1 1)
Y [ o P(X,Y)
A : Classe A:
B A A A A X*W1+Y*W2 >0
B B A A
-1 A Entrada X
A X, >
B B A +1
B B
B g A
B B B Entradas:
B B X, Y
B
Reta:
Classe B: B B X*W1+Y*W2=0
X*W1+Y*W2 <0 -1
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X Y XOR

- Perceptron {PiobleMaldovAprendizado doXaR
Minsky & Papert 1969 (“Perceptrons”) - Problema n&o Inearmente separavel!
X Y XOR
Problema do XOR
0 0 0 < >
2 (1) i OU Exclusivo
1 1 0
Y A
(+1,-1) y (\(+1’+1)
X
0O ,
\JJ
(-1,-1) (-1,+1)

-1 -1 O
-1 +1 X
+1 -1 X
+1 +1 O

Sistema de Equacoes

AX+BY =S

-1X + -1Y= -1
-1X + +1Y =+1
+1.X + -1.Y=+1
+1.X + +1.Y = -1

Sem solucao!!!
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» MLP (Multi Layer Perceptron )

»Redes de uma s6 camada resolve apenas problemas
linearmente separaveis.

» A solucao para problemas nao linearmente separaveis
passa pelo uso de redes com uma ou mais camadas
iIntermediarias, ou escondidas.
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» MLP (Multi Layer Perceptrom ) com back-propagation
Y Entradas - X,Y Saida - Classes (A, B ou )

A: Exemplos da classe A
B: Exemplos da classe B
C: Exemplos da classe C

Yy X,.Y, - Prototipo da classe B
X,.Y, - Prototipo da classe A
X4.Y, - Prototipo da classe A

Prototipos:
* Centro de Gravidade
* Raio de influéncia (x.y)

Teste de similaridade:
* Distancia Euclidiana

> X
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» MLP (Multi Layer Perceptrom ) com back-propagation
Struct Description of Exclusive-0OR Classes with General
Metlre decisian regions prablem meshed reqions region shapes
W
Half plane O ;%\\§ -ﬁ-“'\
bounded by ﬁ m’
erplane " S
single layer rpere . m : -
AR Y ~‘~l\\\‘\))
number of hidden A % : \1‘;? R
Two layer units) % \\\3‘ 1 -
Arbitrar i {}H 2
% {cumplexi':r ':..‘ 7 @ \%‘l
limited by SRR
numoer o& 1 En %‘N
Three layer h'-"" i“j " \‘\Q;%‘
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» Back-propagation
»Funcionamento Geral
»lnicia-se 0s pesos com um valor aleatoério

»Usando o training set, alimenta a rede com o0s
valores de entrada e observa a saida

» Calcula o erro

»Ajusta 0s pesos para diminuir o erro
(backpropagating na rede), e repete 0 processo

»Cada Iteracao € chamada de Epoch

»Pode ser executado um numero fixo de vezes ou até
gue o erro seja peqgueno o suficiente



5., 1
LYl <] b,
s " g | BN ]
o IS [ i
P

GAME Al

ANN — Artificial Neural Networks (Redes Neurais Artificiais)

» ANN em Jogos...

C2 C3
» Agentes reativos: Robo Khepera m’ - - . c4
'n,
0 | I'-n. C3

I— M1 \ M2
IJ
N

-.,_'- _:_‘.4--

7 Ch

IF S1 < Limite and S2 < Limite and
S3 > Limite and S4 > Limite
THEN Action{ Turn_Left)

Photo A!ilgin Herzog

Controle Sensorial-Motor IF S2 > Limite and
S3 > Limite and
S2=>583 and
S1 >S4

THEN Action(Turn_Right)

Aprendizado
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ANN — Artificial Neural Networks (Redes Neurais Atrtificiais)

» ANN em Jogos...

» Agentes reativos: Robo Khepera

2 C3
ci == m C4
+ L I
L
o g g C5

] )

Sensores:

Comandos: 3 acdes (L=Turn Left, F=Forward, R=Turn Right)

8-C0acC7

co | c1 |c2|c3lce | ¢5| cq 7| LFR
4 |1 4 | 3|63 |04 010
1 |3 1l e | 6|6 |66 [010
6 |3 |234|104]772|96 |3 | 6 | 100
2 |6 (220 104]724|107]3 | 4 | 100
563/ 1023 6 | 57 | 6 |0 |3 |1 |00 1
5441023 3 | 1 | 4]0 |5 |1 |00 1

Situacoes

— 90° i 15 45°
Aprendizado O

de



Redes Neurais Artificials

ANN — Artificial Neural Networks (Redes Neurais Artificiais)

» ANN em Jogos... _
« Evitar paredes

+ Agentes reativos: Resultado do Apredizado... * Seguir paredes

Osdrio
Doutorado INPG
Grenoble, 1998

1
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» Feed-forward network

Normalmente organizadas em camadas

2 Neurdonios de uma camada recebem a ativacao
dos neurdnios da camada anterior

Exemplo Classico: 3 camadas

1 Camada de Entrada
(Input Layer)

1 Camada Escondida
(Hidden Layer)

1 Camada de Saida
(Output Layer)
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» Camada de entrada
»Cada neurdnio representa uma variavel de entrada
»Quanto mais neuronios, mais dificil o treinamento
»Rede trabalha com numeros
»Variaveis Booleanas: 0 e 1
»Variaveis Discretas:

»Variaveis Continuas: normalizacao
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» Camada oculta
»Quantos neuronios?
» Tentativa e erro!
» Sugestao:
» 3 testes:
»Dobro da entrada;
»Igual a entrada,;

»Metade da entrada:
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»(QOccam’s Razor

» O problema do tamanho da rede pode ser visto de
maneira simplificada usando o Occam’s Razor: Qualquer
maguina de aprendizagem deve ser grande o suficiente
para resolver o problema, porem nao maior.

»Dificuldade: o que e grande o suficiente?
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» Camada de saida
»Quantos Neuronios?
»Depende do problema... um pode bastar...
»Funcao de ativacao
»Valor discreto (classificacao) [act_logistic]

»Valor continuo (aproximacao) [act_identity]
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» Treinamento

»Determina os valores dos pesos de forma que uma
entrada gere a saida desejada.

» 0 treinamento é feito a partir de uma série de pares de
entrada e saida.

»Deseja-se minimizar o erro.
» Algoritmo mais comum: Back Propagation

»Deve-se tomar cuidado para gue o training set seja
representativo do conjunto de entradas e saidas
possiveis

»Em caso de mudanca significativa nos conjuntos de
entrada e saida, deve-se treinar a rede novamente.



» Curvas de aprendizado
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b ¢
T Errona Salda

da Eede

Aprendizada:
Farada tardia

e Dados de Teste

Dados de Aprendizade
T

h J .

w Dhlmero

de Epou::as

Etrona Salda
da Eede

Farada usando a Validacdn Cruzada
(ponts afime de generalizacds)

. Dados de Teste

Dadaos de Aprendizado
"

» Iimero

de Epocas
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» Momentum (parametro do back-propagation)

»Aprendizagem com momento usa o incremento anterior
para aumentar a velocidade e estabilizar a convergéncia

Direction of ¥ ]
weight change

Gradient Descent with

Gradient Descent Momentum
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» Critério de parada
»NUmero de iteracoes

»ERRO MSE : Nao ha garantia de que o sistema possa
atingir um MSE especificado

»Problema: overtraining

»Parada com validacao cruzada
»dois conjuntos: treinamento e validacao
»conjunto de validacao: 10-25% do total dos casos

»com certa frequéncia (5 a 10 iteracoes) verifica-se o
desempenho no conjunto de validacao
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»Vantagens e LimitacOes das Redes Neurais Artificiai  s:
» AplicacOes de Machine Learning e Sistemas Adaptativos;

» Aplicadas em tarefas onde temos bases de exemplos disponiveis sobre um
determinado problema, realizando a aquisicdo automatica de conhecimentos;

»Associacao de padrdes de entradas e saida;
» Classificac&o de padrdes de forma supervisionada ou néo;
»Aproximacao de funcdes desconhecidas através de amostras destas funcoes;
» Trabalhar com dados aproximados, incompletos e inexatos;
»Paralelismo, generalizacéo, robustez;
»“Tarefas complexas realizadas por seres humanos”;
» Limitagoes:
» Trabalhar com conhecimentos simbdlicos de alto nivel;
»Composicao e construcao de conhecimentos estruturados;
» Dificuldade de explicitacdo dos conhecimentos adquiridos;
» Dificuldade para definir a estrutura da rede, seus parametros e a base de dados;

»Falta de garantia de uma convergéncia do algoritmo para uma solucéo otima;



Ea FaAl
SR, A
RRA & R

cave A (o 5

PAPERS / DOCUMENTACAO:

* FAQ: Http://www.cis.ohio-state.edu/hypertext/fag/usenet/  ai-fag/neural-nets/top.html
Http://www.fags.org/fags/ai-fag/neural-nets/
Ftp://ftp.sas.com/pub/neural/FAQ.html

» Osorio - Neural: Http://www.inf.unisinos.br/~osorio/n eural.html

 Livro On-Line: Http://www.inf.unisinos.br/~osorio/ neural/Neuro-book.html
o UCI-ML: http://www.ics.uci.edu/~mlearn/MLRepository  .html

*Neuroprose

* ASSOCIACAO:

» Connectionist List

e Comp.ai.neural-nets

* SOFTWARES:
* PDP++ http://www.cnbc.cmu.edu/PDP++/PDP++.html
* SNNS http://www-ra.informatik.uni-tuebingen.de/SNNS/
* NevProp Nevada Propagation Software
* INSS Contactar Osorio...

« Outros http://www.inf.unisinos.br/~osorio/neural/software. html
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» Exemplo: dinamica molecular
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» Exemplo: cores
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» SNNS

»Calculando trajetos em robética simulada
»Como fazer para...
»Criar um conjunto de dados de treino e teste
» Criar topologia da rede neural
»Treinar a rede

»Aplicar a rede no seu trabalho



